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Sebők Miklós

BeVeZeTéS

A fejezet bemutatja a kötet tárgyát, szerkezetét, valamint a kvantitatív szövegelem-
zés és szövegbányászat pozícióját a társadalomtudományon belül. A kötet nagyobb 
blokkjai lefedik a szövegek kvalitatív és kvantitatív társadalomtudományi elemzésé-
nek módszertani alapjait, a szövegbányászat legfontosabb feladatait, illetve néhány 
gyakori eljárását. A kötet két fő célcsoportjaként a társadalomtudományi kutatói 
és felsőoktatási közösséget határozzuk meg, valamint rögzítjük, hogy a kvantitatív 
szövegelemzés területén belül elsődlegesen a dokumentum- és tartalomelemzési 
módszertanhoz kapcsolódunk.

A jelen kötet legfontosabb célja az, hogy bevezetést nyújtson a nemzetközi 
politikatudomány egy kurrens irányzatába, a szövegek kvantitatív elemzésébe 
(quantitative text analysis – QTA). A szövegek és más minőségi adatok (filmek, 
képek) elemzése annyiban különbözik a mennyiségi (kvantitatív) adatokétól, 
hogy nyers formájukban még nem alkalmasak arra, hogy statisztikai, illetve 
ökonometriai elemzés alá vessük őket, s így további módszertani problémákat 
vetnek fel, melyek speciális tárgyalása szükséges.

A kötet kiindulópontját a politikai szövegek társadalomtudományi elemzé-
sének problémája adja. e feladatot – eltérő jellegű kutatási eredményekkel, de 
– kvalitatív és kvantitatív módszertani eszközökkel egyaránt meg lehet oldani, 
így a könyv négy nagyobb blokkja közül az első e módszerek relatív hasznossá-
gát és fogalmi alapjait tárgyalja. Mivel a QTA magyarországi politikatudomá-
nyi felhasználása e sorok írásakor még messze nem tekinthető általánosnak, az 
első fejezetben érintjük ennek olyan kutatástervezési problémáit is, mint a fel-
fedezés logikája, illetve a kutatás folyamata (I.1.). ennek során külön kitérünk 
a számítógépes támogatással, illetve gépi elemzéssel elvégezhető munkafolya-
matokra, mint a 21. századi társadalomtudomány gyorsan fejlődő és lassan 
megkerülhetetlenné váló területére (I.2.).

A kötet következő két blokkja (II–III.) már a szűken vett kvantitatív szö-
vegelemzés és a vele nagy átfedést mutató szövegbányászat feladataiba nyújt 
betekintést. ezek közül a szöveg először tisztázza az adatok visszakeresésének 
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és kinyerésének alapjait (II.1.), majd bevezetést nyújt a talán legelemibb szöveg-
bányászati feladatba, a névelem-felismerésbe (II.2.). ezt követően olyan hala-
dóbb feladatokkal ismerkedünk meg, mint a deduktív logikát követő osztályo-
zás (III.1.), az ennek egy speciális alkalmazásának tekinthető véleményelemzés 
(III.2.), illetve az induktív elven működő csoportosítás (III.3.). A kötet negye-
dik blokkja a leggyakrabban használt szövegbányászati megoldások gyakorlati 
alkalmazását tárgyalja. ennek kapcsán foglalkozunk a félig automatizált fel-
ügyelt tanulás osztályozási megközelítésével (IV.1.), míg a csoportosítási feladat 
klasszikus megoldásaként pedig a felügyelet nélküli tanulási algoritmusokat 
mutatjuk be (IV.2). A könyvet záró V. fejezet tágabb kitekintést nyújt a kvanti-
tatív szövegelemzés tudományterületére, illetve határvidékeire, segítve a téma 
iránt érdeklődő olvasót a további tájékozódásban.

***

e rövid szerkezeti összefoglalóból részben már következik, hogy milyen új is-
meretanyagokra tud támaszkodni az olvasó, miután letette a kötetet. egyfelől 
egy általános áttekintést kap a társadalomtudományi szövegelemzés teljes terü-
letéről, s ezen belül is a dokumentum- és tartalomorientált megközelítésekről. 
Képes lehet eldönteni, hogy vizsgálati tárgyához, kérdéséhez és a rendelkezésre 
álló adatforrásokhoz milyen kutatási logikát érdemes alkalmaznia, s mindeb-
ben hogyan tud támaszkodni a számítógépes adatelemzés nyújtotta előnyökre.

Az ilyen általános szövegelemzési ismeretek mellett az olvasó egy bevezető 
szinten képes lesz alkalmazni a kvantitatív szövegelemzés és szövegbányászat 
legalapvetőbb eljárásait saját kutatására. deduktív vagy induktív felfedező lo-
gikája fényében dönthet az adatelemzés módjáról, és a felkínált menüből ki-
választhatja a kutatási tervéhez legjobban illeszkedő megoldásokat. A kötetet 
végigkísérő konkrét példák segítségével pedig akár reprodukálhatja is ezen el-
járásokat saját kutatásában.

ezen ismeretanyag szinte automatikusan meghatározza azt a két célcsopor-
tot, melyre figyelemmel a szerkezeti vázlatot tartalommal töltöttük fel: a kuta-
tási szférát és a felsőoktatást. ennek eredménye a reményeink szerint a magyar 
politikatudományi kutatási gyakorlatot segítő tárgyalásmód, illetve a szöveg 
oktatási kellékekkel való felvértezése.

Kezdve az elsővel, a kötetben a hangsúly kifejezetten a QTA gyakorlati al-
kalmazásán, s nem az elvont elméleti ismereteken van. ez utóbbiak egyfelől 
könnyebben hozzáférhetőek a magyar olvasó számára is, másrészt pedig csak 
általános útmutatást adnak a gyakran egészen prózai (pl. kódolási) problémák-
kal szembesülő kutatónak. ebből is következik, hogy könyvünk egyik legfon-
tosabb célcsoportját a magyarországi társadalomtudományos kutatóközösség, 
s  közöttük is a pozitivista, illetve (az I. blokk esetében) a posztpozitivista és 
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megalapozott elméleti paradigmában dolgozó kollégák jelentik. Nem volt cé-
lunk így számos fontos, de a politikatudományban korlátozottan használt és/
vagy számítógépes támogatást kevésbé használó kvalitatív adatelemzési mód-
szertan bemutatása (pl. részt vevő megfigyelés, dekonstrukció stb.).

Az aktív kutatók mellett könyvünk hasonlóan fontos célcsoportjának tart-
juk a felsőoktatási hallgatókat és oktatókat. ennek megfelelően a kötet szerke-
zetében keverednek a kézikönyv és a tankönyv elemei. A politikatudományi 
kutatóképzés tartalmának megújítása nélkül nehezen elképzelhető a legfejlet-
tebb kvalitatív és kvantitatív kutatási módszerek hazai elterjedése. A fejezetek 
e cél érdekében számos illusztrációt hoznak a QTA-technikák gyakorlati al-
kalmazásai közül, ami reményeink szerint még a legszkeptikusabb olvasót is 
meggyőzik majd e megoldások hasznosságáról.

A tárgyalás áttekinthetőségét szolgálja az egységes fejezetszerkezet, a leg-
fontosabb fogalmak magyar és angol nyelvű szószedete, valamint a további ol-
vasásra ajánlott szakirodalom szerepeltetése. Az oktatásban való közvetlen al-
kalmazást segíthetik továbbá a fejezetek végén megadott vizsgakérdések, illetve 
a  kötet honlapján (qta.tk.mta.hu) szereplő további információk: gyakorlófel-
adatok (megoldásokkal), az egyes feladatokra alkalmazható scriptek és keres-
kedelmi programok bemutatása, a témával kapcsolatos prezentációk és további 
ajánlott irodalmak.

***

Miközben reményeink szerint a jelen kötet önmagában is megfelelő bevezetést 
nyújt a kvantitatív szövegelemzés alapjaiba, fontos hangsúlyozni, hogy a ma-
gunk számára kitűzött feladatot sok szempontból korlátoztuk. Nem célunk így 
az, hogy a szöveg nemzetközi és magyar kiadók által kiadott általános vagy 
kvalitatív kutatás-módszertani művekkel (ld. pl. Creswell, 2013; esterberg, 
2002; Berg – Lune, 2014; illetve Héra – Ligeti, 2014; Babbie, 2003) vagy a spe-
ciálisan a kvalitatív adatok (s benne a szövegek) elemzésére fókuszáló kézi-
könyvekkel (Grbich, 2013; Miles et al., 2013) versenyezzen. Másfelől gyűjtőköre 
általánosabb, mint a kifejezetten egy-egy programmal elvégezhető kvalitatív 
adatelemzési feladatokat bemutató könyveknek (mint amilyen friese, 2014; il-
letve Bazeley és Jackson, 2013 műve). ugyanígy elhatárolható a kötet tárgya 
a „statisztikai adat- és szövegelemzés”, illetve a számítógépes nyelvészet tárgy-
körétől (ld. a 2000-es évek óta MSZNyK néven megrendezésre kerülő kon-
ferenciákat). Művünk célja ugyanis határozottan alkalmazott jellegű, fókusza 
a más tudományterületeken már kidolgozott eljárások és technikai megoldá-
sok „átültetése” politikatudományi problémákra.

A könyv fejezeteinek megírását vezérlő szempont mindezek fényében a do-
kumentum- és tartalomközpontúság volt. ez egyfelől lefedi az ún. beavatko-
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zásmentes vizsgálatok (Babbie, 2003: 351) körét. A dokumentumok (szövegek, 
multimédiás tartalmak stb.) tartalomelemzésének tipikus feladatai jelentet-
ték kiindulópontunkat, melytől különböző irányokba terjeszkedtünk tovább. 
e szerkesztői döntésből fakadóan így például nem foglalkozunk a fókuszcso-
portok mint fontos kvalitatív adatelemzési módszertan lebonyolításának kér-
déseivel – számos fejezet tartalmaz ugyanakkor hasznos tudnivalókat egy már 
átírt fókuszcsoport-beszélgetés elemzéséhez. ennyiben pedig gyűjtőkörünk 
már kiterjedt a beavatkozásmentes vizsgálatokon túli adatfelvételi módszereket 
alkalmazó kutatásokra, legalábbis amennyiben ezek kvantitatív szövegelem-
zésre alkalmas alapanyagot hoznak létre (maga a kvalitatív adatgyűjtési mód-
szer ugyanakkor ebben az esetben sem tárgya könyvünknek).

utolsó megjegyzésünk a könyv tárgyával kapcsolatban a terminológiára vo-
natkozik. Amiben a kötet a tematikus korlátozások mellett is hozzáadott érté-
ket adhat a már elérhető irodalomhoz képest, az a speciálisan a magyarországi 
kontextusra, s ezen belül is a politikatudományi alkalmazásra irányuló szöveg. 
Mivel a magyar politikatudományban (s talán általában a társadalomtudomá-
nyokban) a kvantitatív szövegelemzés és szövegbányászat még gyerekcipőben 
jár, ezért reflektálnunk kellett arra a tényre, hogy a magyar nyelvű terminoló-
gia még sok esetben meglehetőségen képlékeny (ld. pl. a sentiment analysisszel 
kapcsolatos megjegyzéseinket a III.2. fejezetben). Itt követtük a hazai, kiala-
kulóban lévő – de a társadalomtudományi alkalmazásoknál mindenképpen 
előrébb járó – számítógépes nyelvészeti irodalmat (ld. pl. Tikk, 2007 szöveg-
bányászati bevezetését). Mivel ezen irodalom bizonyos alapfogalmakat kon-
zekvensen magyarított (pl. az osztályozás mint a classification és a csoportosí-
tás mint a clustering magyar megfelelője), így a mindenképpen hasznos közös 
terminológia kialakítása érdekében követtük megoldásaikat. A magyar nyelvű 
QTA-szaknyelv megerősítése érdekében a szövegben – ahol van elterjedt fordí-
tás – a szakkifejezéseket magyarul, kurziválva jelöltük, míg angol megfelelőjü-
ket a fejezetvégi szószedetekben közöltük. 

***

A kötet közvetlen előzménye az MTA Társadalomtudományi Kutatóközpont-
jában (TK) az OTKA támogatásával elindított Comparative Agendas Project 
(CAP) kutatás. e projekt keretében Boda Zsolt projektvezető és Sebők Miklós 
kutatásvezető irányításával 2013-tól kezdődően folyt a magyar politikával kap-
csolatos kvalitatív források vizsgálata kézi kódolás segítségével. Az újságcímla-
pok, törvények, parlamenti beszédek és költségvetési sorok többéves közpoliti-
kai célú kódolása során érett meg bennünk az a felismerés, hogy a nemzetközi 
CAP projektben elvárt hosszú idősorok és a kutatási kérdésekhez kötött speciá-
lis feladatok megoldása érdekében szükség lesz a QTA-technikák alkalmazásá-
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ra. ebben megerősítettek a projekthez és más kutatóhálózatokhoz kapcsolódó 
nemzetközi konferenciákon szerzett tapasztalatok, melyek egyértelművé tették 
e módszerek gyakorlati hasznát a nagy méretű kutatási projektben.

A kötet gondolata végül a szerkesztő által a Bibó István Szakkollégiumban 
tartott bevezető jellegű kvalitatív adatelemző kurzuson született meg. A hall-
gatók visszajelzései alapján is hasznosnak tűnt, ha nemcsak előadásjegyze-
tek, de egy kerek, s egyben felhasználóbarátabb kézirat is segíti a kvalitatív 
adatelemzési technikák elsajátítását. A szerzőgárda jelentős részben szintén 
a  CAP projektből, az említett kurzus résztvevőiből, illetve az MTA TK PTI 
munkatársaiból verbuválódott. Valamennyi szerző tudott saját kutatói tapasz-
talataira támaszkodni fejezetének megírásakor, ami reményeink szerint hozzá-
járulhat a felsőoktatási oktatók mellett a társadalomtudományi projektekben 
részt vevő kutatók munkájához is.

A kötet szerzői köszönettel tartoznak az MTA TK PTI vezetésének, Kö-
rösényi Andrásnak és Boda Zsoltnak a projekthez nyújtott erkölcsi és anyagi 
támogatásért, illetve a Nemzeti Kulturális Alapnak a könyv kiadásához nyúj-
tott támogatásáért. Szintén köszönettel tartozunk Papp Zsófiának, valamint az 
MTA TK Politikatudományi Intézetében lefolytatott vita résztvevőinek, akik 
hasznos tanácsokkal segítették a kötet elkészültét. Külön köszönet illeti Ko-
vács Borbálát, a kötet szakmai lektorát, aki alapvető fontosságú megjegyzé-
sekkel, valamint számtalan kisebb pontosítással egyaránt hozzájárult a kézirat 
minőségének javításához. Szintén köszönjük Kovács László lektori munkáját. 
A fennmaradó hibákért természetesen csak a szerkesztő felelős.





I. a SzövegeK 
tárSadaloMtudoMányI 
eleMzéSe





Sebők Miklós – Zorigt Burtejin – Zágoni Bella

I.1. A SZöVeGeK 
TÁrSAdALOMTudOMÁNyI eLeMZéSe: 
eGy eLMéLeTI ÁTTeKINTéS

A fejezet bevezetést nyújt a szövegek társadalomtudományi elemzésének fogalmi 
alapjaiba. ennek keretében először elhatároljuk a kvalitatív és kvantitatív adatfor-
rásokat, illetve módszertant. ezt követően vizsgálatunkat a szövegek társadalomtu-
dományi elemzésére szűkítjük, és meghatározzuk e kutatási terület fő paradigmáit. 
A fejezet zárásaként – egy újabb tematikus szűkítés nyomán – meghatározzuk a kö-
tet tárgyát: a szövegek tartalmának kvantitatív elemzését és a szövegbányászatot.

A modern társadalomtudományok egyik legfontosabb kutatási területe az 
adatok elemzése. Miközben az adatelemzésről létezik egy általános, sztereoti-
pikus kép (bonyolult műveletek végrehajtása numerikus adatokat tartalmazó 
táblázatok vagy grafikonok segítségével), a valóságban e leegyszerűsítésnél 
sokkal színesebb a társadalomtudományok által felhasznált adatforrások 
sora és módszertani eszköztára. Az adatforrások esetében ugyanis nemcsak 
kvantitatív-mennyiségi, de kvalitatív-minőségi adatokat is vizsgálhatunk: 
ilyen minőségi adatforrás a szöveg vagy a kép. Módszertani értelemben pedig 
adatelemzésnek tekinthetőek bizonyos kvalitatív eljárások is a szokványos 
kvantitatív-statisztikai eszköztár mellett.

e fejezetben a kvalitatív adatok, és ezen belül is elsősorban a szövegek 
társadalom tudományi elemzésének elméleti-módszertani alapjait tárgyaljuk. 
Gondolatmenetünk dióhéjban a következő. A szövegek és más kvalitatív 
adatforrások (videók, hanganyagok stb.) ugyanúgy vizsgálhatóak kvalitatív, 
mint kvantitatív társadalomtudományi módszertannal, illetve ezek valami-
lyen keverékével. Írásunk tárgyát elsődlegesen a szövegek képezik, így a kö vet-
kező lépésben azt kell meghatároznunk, hogy hogyan közelít az ilyen doku-
mentumokhoz a kvalitatív és a kvantitatív módszertan. 

A kvalitatív módszertant követő kutatók egy része a szövegre mint kvalitatív 
adatra tekint (más részük a szöveget interpretálni vagy „olvasni” akarja – erre 
a kettőségre visszatérünk). A kvalitatív adatként felfogott szöveg esetében nem 
törekszünk az adatforrások számszerű formátumra alakítására: fő tevékenysé-
günk a szöveg kódolása, azaz elemeinek elkülönítése és csoportosítása. A kvan-
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titatív érdeklődésű kutató ezzel szemben a szöveget statisztikai elemzésre al-
kalmazott formára hozva keres vissza vagy nyer ki információkat a szövegből. 

Az alábbiakban először a társadalomtudományban használt adatforrások-
kal, illetve módszertani megközelítésekkel foglalkozunk. ezt követően vizs-
gálatunkat a szövegek elemzési módjaira szűkítjük, majd egy újabb tematikus 
korlátozás után meghatározzuk a könyv tárgyát: a szövegek tartalmának kvan-
titatív társadalomtudományi elemzési módszereit, a kvantitatív szövegelemzést 
és a szövegbányászatot.

a társadalomtudományok adatforrásai

A társadalomtudományokban adat alatt információk együttesét értjük (Schrei-
ber, 2008: 185). Az adatforrások jellegük szerint lehetnek kvantitatívak-mennyi-
ségiek, illetve kvalitatívak-minőségiek. A mennyiségi és minőségi adattípusok 
elválasztása ugyanakkor korántsem magától értetődő. Jól jellemzi e problémát 
a következő példa, mely egy labdarúgó-mérkőzés beszámolóját dolgozza fel 
(Winter, 1991).

I.1.1. táblázat – Példa a mennyiségi és minőségi adattípusok elválasztására

Wimbledon 0 – Liverpool 0
Izgalmasabb dolgok 
történtek a parkolóban, mint 
a pályán.

A táblázat bal oldali oszlopában láthatjuk a mérkőzés eredményét, ami egy 
mennyiségi információt nyújt számunkra, míg jobb oldali oszlopában egy 
minőségi jelentéssel bíró véleményt olvashatunk. Az, hogy a két információ 
közül melyik adat bír számunkra fontosabb információtartalommal, nem má-
son, mint érdeklődésünkön múlik. Ha például a klub edzői karának vagyunk 
a tagja, akkor valószínűleg jobban fog érdekelni minket a mérkőzés eredmé-
nye. Laikusként vagy kívülállóként viszont érdekesebb információ lehet szá-
munkra, hogy milyen volt a mérkőzést körülvevő hangulat (Dey, 1993). Te-
hát a kvantitatív, illetve kvalitatív adatforrásoknak nincs „önértéke”: relatív 
hasznuk leginkább az érdeklődésünktől („kutatói felfogásunktól”) és konkrét 
kutatási kérdésünktől függ.

Ahogy fentebb meghatároztuk, az adat kifejezés általánosságban a mennyi-
ségi vagy minőségi változók felvett értékeinek összességére utal. A kvantitatív 
adatok mennyiségekre vonatkoznak, vagyis numerikus („számszerű”) informá-
ciót hordoznak. Hány törvény születik egy parlamenti ciklus során? Mekkora a 
női képviselők parlamenti aránya? Az ilyen és ehhez hasonló kérdések megvá-
laszolása az adatok minősége (így a törvények tartalma; a nők politikában be-
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töltött tényleges súlya) kapcsán nem szolgál többletinformációval. ez utóbbiak 
vizsgálatához át kell fogalmazni kutatási kérdéseinket is: „milyen a törvények 
közpolitikai tartalma?”; vagy „a női képviselők eltérő ügyeket képviselnek-e, 
mint a férfi képviselők?”. ezek már sajátosan a kvalitatív adatok elemzéséhez 
kapcsolódó kérdések, melyeket nem tudunk, vagy – módszertani okok miatt – 
nem tartunk szerencsésnek mennyiségi mutatókkal megválaszolni.

Kutatásunk tervezése során fontos azt is mérlegelni, hogy a kvalitatív ada-
tok „beszerzése” rendszerint jobban terhelt módszertani problémákkal, mint 
a kvantitatív adatoké, még akkor is, ha ugyanolyan forrásból (pl. egy kérdő-
ívből) szerzik be őket. ennek egyik eleme, hogy míg a kvantitatív adatok jól 
lehatárolható típusokba sorolhatóak a mérési skála alapján (mint pl. nominális 
vagy ordinális), addig a minőségi adatok esetében egy hasonlóan elemi kate-
gorizálási szinten (pl. szóbeli-verbális/nem verbális) még a konkrét kutatástól 
távoli absztrakciókkal (és általában egy sokkal szélesebb adattípus-palettával) 
dolgozunk.

A kvalitatív adatok elemzésének további módszertani problémáját az ada-
tok strukturálatlansága adja, ugyanis a kvalitatív (minőségi) adatok – szemben 
a kvantitatív (mennyiségi) adatokkal – nyers formájukban még nem alkalma-
sak arra, hogy statisztikai elemzéseket végezzünk velük. A kvalitatív adatelem-
zés ráadásul elsősorban az adatforrás explicit (avagy „manifeszt”) tartalmát 
vizsgálja, magyarán a szöveget szó szerint értelmezi. A módszer nehezebben 
kezeli a rejtett jelentéseket vagy az átvitt értelmek értelmezését. Szintén nem 
képes még teljesen kezelni az iróniát vagy a szarkazmust, gyakori élőnyelvi 
előfordulásuk ellenére. Gondoljunk csak az interpellációkban, közösségi olda-
lakon írt bejegyzésekben gyakran megjelenő gúnyos hangnemre, amelyeknek 
a szöveg értelmezése és magyarázása szempontjából jelentősége lehet. Harmad-
szor a kvalitatív kutatások gyakori kritikája, hogy átláthatatlanok és szubjektí-
vek lehetnek. ezért törekedni kell arra, hogy a kvalitatív adatelemzés átlátható, 
nyomon követhető és ellenőrizhető módon történjen. Így az ilyen típusú adatok 
elemzése a kutatók részéről nagyfokú figyelmet és érzékenységet kíván az ada-
tok iránt.

a szövegek társadalomtudományi elemzése: 
kutatási stratégiák és módszertan

Az adat fogalmának definiálása után a következő feladat az adatelemzés te-
vékenységének leírása, mely egy többlépéses folyamat. Amint megtörtént 
az adatgyűjtés, a kutató adatait a kézi vagy gépi elemzésre alkalmas formára 
hozza (Schreiber, 2008: 185). ez a forma lehet egy táblázat vagy jegyzetlapok 
gyűjteménye, a lényeg, hogy egyszerűsítsék a kutató munkafolyamatát. Nyers 



18 • Sebők Miklós – Zorigt Burtejin – Zágoni Bella

adathalmazát a kvalitatív módszertant követő kutató memókban, avagy kuta-
tási naplóban írja le, illetve kódolhatja egyes elemeit. ezt követően empirikus 
anyagát „párbeszédbe hozza” a szakirodalommal és a kutatás elméleti fogalom-
készletével (Van den Hoonard – Van den Hoonard, 2008: 186).

A konkrét elemzési eljárások részben attól is függenek, hogy hogyan tekint 
a kutató a vizsgált kvalitatív adatokra, illetve szövegre. Többféle kategorizá-
lási rendszer létezik ennek kapcsán, melyek közül itt röviden kettőt ismerte-
tünk. A  szakirodalomban rendre használják a dokumentum fogalmát (Prior, 
2008: 230). ennek főbb típusai a következők: a leírt szövegek, a vizuális-, illetve 
hanganyagok, térképek, filmek vagy fotók, valamint mindezek interneten meg-
figyelhető „folyamai”. A dokumentumoktól eltérő tulajdonsággal rendelkezik a 
beszélgetés, melynek kontextusfüggő és dinamikus (időben kibomló) elemzésé-
re külön részterület jött létre.

A megfigyelés és tapasztalás útján „felvehető” minőségi adatokat másfelől 
gyakran az adatgyűjtés módszertana szerint csoportosítják (kérdőívek, fókusz-
csoportok, interjúk, összegyűjtött webes tartalmak). részben ezen adatforrá-
sokhoz is kapcsolódik, hogy milyen kutatási stratégiát illetve „szövegfelfogást” 
választanak a kutatók vizsgálatukhoz. 

Általánosságban négy nagy ilyen társadalomtudományi szövegértelmezést 
különíthetünk el eltérő ismeretelméleti feltevéseik és felhasznált módszertanuk 
alapján: a szó-tér modelleket, valamint a narratív, retorikai és diszkurzív elem-
zéseket (Bauer et al., 2014: 25). e kutatási stratégiák részletes elemzésére nincs 
hely, így elsődlegesen a számunkra legfontosabb szó-tér modellek és a másik 
három megközelítés eltéréseivel foglalkozunk. A szövegek tartalmát a benne 
szereplő szavak mennyiségével és pozíciójával vizsgáló szó-tér modellek a szö-
vegeket elsősorban (kutatási céljaik érdekében) használják, nem pedig olvas-
sák (i. m.: 8–9). Megközelítésük strukturális (a szöveg szerkezetére irányul) és 
nem interpretatív jellegű. Az ilyen klasszikus tartalomelemzés a szöveg elemeit 
kategóriákba sorolja (azaz „lekódolja”), melyek már megszámolható értékekkel 
rendelkező, s ezért kvantitatív módszerekkel elemezhető változókat adnak. 

Továbbhaladva kutatási témánk pontosítása felé, a tartalomelemzés általá-
nos kategóriáján belül még igen eltérő tudományfilozófiai és kutatásmetodo-
lógiai hátterű megközelítéseket határolhatunk el. Végezhetjük elemzésünket 
induktív módon, mely során fogalmi kategóriákat azonosítunk közvetlenül az 
empirikus anyagból kiindulva vagy deduktívan, amely során a nyers adatokat 
előre meghatározott kategóriákba soroljuk, amelyeket a szakirodalomból, en-
nek elméleti kereteiből merítünk. A harmadik lehetőség a fent említett módsze-
rek együttes alkalmazása, mely esetben az egyes felfedezési módszereknek az 
elemzés különböző szakaszaiban lesz szerepe. e hibrid megoldás valószínűleg 
azért is kezd egyre népszerűbbé válni, mert egyszerre veszi igénybe a kutató 
elméleti érzékenységét és a jelentéstartalom önálló meghatározását, valamint 
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az összehasonlíthatóságot más kutatásokkal a sztenderdizált kódkönyveknek 
megfelelően.

rátérve már az egyes analitikus stratégiák tartalmára a – jellemzően (poszt)
pozitivista ihletésű, deduktív megközelítés esetében az egyik lehetőség egy elő-
re meghatározott szótár (azaz a szövegben előforduló kulcsszavak és az elméleti 
kategóriák közötti átváltási kulcs) alkalmazása. A magyar politikatudomány-
ban egy példa erre a nemzetközi sztenderdek szerinti magyar adatbázisokat 
fejlesztő Comparative Agendas Project (CAP – cap.tk.mta.hu), mely előzetesen 
meghatározott közpolitikai témakategóriákba sorolja be többek között a törvé-
nyeket, interpellációkat, illetve médiamegjelenéseket.

ezzel a stratégiával szemben az induktív megközelítés, ezen belül is az ún. 
megalapozott elméleti megközelítés állhat. erre a szózsák (ld. II.1. fejezet) vagy 
a klaszteralapú kategorizálás hozható fel példának (III.3. fejezet). A szózsák 
módszerével az egyes szavak, kifejezések gyakoriságát vizsgálhatjuk a korpusz-
ban, melyből további következtetéseket vonhatunk le. Példa lehet erre egy olyan 
kutatás, mely azt vizsgálja, milyen témákra, ügyekre helyezi a hangsúlyt beszé-
deiben két versengő miniszterelnök-jelölt. A beszédeket e módszerrel vizsgálva 
látni fogjuk, hogy melyek azok a szavak, kifejezések, amelyeket leggyakrabban 
használnak, melyből következtetéseket vonhatunk le például politikai stratégi-
ájukra nézve.

A klaszteralapú induktív kategorizálás egy másik logikát követ. Tegyük fel, 
hogy van egy adatbázisunk az összes magyarországi törvényjavaslattal 1990 
és 2014 között, mely tartalmazza a benyújtók bizottsági tagságát és a javaslat 
közpolitikai témáját. A klaszterek statisztikai vizsgálatával egyértelművé vál-
hat, hogy bizonyos bizottságok és bizonyos témák együtt mozognak, s ezáltal 
meghatározhatóak a több dimenzióban is megjelenő közpolitikai alrendszerek 
(pl. az oktatási alrendszer), anélkül, hogy előzetes feltevésekkel rendelkeztünk 
volna ezek listájáról vagy jellemzőiről. ugyanezen kérdés vizsgálható ugyanak-
kor a deduktív felfedezési elv mentén is, mely esetben a két megközelítés ered-
ményének összehasonlítása tovább gazdagíthatja elemzésünket.

Az adatforrások, kutatási stratégiák és metodológiák áttekintése után vége-
zetül különbséget kell tennünk a módszertan, illetve az alkalmazott kutatási 
technológia között. Az adatelemzés történhet kvalitatív vagy kvantitatív mód-
szertan segítségével (ez az adatforrások kvalitatív vagy kvantitatív jellegétől 
független!). Másfelől pedig technológiai értelemben történhet kézzel, gépi tá-
mogatással vagy automatizáltan. e két dimenzióban meghatározható kutatási 
eljárásokat ad példát az I.1.2. táblázat.
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I.1.2. táblázat – Az adatelemzés módszertanának és technológiájának függetlensége

Kézi elemzés
Az adatelemzés technológiája

Gépi támogatású 
elemzés Gépi elemzés
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diszkurzív elemzése 
(kódolással vagy 

anélkül)

Pl. Interjúk diszkurzív 
elemzése CAQdAS 

segítséggel

„Automatikus 
kódolás” CAQdAS 

szoftverben

A szövegek társadalomtudományi elemzési módjainak feltérképezése során 
az egyik legfontosabb lépés a kvalitatív és kvantitatív módszertan megkülön-
böztetése. A kvalitatív szövegelemzéssel nagy átfedést mutat a kvalitatív tarta-
lomelemzés, illetve a számítógéppel támogatott szövegelemzés (Popping, 2000) 
területe (így ezeket a kötetben egy kutatási területként fogjuk fel). A kvantitatív 
szövegelemzést (Mehl, 2006) más néven szokták szövegbányászatnak, szöveg-
analitikának (ill. számítógépes analitikának, vö. üzleti analitika) a „szöveg 
mint adatnak” (Grimmer – Stewart, 2013; Slapin – Proksch, 2008: 709), vagy 
„szavak mint adatnak” (Slapin – Proksch, 2014; Laver et al., 2003) is nevezni. 

A két terület elválasztásának kulcsa a szöveg mint adat jellegének eltérő fel-
fogása. Az egyik esetben a szöveget jegyzetekkel és kódokkal ugyan ellátjuk, de 
magán a szövegen nem végzünk beavatkozást. A másik esetben ugyanakkor az 
eredendően kvalitatív információforrást kvantitatív módon leképezzük (pl. egy 
szövegben a szavak gyakoriságát numerikusan megmutató táblázatban), azaz 
kvantifikáljuk. 

Mindezek alapján nézzük a táblázat módszertan-technológia kombinációit! 
A kvantitatív módszertan alapján történő tartalomelemzéshez felhasználha-
tunk a kutató által „felügyelt” gépi segítséget, melynek során a számítógépen 
futtatott algoritmusok közötti választás folyamatos segítséget igényel (ld. IV.1. 
fejezet). ennek alternatívája a teljesen automatizált (felügyelet nélküli) kódo-
lás (IV.2. fejezet). Áttérve a kvalitatív módszertanra, egy szöveg tartalmának 
elemzését elvégezhetjük kézzel, a folyamatot gyorsító és áttekinthetőbbé tevő 
gépi támogatással vagy bizonyos szabályok előzetes megadása mellett automa-
tikus (de még nem a szöveg kvantifikálásával, numerikus formára alakításával 
elvégzett) kódolással. 

Az így meghatározott egyes adatelemzési módszertanok és technológiák 
megfelelő együttesének kiválasztása elsődlegesen a kutatási kérdéstől és a ren-
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delkezésre álló (vagy választott) adatforrásoktól függ. A kötet első részében 
(azaz a jelen és a következő fejezetben) általában a szövegek társadalomtudo-
mányi elemzésével foglalkozunk. A kötet további négy részében ugyanakkor 
fókuszunkat már a kvantitatív szövegelemzésre és szövegbányászatra szűkít-
jük. e választást indokolja, hogy a kvantitatív szövegelemzésben rejlő potenciál 
még messze nincs kihasználva a társadalomtudományokban. e potenciál egyik 
legfontosabb forrását a „Big data” jelenségéhez kapcsolódó gépi adatelemzési 
vagy adatfeldolgozási technikák és programok jelentik. Az olyan sztenderdi-
zált QTA-feladatok, mint a szózsák, a névelem-felismerés, a klasszifikáció vagy 
a klaszterezés mind új dimenziót nyernek a gépi támogatással mind a feldol-
gozható adatok mennyisége, mind az eljárás megbízhatósága és belső/külső ér-
vényessége kapcsán.

ellenőrző kérdések

•  Ha arra lenne kíváncsi, hogy a nemzetiségi háttérrel rendelkező vagy a fogya-
tékossággal élő országgyűlési képviselők inkább képviselik-e a nemzetiségek, 
illetve a fogyatékossággal élők érdekeit, mint a magukat a két csoporthoz nem 
soroló választókét, kvantitatív vagy kvalitatív módszerrel tenné ezt? Miért?

•  Ha azt szeretné megvizsgálni, hogy az országgyűlésben lévő női képviselők 
száma befolyásolja-e a nőkkel kapcsolatos ügyek parlamenti napirenden való 
megjelenésének gyakoriságát, kvantitatív vagy kvalitatív módszerrel tenné ezt? 
Miért?

•  Mondjon példát kvantitatív adatok kvantitatív elemzésére!
•  Mondjon példát kvalitatív adatok kvantitatív elemzésére!
•  Milyen induktív megközelítést alkalmazó módszerek határozhatóak meg a kvan-

titatív szövegelemzés terén?
•  Milyen deduktív megközelítést alkalmazó módszerek határozhatóak meg a kvan-

títatív szövegelemzés terén?
•  Milyen módszertani előnyei, illetve hátrányai vannak a kvantitatív, illetve a 

kvalitatív szövegelemzésnek?
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Szószedet

Magyar Angol

adatelemzés data analysis

adatfelvétel data collection

adatfelvételi módszertan data collection method

Belső érvényesség Internal validity

Beszélgetéselemzés, társalgáselemzés Conversation analysis (CA)

deduktív megközelítés deductive approach

dokumentum document

elemzési módszertan Method of analysis

Induktív megközelítés Inductive approach

Kategorizálási feladatok Categorizing tasks

Klaszterezés Clustering

Külső érvényesség external validity

Kvalitatív kutatásmódszertan Qualitative research method

Kvalitatív tartalomelemzés Qualitative content analysis

Kvantitatív szövegelemzés Quantitative text analysis

Megalapozott elmélet Grounded theory

Megbízhatóság reliability

névelem-felismerés Named entity recognition (Ner)

Statisztikai gépi tanulás Statistical machine learning

Számítógéppel támogatott szövegelemzés Computer-assisted text analysis

Szózsák Bag of words

Szöveg mint adat Text as data

Szövegbányászat Text mining
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Magyar Angol

témakör, szövegtartomány domain

Ügy Issue

ajánlott irodalom

A társadalomtudományi kutatás módszertana kapcsán a legáltalánosabban 
használt szöveg Babbie (2008) klasszikusnak számító műve. Ha a számítógép-
pel támogatott szövegelemzésben szeretnénk elmélyedni, Popping (2000) ki-
váló kiindulási pontot jelent. A kvantitatív szövegelemzésben Mehl (2006), to-
vábbá Grimmer és Stewart (2013) segítenek eligazodni. Ha a szövegbányászatot 
szeretnénk részletesebben megismerni a Tikk (2007) által szerkesztett magyar 
nyelvű mű jelenthet igazodási pontot.
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I.2. SZöVeGKÓdOLÁS A 
GyAKOrLATBAN: KéZI, GéPPeL 
TÁMOGATOTT éS GéPI MeGOLdÁSOK

A fejezetben a kézi, a géppel támogatott, valamint a gépi kódolási módszer-
tan közötti választáshoz adunk szempontokat. A kézi kódolás legfőbb előnye az 
érvényességében, a szöveg lehető legmélyebb értelmezésében rejlik, ugyanakkor 
a módszer lassú, potenciálisan inkonzisztens, és komolyan képzett kutatókat igé-
nyel. A géppel támogatott módszerek a kézi kódolás inkonzisztenciájára nyújtanak 
részleges gyógyírt, azonban a különböző programok kialakítása más és más kuta-
tások elvégzésére teszi alkalmassá azokat. A gépi kódolás a leggyorsabb eljárásmód, 
emellett a legkövetkezetesebb is. Hátránya ugyanakkor, hogy alkalmazása speciális 
informatikai szakértelmet igényel, a szöveg gépi értelmezése leegyszerűsítő jellegű 
lehet, illetve a használt algoritmus eredményekre gyakorolt befolyása miatt validá-
lási problémák is felmerülhetnek.

Az előző fejezetben megismerkedtünk a kvalitatív adatok elemzésének főbb 
típusaival és módszertani alapelveivel. Nem tértünk ki ugyanakkor azokra 
a döntési elvekre, melyekkel kiválaszthatjuk a kutatásunknak leginkább meg-
felelő módszertant. e fejezet amellett, hogy bemutatja a kézi, a géppel támoga-
tott és a gépi kódolás legfontosabb előnyeit és hátrányait, egy konkrét kutatás 
példáján keresztül feltárja e fontos kutatásszervezési döntés lépéseit, valamint 
a mérlegelendő szempontok körét is. A számítógépes szoftverek fejlődése elle-
nére a kvalitatív kutatási feladatok (így pl. a tartalomelemzés) elvégzése tovább-
ra is feltételezi a kutatók folyamatos módszertani döntéseit. Sőt az élő nyelv gépi 
nyelvre történő leképezése egyes speciális feladatok kapcsán még kifejezetten 
gyerekcipőben jár (ld. pl. az irónia érzékelését egy fórumbejegyzésben – vö. 
III.2. fejezet). ennek fényében hasznos ismernünk az egyes kódolási eljáráso-
kat, illetve ezek kutatás-módszertani előnyeit és hátrányait. Az alábbiakban 
a gyakorlati kutatásokat segítendő ezeket egy nemzetközi és egy magyar példa 
segítségével tárgyaljuk.
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Mikor kódoljunk kézzel, és mikor használjunk 
gépi eljárásokat?

A politikatudományi kutatások sok esetben nagy szövegkorpuszokkal dolgoz-
nak, melyek tartalma még az anyagot behatóan ismerő kutató számára is ne-
hezen áttekinthető. A probléma egyik megoldása az, ha a szöveg különböző 
szakaszait címkékkel látjuk el, azaz lekódoljuk. fontos leszögezni, hogy ezzel 
önmagában nem alakul át a szerzett ismeretanyag kvantitatív módon elemez-
hetővé: a kvalitatív politikatudományi kutatások egyik meghatározó módszer-
tana a kódolási eljárás. A kódok megalkotásának alapvetően két irányát külön-
böztethetjük meg. Az induktív kódolás során kutatásunk közben alakítjuk ki 
kódjainkat, az előzetes kódkönyvet folyamatosan alakítjuk. A deduktív kódolás 
eleve adott, korábban elkészített, a kutatás közben nem változtatható kódkönyv 
alapján történik (Zhang – Wildemuth, 2009: 310).

ezen definíciós bevezetés után módszertani áttekintésünket kezdjük a há-
rom adatfelvételi technika meghatározásával. A kézi kódolás során a kutató 
a korpusz minden egyes szövegét elolvassa, és azokhoz saját értelmezése szerint 
(a nyomtatott lap szélén vagy egy táblázatban) kódokat rendel. A géppel támo-
gatott kódolások során egy speciális program felhasználói felületén belül látja el 
a kódoló megfelelő címkékkel a szöveg általa meghatározott hosszúságú szaka-
szait. Itt tehát elképzelhető, hogy egyetlen szó kap egy kódot, de az is, hogy akár 
több oldallal történik ugyanez (például egy politikai beszédben előfordulhat, 
hogy egy közpolitikai témakört a szónok csupán néhány szóban érint, míg más 
ügyekről hosszasan értekezik).

A gépi kódolás a harmadik vizsgált módszer, melynek két fő típusa van: az 
osztályozás (klasszifikáció) és a csoportosítás (klaszterezés). Az előbbi csoportba 
sorolhatóak a szótáralapú és a felügyelt tanulási eljárások, melyek alkalmazása 
során a kutatónak ki kell dolgoznia egy háttéranyagot (ami lehet egy fontos 
szavakat magába foglaló szószedet vagy egy lekódolt, a korpuszból vett minta 
is), mely alapján a program csoportokba rendezi a korpusz teljes állományát. 
A csoportosítás módszereinek alkalmazása esetén a kutató feladata a megfele-
lő csoportosító mechanizmus kiválasztása, mely alapján egy program elvégzi 
a szövegek különböző kategóriákba sorolását. A hasonló szövegeket tömörítő 
csoportok elnevezésének lépése csak ezután következik. Mindezek fényében az 
I.2.1. táblázat ismerteti a három módszercsoport előnyeit és hátrányait (ezeket 
a példák kapcsán részletesebben is demonstráljuk). 
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I.2.1. táblázat – A három módszer előnyei és hátrányai
Előnyök Hátrányok

Kézi kódolás

A gépinél nagyobb eséllyel ismeri fel a 
költői képeket és alakzatokat, értelme-
zi helyesen a szövegkörnyezetet és a 
célzásokat
Kutatási kérdéstől függően mélyebb 
elemzésre képes

A megbízható eredményekhez egynél 
több kódoló munkavégzésére lehet 
szükség
Jelentős élőerő bevonását igényli, 
relatíve lassú
Inkonzisztenciaprobléma (kódolások 
egyezése)
Tapasztalt, kiképzett kutatók 
szükségesek hozzá

géppel 
támogatott 
kódolás

A gépinél nagyobb eséllyel ismeri fel a 
költői képeket és alakzatokat, értelme-
zi helyesen a szövegkörnyezetet és a 
célzásokat
Kutatási kérdéstől függően mélyebb 
elemzésre képes, áttekinthetőbb
Alkalmasabb nagyobb korpuszok 
feldolgozására 
Javíthatja a konzisztenciát 
Hasznos kiegészítő funkciók
Kvantitatív elemzésekkel könnyebben 
egybekapcsolható 
Csoportmunka szervezésére 
alkalmasabb

A megbízható eredményekhez egynél 
több kódoló munkavégzésére lehet 
szükség
Jelentős élőerő bevonását igényli, 
relatíve lassú
Túlzott sztenderdizáláshoz vezethet
A programok használata betanulási 
idővel jár
A különböző programok eltérő 
kutatásokban használhatóak inkább

gépi kódolás

Jól alkalmazható homogén szövegek 
elemzésére (osztályozás)
Heterogén, ismeretlen korpuszok 
feldolgozására is alkalmas (csoporto-
sítás)
Konzisztens 
Gyors
Kevés vagy viszonylag kevés humán 
kapacitást igényel

A nyelv leegyszerűsítő értelmezése
Kevésbé alkalmas értelmezési 
feladatok elvégzésére
Az eredmény nem független a 
használt algoritmustól 
Szükség lehet szótár és/vagy 
tanítóhalmaz elkészítésére
A programok használata betanulási 
idővel jár

ezen áttekintés után nézzük részletesebben is az egyes eljárásokat!

Kézi kódolás

Noha a nyelvről való gondolkodás, az implicit nyelvfilozófia már a szókrati-
kus korban megjelent (gondoljunk csak Platón Kratüloszára vagy Arisztotelész 
Herméneutikájára), önálló filozófiai ággá csupán a 18. században vált. Az igazi 
fordulatot a kutatási terület történelmében az analitikus filozófia megjelenése 
hozta, mely a nyelv szerepét felértékelte a világ megismerésének folyamatában 
(Ambrus, 2007: 1065). A paradigma alapító atyja, Gottlob frege, a kezdetektől 
állította, hogy a megértés alapja a korábbi felfogással szemben nem a szó, ha-
nem a mondat kell legyen, hiszen előbbi izoláltan értelmezhetetlen (i. m.: 1067). 
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Az irányzat első generációjának meggyőződése szerint a hétköznapi nyelv nem 
igazán érthető meg annak – felfogásuk szerint – zavaros volta miatt, olyannyi-
ra, hogy emiatt szükségesnek tartották egy ideális nyelv megalkotását.

Noha a később felbukkanó hétköznapinyelv-filozófia vitatta ezeket a sar-
kos kijelentéseket (i. m.: 1127), kétségtelen, hogy nem csupán a beszélt, hanem 
az írott nyelv jelentése is számtalan nehézséget rejt magában. A számítógépes 
szövegelemzés jelenlegi ismereteink szerint óhatatlanul leegyszerűsítéssel, mo-
dellezéssel jár együtt, ami az analitikus nyelvfilozófia felfogása szerint az ele-
ve ingoványos talajon álló szövegértelmezés során könnyen juthat pontatlan 
következtetésekre. Mindezek következtében egészen addig, amíg nem sikerül 
kifejleszteni olyan eljárásokat, melyek az emberi elme módjára tudnak szöve-
geket értelmezni, a gépi megértés, azaz a szerző és az olvasó közötti azonosulás 
(farkas – Kelemen, 2007: 1279), lehetőségei korlátozottnak tekinthetőek.

erre a filozófiai kitérőre azért volt szükségünk, hogy bemutassuk, miért is 
foglalhatja el a kézi kódolás eljárása az „aranystandard” szerepkörét a szövegkó-
dolási módszerek között (ld. Albaugh et al., 2014). Tévedés lenne persze azt hin-
nünk, hogy a leegyszerűsítő gépi kódolás elvetésével máris garantált számunkra 
a hibátlan munkavégzés lehetősége: a géppel támogatott és a gépi kódolás nem 
a trehány kutatók módszere, ahogy a kézi kódoláshoz sem csupán az igényes, 
helyes eredményre jutó vizsgálatok folyamodnak. Az élő személyek által végzett 
szövegelemzés sem vezet minden esetben eredményre: noha a számítógépek-
nél nagyobb valószínűséggel értik meg a szövegkörnyezetet, a költői képeket és 
alakzatokat, a célzásokat, könnyebben észrevehetik az eltérő szövegkörnyezetek 
és szövegösszefüggések különbségeit, ők sem dolgoznak hibátlanul.

A kutatói elfogultságok és tévedések lehetősége fennáll: egy közpolitikai 
kódkönyv alapján dolgozó kódolóval könnyen megeshet, hogy félreértelmez 
egy felszólalást, esetleg hiányos ismeretei miatt rosszul sorol be egy tételt, ne-
tán erőltetetten nem a helyes csoportba helyez el egy szöveget. egy kézi kódo-
lással dolgozó kutató a gépeknél sokkal precízebb, mélyebb elemzésre képes, 
ugyanakkor lehet sokkal inkonzisztensebb is. Ahogy kutatásában halad előre, 
megváltoznak előfeltevései, egy idő után a hasonló szövegeket elkezdi tenden-
ciaszerűen kódolni, ami magában rejti a tévedés növekvő kockázatát. A lassú 
és nehézkesen haladó kézi kódolás közben változhatnak a kódolási szokások, és 
igen komoly munkafegyelem, illetve szigorúan lefektetett kutatási elvek kelle-
nek, hogy ez ne vezessen az adatminőség romlásához. Az I.2.1. ábra egy politi-
kusi írás kézi kódolásának eredményét mutatja (a kódolás célja a tulajdonnevek 
azonosítása az írás témájának meghatározása során).
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I.2.1. ábra – Példa a kézi kódolás alkalmazására

A kézi kódolás további nehézségét jelenti, hogy gyakran menet közben ismerjük 
fel a kódkönyv hibáit, bővítjük azt, így ezek visszamenőleges kijavítása a már 
lekódolt anyagban mindenképpen nehézkes. e nehézségek leküzdésében segít-
séget nyújt, a kódolás megbízhatóságát növeli, ha több kutató párhuzamosan 
kódolja ugyanazon szövegeket (illetve ezt egy kutató is elvégezheti, bár sokkal 
időigényesebben, ld. Seale, 1999: 467–469). ennek híján nehezebben tekinthető 
megbízhatónak a kézi kódolás eredménye. Jól látható tehát, hogy az „arany-
standard” előállítása semmivel sem egyszerűbb az arany kibányászásánál: ren-
geteg erőforrást igényel megvalósítása.

A kézi kódolás utolsó nehézsége a kódolók személyében rejlik. Az elfogultsá-
gok és tévedések valószínűségének csökkentésére, a megbízható munkavégzé-
sük lehetővé tételére csupán nagyon mélyreható és alapos kiképzésük után nyíl-
hat lehetőség, illetve a kutatóknak folyamatosan reflexíven kell viszonyulniuk 
kutatásuk tárgyához, ellenőrizniük, s ha szükséges, felül kell vizsgálniuk ma-
gukat. ennek híján egyéni meglátásaik kikerülhetetlenül tévutakra (vagy leg-
alábbis egymástól eltérő utakra) vezetik őket, ami kutatásuk eredményeinek 
értékét jelentősen csökkentheti. Persze a megfelelő kiképzés sem nyújt feltét-
lenül optimális eredményt: senkitől sem várható el, hogy Németh László-i 
minőségben értelmezze például egy irodalmi korpusz szövegeit, ugyanakkor 
bizonyos hermeneutikai alapismeretek feltétlenül szükségesek.
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géppel támogatott kódolás

A géppel támogatott kódolás képes a kézi kódolás egyes előnyeinek megőrzése 
mellett kiaknázni a gépi módszerek konzisztenciájában és gyorsaságában rejlő 
lehetőségeket. ehhez valamilyen kvalitatív adatelemzésre használható számító-
gépes programot érdemes kiválasztani (pl. ATLAS.ti, MAXqda, NVivo – Ma-
ietta, 2008: 107). Mivel a jelen kötet a továbbiakban elsősorban a gépi kódolási 
technikákra összpontosít, röviden érdemes áttekintenünk az ilyen programok 
működésének alapelveit (az egyes termékek konkrét használatának ismerteté-
sére ugyanakkor nem vállalkozhatunk).

Minden idesorolható szoftver rendelkezik három alapvető „rendszer” fel-
dolgozására alkalmas elemmel. ez a három rendszer az eredeti szövegeket 
megőrző dokumentumrendszer, a hozzá fűzött megjegyzéseket, az esetleges 
átalakításokat tartalmazó emlékeztetőrendszer, valamint az adatokat két szin-
ten (a szövegek attribútumai és a szövegrészletek kódjai szintjén) rendszerező 
kategóriarendszer (Maietta, 2008: 103). Míg a dokumentumrendszer tartalmán 
a program segítségével nem lehet változtatni (így a szöveg eredeti integritása is 
fennmarad), az emlékeztetőrendszer és a kategóriarendszer könnyen, gyorsan 
kezelhető és módosítható. Az I.2.2. ábra példájának középső paneljén látható az 
eredeti, elemzésre váró politikai szöveg, míg jobb oldalán az egyes szövegrész-
letekhez társított kódok.

I.2.2. ábra – Példa a géppel támogatott kódolásra (ATLAS.ti)
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A számítógéppel támogatott kódolás megőrzi a kézi kódolás legfőbb előnyét, a 
mélyebb összefüggések feltárásának lehetőségét (Bhowmick, 2006: 4). A mód-
szer fő előnyei a nagyobb áttekinthetőségből fakadnak. A kódok könnyen 
összegyűjthetőek, rendszerezhetőek, a lekódolt szövegrészek kódonként cso-
portosíthatóak, így sokkal egyszerűbb és pontosabb lehet a kódonkénti elem-
zésünk. emiatt jobban sztenderdizálható és konzisztensebb a munkafolyamat, 
a kódok könnyebben módosíthatóak, illetve áttekinthetőségükből fakadóan 
csoportmunka szervezésére is sokkal alkalmasabbak. A programok számta-
lan hasznos kiegészítő funkcióval rendelkeznek, melyek miatt sokkal könnyebb 
nagyobb korpuszt feldolgozni, mint kézi kódolás esetén. A munkavégzés így 
gyorsabb, valamint kvantitatív elemzésekkel is könnyen egybekapcsolható. 
A kódolást elősegítő eszközökön túl egyéb funkciók is a rendelkezésünkre áll-
nak, melyek a kódolás áttekinthetőségét segítik elő. Ilyen a szövegrészletekhez 
rendelve, valamint külön is vizsgálható emlékeztető, a kód, a szűrő, valamint 
a kódok metszeteit feltáró együttes előfordulás eszköze. Az eredmények fel-
használására szolgálnak a különböző ábrázoló eszközök (térképek, modellek, 
folyamatábrák, hálózatok), a kvalitatív és a kvantitatív kutatások összekapcso-
lását lehetővé tevő integráló eszközök, valamint a csoportos kódolást elősegí-
tő eszközök (például megjegyzések – ld. Maietta, 2008: 106–107). Ilyen a kézi 
kódolás szövegkiemelésére emlékeztető vizuális segítség, az azonosan lekódolt 
szövegrészleteket összegyűjtő gyűjtőeszköz, a megjegyzéseket kódkönyvszerű-
en összeszedő szakaszcímkék, illetve a megjelölt részletek ábrákba rendezését 
lehetővé tevő adatprofil-gyűjtemény is (i. m.: 104–105).

Másfelől a módszer hátrányai is részben ezen átláthatóságban gyökereznek. 
A kódok áttekinthetősége túlzott sztenderdizálásra, valamint a kvantitativi-
tásba való átcsúszásra csábíthat, fokozottabb mértékben, mint a kézi kódolás 
során kialakuló reflexszerű besorolás. Szükséges elsajátítani a programok mű-
ködését használatukhoz, valamint mivel minden programot konkrét eljárás-
módra, elméletre vagy problématípusra írtak, ezért különböző kutatásokban 
eltérő mértékben használhatóak (ld. Bhowmick, 2006: 6 táblázatát). Megmarad 
továbbá a gépi támogatású kódoláson belül is jórészt a kézi kódolás lassúsága, 
valamint jelentős élőerőigénye. 

gépi kódolás

A leggyakoribb gépi kódolási megoldások az osztályozás és a csoportosítás 
feladatainak logikáját követik (ld. III.). Mindkettő közös tulajdonsága, hogy 
a kézi munkavégzésnél összehasonlíthatatlanul gyorsabban dolgoznak fel ha-
talmas korpuszokat is, illetve sokkal kisebb élőerő bevonását teszik szüksé-
gessé. ráadásul a felügyelt tanulási eljárásokat leszámítva egyetlen kutató is 
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megbízható eredményekre juthat. Az automatizált megoldások miatt megszű-
nik a kézi kódolás esetlegessége, a kutatói elfogultságok és tévedések következ-
tében előforduló hibás kódolás. A felügyelt tanulási megoldás (lásd IV.1. fejezet) 
a vizsgált szövegekből kiindulva egy viszonylag homogén korpusz megfelelő 
elemzésére képes, nagy valószínűséggel sikerül felismernie azokat a mintákat, 
melyek alapján a kódoló is az adott kódot írta (volna) be. A nem túl bő szókin-
csű korpuszokat emellett szótáralapú megoldásokkal is jól elemezhetjük, mert 
ezekben kicsi a valószínűsége, hogy körülírják a szótárunkban meghatározott 
kifejezések valamelyikét (Schwartz – ungar, 2015: 80). A csoportosítás kiegészí-
ti ezeket a megoldásokat: segít eligazodni azokban a korpuszokban is, melyek 
tartalmáról olyan keveset tudunk, hogy érdemi vizsgálatuk megkezdéséhez 
máskülönben hosszas tanulmányozásukra lenne szükségünk. A gépi kódolás 
az ilyen korpuszok elemeinek csoportosítását is lehetővé teszi. A I.2.3. ábra 
a  szavak gyakoriságára épülő szövegjellemzés gyakorlati eredményére nyújt 
egy példát: a szógyakoriság alapján meghatározható, hogy a szöveg a politikai 
pártokkal és ideológiákkal foglalkozik. 

I.2.3. ábra – Egy gépi kódolási megoldás (ATLAS.ti)

ugyanakkor a kézi kódolás „aranystandardjával” szemben a gépi kódolásnak 
vannak hátrányai is. eredményeinek validálása nem magától értetődő, amire 
megoldást jelenthet az úgynevezett csoportos gépi kódolás, azaz egyszerre több, 
akár tucatnyi algoritmus lefuttatása, melyek kölcsönösen validálják egymást. 
A munkavégzésen belül az elemzés folyamata rendkívüli mértékben felgyorsul, 
ugyanakkor az osztályozás esetében megjelennek új, előkészítő jellegű feladatok 
(pl. a tanítóhalmaz és a szótár elkészítése), melyek továbbra is jelentős erőfeszí-
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tést igényelnek (bár lehet, hogy elmarad a másik két megoldásnál tapasztalt 
mértéknél). A módszer hátránya, hogy az alkalmazott kategorizálási algorit-
mus befolyásolhatja a vizsgálat eredményét, míg e módszer esetében már foko-
zottan érvényesül a nyelv gépi megértésének korábban részletezett problémája. 
összegzésképpen annyit mondhatunk, hogy a számítógép nem képes a nyelvet 
emberi minőségben értelmezni, csupán annak leegyszerűsítő, egy sajátosan 
gépi értelmezését képes biztosítani (pl. a szavak, kifejezések gyakoriságának 
mérésével). Másfelől pedig hangsúlyozandó, hogy gépi kódolás alkalmazásá-
nak betanulási költsége, ideje jelentősen meghaladja a „normál”, kézi kódolás-
hoz szükséges mennyiséget.

ezen áttekintés után két példa segítségével illusztráljuk a módszertani eljá-
rások alkalmazását (ld. 1. és 2. keret). első példánk egy, a nemzetközi politi-
katudományban bevett kutatási irányhoz, a választási ígéretek teljesülésének 
vizsgálatához kapcsolódik (kapcsolódó hazai publikációkért ld. Soós – Körösé-
nyi, 2013, illetve Soós, 2015). Amennyiben valaki kísérletet tesz választási prog-
ramok elemzésére, óhatatlanul szembesül a kódolás problematikájával. Hogyan 
dolgozzuk fel a meglévő szövegeket? Mi alapján azonosítsuk az egyedi ígérete-
ket? Hogyan csoportosítsuk őket közpolitikai területük szerint? Joaquín Artés 
(2011: 154) tanulmánya, mely a két legnagyobb spanyolországi párt választási 
ígéreteinek 1989 és 2004 közötti megvalósulását vizsgálja, jó példát nyújt az 
ilyen és ehhez hasonló módszertani dilemmákra. A szerző – hasonlóan a fent 
említett magyar kutatókhoz – a kézi kódolás eszközét választotta munkájához. 

Másik példánk egy magyar kutatás, melyben a Sebők Miklós – Berki Ta-
más szerzőpáros a rendszerváltás utáni magyar költségvetéseket vizsgálta a 
gépi kódolás eszközeit alkalmazva. Ők többek között olyan kérdésekre keresték 
a választ, hogy hogyan lehet százezres nagyságrendű szövegsort érvényes mó-
don lekódolni? Mivel az egyes módszerek gyakorlati használatát a IV. fejezet 
részletesen taglalja, itt a kutatói döntés hátterét helyezzük a középpontba: arra 
keressük a választ, hogy milyen okokból döntöttek a kutatók egy adott kódolási 
eljárás mellett. 

I.2.1. példa

A spanyol Joaquín Artés (2011: 154) az 1989–2004 közötti spanyol politika két 
meghatározó pártja, a Néppárt és a Spanyol Szocialista Munkáspárt nyolc vá-
lasztási programját vizsgálta meg abból a szempontból, hogy valóra váltották-e 
a bennük megfogalmazott ígéreteket. Kutatócsoportjával ehhez a kézi kódolás 
megoldását választotta. Miért dönthetett így? A pártprogramok vizsgálatán 
belül a szerző kiemelt és összegyűjtött tizenkét gazdaságpolitikával foglalko-
zó ígérettípust. A kutatás, mivel viszonylag kis korpusszal foglalkozott, nem 
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igényelte a munkavégzés gépi felgyorsítását. A géppel támogatott kódolás fő 
előnye a kézi kódolással szemben a nagyobb konzisztencia és áttekinthetőség. 
Mivel a kutató célirányosan a gazdaságpolitikát kereste a programokban, ezért 
az ezekkel kapcsolatos nehézségek csak kevésbé érintették munkáját. Minde-
mellett a gépi támogatású kódolási módszerek kiegészítő funkciói sem lehettek 
túlzott mértékben a segítségére (például nem vizsgálta az egyes szövegrészek 
kapcsolatait). A kézi kódolás legfőbb előnye a szöveg mélyebb értelmezésének 
lehetősége, melyet itt a kutatónak alaposan ki kellett és ki is tudott aknázni. 
Mivel a nehézségek elsősorban a módszer lassúságában, másrészt a megfelelő 
kutatók hiányában gyökereznek, ezek a hagyományos ellenvetések itt nem je-
lenthettek komolyabb problémát (persze ahogy megjegyeztük, a kódolást Artés 
nem egyedül végezte). Mindezek fényében megállapítható, hogy a kézi kódolás 
melletti döntés megfelelt a kutatási céloknak. Persze, ha a szerzők más kérdést 
tettek volna fel, így mondjuk több közpolitikai területet is megvizsgáltak volna, 
vagy éppen az összes induló párt programját elemezték volna, akkor valószí-
nűsíthetően mérlegelték volna az alternatív megoldásokat a sokkal nagyobb és 
összetettebb korpusz feldolgozására.

I.2.2. példa

Második példánk Sebők Miklós és Berki Tamás (2016) tanulmánya. A szer-
zők vizsgálatuk során az 1991–2013 közötti évekre vonatkozó költségvetések 
és zárszámadások kiadási sorait kódolták közpolitikai tartalmuk szerint. Vizs-
gálatukban ezt gépi módszerrel végezték el. érdemes átgondolnunk, hogy mi-
ért dönthettek ezen megoldás mellett, illetve milyen következményekkel járt 
volna egy másik lehetőség választása. A feladat végrehajtásához az összesen 
bő 108 000 kiadási előirányzatra vonatkozó költségvetési sort kellett elemez-
ni. A  lehetséges kategóriákat a magyar közpolitika dinamikájával foglalkozó 
kutatás (cap.tk.mta.hu) közpolitikai kódkönyve alapján állították össze, mely 
21 fő- és 219 altémakörből áll. Az I.2.4. ábra egy példát mutat, a „románok 
magyarországi országos önkormányzata által fenntartott intézmények támo-
gatása” címen szereplő költségvetési sort, melyet a 2-es főcsoportba (jogok) és 
a  201-es alcsoportba (etnikai kisebbségek, etnikai diszkrimináció és rassziz-
mus) soroltak a szerzők.
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I.2.4. ábra – Egy költségvetési sor közpolitikai kódolása

Mivel a precízen megfogalmazott költségvetésekben költői képek és más géppel 
nehezen kezelhető nyelvi elemek nem jelennek meg, ezért a kutatóknak nem volt 
szükségük a személyes értelmezés előnyeire. Nem kellett különösebben bonyolult, 
mélyebb összefüggéseket felismerniük, ráadásul a  költségvetés gyakorlatilag 
kifejezések listája, mely nem hordoz magában a szavak egyszerű jelentésén túli 
tartalmat. összességében számukra a kézi kódolásnak elsődlegesen a hátrányai, 
s nem az előnyei jelentkeztek volna. ezek közül is a  döntő jelentőségű a kézi 
kódolási módszer nehézkessége, lassúsága és hatalmas energiaigénye volt: nem 
nagyon lehetséges néhány tucat sornál többet lekódolni óránként a kódkönyv 
alapján. Mivel az adatbázis százezernél is több sorból állt, így (a kettős kódolás 
mellett) ez sok ezer munkaórát jelentett volna kettejüknek, ami szinte automati-
kusan kizárhatta számukra a kézi kódolás lehetőségét. 

ehhez hasonló okokból vethették el a géppel támogatott kutatás lehetősé-
gét is. A munkamódszer sebessége nem növekedett volna jelentősen, tovább-
ra is a kutatást ellehetetlenítő erőforrásigénnyel kellett volna szembenézniük. 
ráadásul a költségvetések precizitása értelmetlenné tette azokat az előnyöket, 
melyek ezekben az eljárásokban rejlenek. Ha eleve tudták, milyen csoportokba 
sorolhatják az egyes tételeket, mi értelme lett volna a csoportokat külön ki-
gyűjteni? A kódkönyv ráadásul lehetővé tette a konzisztens munkavégzést, így 
a módszer előnyei nem jelentkezhettek. Mivel nem volt szükségük ezen prog-
ramok kiegészítő funkcióira, vagy azokat könnyen pótolhatták, nem lett volna 
értelme géppel támogatott módszerekhez fordulniuk. A gépi kódolás számá-
ra ráadásul megfelelőek voltak az előfeltételek: a költségvetések szikár szövege 
homogén, így osztályozási módszerekkel jól értelmezhető. A kézi kódolásnál 
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nagyságrendekkel gyorsabb, ami elkerülhetővé tette annak hatalmas munka-
terhét. A módszer konzisztenciája szintén előnyként jöhetett számításba a dön-
téshozás során. Mindent összevetve az ilyen feladatok végrehajtására a gépi kó-
dolás optimális megoldás. 

ellenőrző kérdések

•  Milyen módszertannal lenne érdemes kódolni Szabó dezső egész látóhatár 
című, költői képekben, példabeszédekben és gúnyban bővelkedő esszéköteté-
nek fő tematikus elemeit? Milyen előnyei és hátrányai lennének ennek a mód-
szernek?

•  Hogyan lenne érdemes lekódolnunk tematikájuk szerint a rendszerváltás óta 
az Országgyűlésben benyújtott írásbeli kérdéseket? Milyen előnyei és hátrányai 
lennének ennek a módszernek?

•  Hogyan lenne érdemes lekódolnunk egy pártvezető elmúlt öt évben elhangzott 
évértékelő beszédeit? Milyen előnyei és hátrányai lennének ennek a módszer-
nek?

•  Tegyük fel, hogy valamiért összekeveredett egy nagy méretű reformkori és egy 
hasonlóan sok elemből álló rendszerváltás korabeli politikai írásokat tartalma-
zó korpusz! A három módszertani eljárás közül hogyan lenne érdemes szétvá-
logatnunk őket?

•  Melyik módszerhez forduljunk, ha ki akarjuk gyűjteni az elmúlt tíz év minisz-
teri és kormányrendeletei közül azokat, melyek valamely hazai nemzetiség 
helyzetéről rendelkeztek? Milyen előnyei és hátrányai lennének ennek a mód-
szernek?
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Szószedet

Magyar Angol
ábrázoló eszköz Diagramming tool
adatprofil-gyűjtemény Foundation for data profiles
Csoportos gépi kódolás Ensemble coding
Csoportosítás, klaszterezés Clustering
dokumentumrendszer Document system
egyszerű visszakeresési eszköz Simple retrieval tool
együttes előfordulási eszköz Co-occurance tool
emlékeztetőrendszer Memo system 
érvényesség Validity
gyűjtőeszköz Gathering tool
Kategóriarendszer Category system
osztályozás, klasszifikáció Classification
Szakaszcímke Label for section
Számítógéppel támogatott kvalitatív 
adatelemzés

Computer-Assisted Qualitative Data 
Analysis

vizuális segítség Visual aid

ajánlott irodalom

A nyelv megértésének filozófiai és ismeretelméleti hátteréhez kapcsolódva 
hasznos olvasmány Ambrus (2007), Creswell (2013), illetve farkas – Kelemen 
(2007). A kézi kódolás lehetséges alkalmazására nyújt példát: Artés (2011), Sea-
le (1999), Soós Gábor – Körösényi András (2013), Soós (2015). A géppel támoga-
tott kódolás alkalmazását tárgyalja Bhomwick (2006), White, Judd és Poliandri 
(2012). A gépi kódolás alkalmazásához jelent segítséget: Grimmer – Stewart 
(2013), Maietta (2008), illetve Schwartz – ungar (2015).



II. SzövegBányáSzatI 
feladatoK: InforMáCIó-
vISSzaKereSéS éS -KInyeréS





Balázs Ágnes

II.1. fOGALMI ALAPOK éS A SZÓZSÁK 
MÓdSZer

A fejezetben az információ-visszakeresés, illetve az információkinyerés egyik 
legalapvetőbb eljárása, a szózsák modell kerül bemutatásra, melynek segítségével 
megvizsgálhatjuk egyes szavak és kifejezések gyakoriságát egy adott korpuszon be-
lül. A modell legegyszerűbb formájában leginkább homogén témájú, illetve alanyú 
szövegek vizsgálatára alkalmas, s nem veszi figyelembe a szavak sorrendjét, kap-
csolatát, csupán gyakoriságát. A fejezetben bemutatásra kerül a szövegelőkészítés 
folyamata, a szózsák modell főbb alkalmazási lehetőségei, típusfeladatai, előnyei és 
hátrányai, valamint hazai és külföldi alkalmazási példái.

A szózsák (avagy vektortérmodell) az információ-visszakeresés egyik legalapve-
tőbb modellje, amely segítségével egyes szavak gyakoriságát vizsgálhatjuk meg 
egy adott korpuszon belül (Tikk – Kovács, 2007: 33). e módszer legszűkebben 
értelmezett formájában nem veszi figyelembe a szavak sorrendjét, kontextusát 
(russel – Norvig, 2005: 742–744). Tágabb értelmében ugyanakkor kapcsolódik 
hozzá a kifejezések kinyerésének területe, ahol már a szavak sorrendje is számít, 
ám ez még nem jelent egyet a névelem-felismeréssel (ld. II.2. fejezet, ill. Bald-
win et al., 2003: 89–96). Láthatjuk tehát, hogy a szózsák modellt komplexebb 
formájában információkinyerésre is lehet használni (alább bővebben kitérünk 
az információ-visszakeresés és az információkinyerés közötti különbségre).

e fejezetben bemutatjuk a szózsák megoldás főbb alkalmazási lehetősége-
it, ismertetjük erősségeit és gyengeségeit. e feladat elvégzéséhez szükséges ki-
térni a szövegelőkészítés folyamatához kapcsolódó olyan műveletekre is, mint 
a szótövezés/toldaléklevágás, vagy a tiltólistás szavak beállítása. Mindezek után 
néhány példa segítségével ismertetjük az eljárás nemzetközi és magyar társa-
dalom-, illetve politikatudományi kutatásokban való alkalmazási lehetőségeit.
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a klasszikus feladat

Tikk és Kovács (2007: 33) úgy hivatkoznak a szózsák modellre, mint az infor-
mációkinyerés területén széleskörűen elterjedt eszközre (ld. még Kovács, 2007: 
122). Az információ-visszakeresést arra használjuk, hogy a már strukturált kor-
puszból visszakeressük a számunkra releváns információt (russel – Norvig, 
2005: 742; Vázsonyi – Tikk, 2007: 63). Az információkinyerés alternatív megol-
dása segítségével azonban már képesek lehetünk a kifejezések közötti kapcsola-
tok elemzésére, tendenciák és minták felismerésére és az információk összekap-
csolása révén új információk létrehozására. Azaz a segítségével strukturálatlan 
szövegekből is előállíthatunk strukturált információkat (Hearst, 1999: 3–4; 
Szarvas – farkas, 2007: 81).

II.1.1. táblázat – Az információ-visszakeresés és -kinyerés összehasonlítása
Információ-visszakeresés Információkinyerés

A felhasználó a releváns dokumentumokat 
kapja vissza, s maga dolgozza fel azokat

A felhasználó a releváns dokumentumból 
kinyert tényeket használja, s nem saját 
magának kell feldolgoznia a visszakapott 
releváns dokumentumokat

egyszerűbb (kevesebb háttérismeretet 
igényel)

Bonyolultabb (nagyobb szakértői tudás 
szükséges hozzá)

Általános eljárások alkalmazhatók a me-
goldására

Általában szövegtartomány-függő (azaz 
domainfüggő)

Tetszőleges lekérdezések kezelésére alkalmas rögzített típusú elemek (fontos szövegrészek, 
információk, tények) kigyűjtésére alkalmas

Gyors, kevésbé pontatlan Lassú, gyakran pontatlan
Kevésbé hatékony, mint a kinyerés Hatékonyabb, mint a visszakeresés

forrás: Szarvas – farkas (2007: 84–85) nyomán készített táblázat

A szózsák modell legszűkebb értelmében a szavak sorrendjét, kontextusát kép-
telen figyelembe venni, csupán az egyes szavak gyakoriságára, előfordulási szá-
mára kaphatunk választ segítségével (Tikk – Kovács 2007: 33, Tikk, 2007c: 122). 
A módszer alkalmazásához szükség van a szöveg előkészítésére a célból, hogy 
valós eredményt kapjunk. A szövegelőkészítés körében tárgyalni kell a külön-
böző típusú toldaléklevágási módszereket, amelyek segítségével azonos szavak 
ragozott, különböző alakú formáit is ugyanazon szóként ismeri fel a program.

A toldaléklevágás egyik módszere a szótőképzés, melynek során a program 
levágja a szavak általa toldalékként felismert részeit. előfordulhat azonban, 
hogy mindezek során téves adatot kapunk. A „zokni” szó esetében például 
elképzelhető az, hogy a program főnévi igenévként ismeri fel, s „zok” szótőt 
képez belőle. A toldaléklevágás másik módszere a lemmatizálás, ami már szó-
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táralapú, és a kutató által a szótárba korábban felvitt adatok alapján ismeri fel 
az egyes szótöveket. A lemmatizálás a nyelvészetben használt fogalom, és a szó 
lemmájának, azaz normalizált vagy szótári alakjának megkeresését szolgálja 
(Tikk – Kovács, 2007: 41–55). ez az eljárás azt feltételezi, hogy az állomány 
feldolgozásának megkezdését megelőzően a kutató készít egy szótárat, amely 
tartalmazza a különböző lehetséges szóalakokat és toldalékokat. 

A szótövezés és a lemmatizálás közötti legfőbb különbség az, hogy míg 
utóbbi során rendszerint értelmes szóalak keletkezik, szótövezés esetén már 
előfordulhat, hogy a szó csonkolása miatt nem értelmes szótári alakot kapunk 
eredményül. A munkát, munkám stb. esetében a lemma és a szótő egybeesik, 
a ló, lovak, lovát esetében a lemma a ló, ám a használt szótövező függvény-
ében a szótő már változik (ló vagy lo). Mindkét módszer esetén döntenünk 
kell róla, hogy a képzőket is levágjuk, vagy csupán a jeleket és a ragokat (i. m.: 
41–42). A szövegelőkészítéshez tartozó fontos eszköz még a tiltólistás szavak 
(stopszavak) kialakítása. ennek segítségével elérhetjük, hogy a számunkra nem 
releváns szavakat, például kötőszavakat, töltelékszavakat ne vegye figyelembe a 
program, s az elemzésünk szempontjából leggyakoribb érdemi szavak kerülje-
nek kiválogatásra. A stopszólista előállítására rendszerint a dokumentumgyűj-
temény manuálisan is ellenőrzött szógyakorisági adatai alapján kerül sor (i. m.: 
40–41). 

A szózsák módszer előnye, hogy gyorsan, egyszerűen kiemeli az adott szö-
vegben fontos (azaz a leggyakoribb) szavakat, ugyanakkor alkalmazása nem 
igényel különösebb szakértelmet, a számítógéppel támogatott kvalitatív adat-
elemzésben vagy a kvantitatív szövegelemzésben való magas szintű jártasságot. 
ezzel együtt, részben egyszerűségéből fakadóan természetesen hátrányokkal 
is rendelkezik. Ilyen hátrány például, hogy egyes szavak jelentése különböző 
kontextusokban lehet negatív vagy pozitív is. Például nem mindegy, hogy az 
állam által újonnan vásárolt légvédelmi szirénák túl hangosak, vagy a frissen 
felépített repülőtér, illetve hogy egy smirgli a durva, vagy egy parlamenti fel-
szólalás, esetleg a kormányt illető kritika. Az azonos alakú szavak is problé-
mát jelentenek (pl. ég, vár, terem, fűz, nyom). Mivel a szavak sorrendjét sem 
kezeli ez a módszer, csupán a gyakoriságát, lényegében azonos jelentésűként 
fog szerepelni a következő két mondat: „Bajnai Gordon utódja a miniszterelnö-
ki székben Orbán Viktor lett”, illetve „Orbán Viktor utódja a miniszterelnöki 
székben Bajnai Gordon lett”. Hátránya még, hogy nem tudja, a szöveg mely 
szavai kapcsolódnak egymáshoz, mi mire vonatkozik. Nem ismeri fel továbbá 
a hétköznapi nyelvhasználatot, így például problémát jelenthet, ha helyesírási 
hibák, elgépelések találhatók a szövegben.
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típusfeladatok

A szózsák homogén témájú vagy alanyú szövegek vizsgálatára alkalmas legin-
kább (Joachims, 2001: 129). Ilyen lehet például, ha meg kívánjuk vizsgálni, hogy 
mely szavak fordulnak elő leggyakrabban a „Vlagyimir Putyin”-nal kapcsola-
tos egyes szövegekben. Vizsgálhatunk továbbá egy-egy konkrét témához kö-
tődő parlamenti felszólalásokat is ezzel a módszerrel, vagy kideríthetjük, hogy 
egy parlamenti képviselőnek vagy politikai gondolkodónak melyek a leggyak-
rabban használt szavai. A következőkben három kutatási feladatot láthatunk, 
amely során alkalmazható a szózsák modell. Az első esetben kiderül, hogyan 
találhatunk könnyen kulcsszavakat egy általunk publikálni kívánt tanulmány-
hoz, míg a második esetben viszonylag nagy tömegű, ám homogén témájú or-
szággyűlési felszólalások leggyakoribb szavai kerülnek kinyerésre. A harmadik 
keretben a szózsák modell a valóságban megtörtént gyakorlati alkalmazására 
láthatunk példát.

II.1.1. példa

Tegyük fel, hogy egy általunk megírt tanulmányhoz kulcsszavakat kell meg-
adnunk! A feladat szózsák módszerrel történő megoldását egy, a választójog 
egyenlőségéhez kapcsolódó írás kapcsán mutatjuk be (Balázs, 2015). A fel-
adat megoldásához számítógépes támogatást (ld. I.1. és I.2. fejezet), az AT-
LAS.ti kvalitatív adatelemző program windowsos változatát használjuk. Első 
lépésként kiválasztjuk a vizsgálni kívánt dokumentumot (Documents  New 
 Add Documents – II.1.1–II.1.2. ábra).
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II.1.1. ábra – A vizsgálandó dokumentum hozzáadása

II.1.2. ábra – A vizsgálandó dokumentum kiválasztása

ezt követően kiválasztjuk a bal felső sarokban lévő P-docs gombot, majd a felső 
sorból kiválasztjuk és az alsó sorba húzzuk a vizsgálni kívánt dokumentumot, 
majd az Outputra kattintva kiválasztjuk a szófelhőt (Word Cloud – II.1.3–
II.1.4. ábra).
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II.1.3. ábra – Az aktuálisan vizsgálandó dokumentum kiválasztása

II.1.4. ábra – A szófelhő kimenetként való választása

A létrejött szófelhőből tiltólistára tehetünk egyes szavakat, csak a szófelhőből 
törölve, vagy teljességgel kizárva azokat a vizsgálatból, emellett beállíthatjuk, 
hogy legalább hányszor kell szerepelnie az adott szónak a szövegben, hogy 
megjelenjen a szófelhőben. Mi jelen feladatnál az áttekinthetőség és a kellő 
mennyiségű releváns szó megjelenése érdekében tizenöt felbukkanást állítot-
tunk be (II.1.5. ábra).
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II.1.5. ábra – A nemkívánatos szavak eltávolítása

Miután eltávolítottuk a nemkívánatos szavakat (pl. egy, és, évi, hogy, meg, 
mint, vagy, úgy, volna, volt), készen is áll a szófelhő, melynek szavai megfelelő 
kulcsszavaknak tűnnek a tanulmányhoz, vagy legalábbis megfelelően leszűkí-
tik a lehetséges kulcsszavak körét (II.1.6. ábra).

II.1.6. ábra – Az elemzés eredményéül kapott kulcsszavak



46 • Balázs Ágnes

Hasonlóan hasznos alkalmazási terület lehet például, ha tudománytörténeti 
kutatásaink során nagy mennyiségű folyóirathoz kapcsolódóan kell kulcssza-
vakat kinyernünk, s a folyóiratok elérhetőek digitalizált formában.

II.1.2. példa

Tegyük fel, hogy a nemzetiségek országgyűlési képviseletének kérdését vizs-
gáljuk, és kíváncsiak vagyunk a nemzetiségi szószólók plenáris üléseken való 
szóhasználatára. Az ATLAS.ti program segítségével e felszólalásokból is köny-
nyedén kinyerhetjük a szószólók által leggyakrabban használt szavakat. első-
ként létre kell hoznunk egy korpuszt az összes eddigi felszólalás szövegéből az 
Országgyűlés honlapja (www.parlament.hu) alapján, majd az előző feladathoz 
hasonlóan elvégezhetjük az elemzést.

II.1.7. ábra – A nemzetiségi szószólók felszólalásainak leggyakoribb szavai

Mivel a nemzetiségi szószólók a plenáris üléseken csupán a Házbizottság meg-
ítélése szerint a nemzetiségeket érintő kérdések kapcsán szólalhatnak fel,1 talán 
nem meglepő, hogy a „nemzetiségi” és a „nemzetiségek” szavak bukkannak fel 
a leggyakrabban felszólalásaikban. A szabályozás ismeretében pedig a kapott 
szófelhő alapján képesek vagyunk következtetni arra, hogy a nemzetiségek bi-
zottsága, a nemzetiségi jogok, a nemzetiségek költségvetési támogatása, a nem-

1 2012. évi XXXVI. törvény az Országgyűlésről 29. § (2).
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zetiségek kulturális élete és a nemzetiségi önkormányzatok a plenáris üléseken 
leggyakrabban felmerülő kérdések e beszédek alapján.

Még ha messzemenő következtetéseket nem is vonhatunk le csupán ezen 
adatok alapján, mindenképpen könnyebbé teszik kutatásunk további irányai-
nak meghatározását, hipotéziseink megfogalmazását. Ha arra lennénk kíván-
csiak, hogy a nemzetiségi szószólók milyen személyeket, intézményneveket 
vagy szervezeteket említenek meg leggyakrabban felszólalásaikban, akkor 
a szózsák modell már nem jelentene kielégítő megoldást, a névelem-felismerés 
módszeréhez kellene folyamodnunk (ld. II.2. fejezet).

II.1.3. példa

A fidesz által 2011-ben kezdeményezett, alkotmányozással kapcsolatos „nem-
zeti konzultáció” is alkalmas alapanyagot kínál a szózsák megoldáshoz. Az 
akció során a párt közlése szerint a válaszadók 45%-a által kitöltött egyéni vé-
lemények részre adott válaszok 125 leggyakoribb kulcsszavát egy szófelhőben 
prezentálták.2 Mint az előbbi példánál is láthattuk, ez a módszer elsősorban 
kutatásunk kezdetén, a téma előzetes feltérképezése során és hipotéziseink 
megfogalmazásakor nyújthat segítséget, miközben a hipotézis igazolására már 
egyéb módszereket kell alkalmaznunk. e szófelhőnél például láthatjuk, hogy 
a  legnagyobb méretű „Alkotmány”, a „magyar” és a „Magyarország”, vala-
mint a valamivel kisebb méretű „jog” voltak a leggyakoribb szavak, és sejthet-
jük, hogy a „halálbüntetés”, a „védelem” és a „választójog” kifejezések is igen 
gyakran felbukkantak a válaszokban, de erre nem alapozhatjuk állításainkat, 
ezt más módszerek alkalmazása segítségével tudjuk csupán igazolni. További 
módszertani nehézséget jelent, hogy az ábra segítségével nem tudjuk egyér-
telműen meghatározni, hogy a „védelem” szó mire vonatkozik az egyes vála-
szokban (például honvédelemre, a közrend védelmére, „munkahelyvédelemre” 
vagy alkotmányvédelemre).

nemzetközi és magyar politikatudományi 
alkalmazások

fejezetünk zárásaként bemutatjuk a módszer néhány nemzetközi, illetve ma-
gyar politikatudományi és egyéb alkalmazását. egy 2007-es tanulmány elké-
szítése és az azt megelőző kutatások során Airoldi (2003) és kollégái (Airoldi 

2 Állampolgári kérdőív az Alaptörvényről, 2011. április 3. http://static.fidesz.hu/download/156/A_Nem-
zeti_Konzultacios_Testulet_kerdoivenek_eredmenyei_2156.pdf (Letöltés ideje: 2015. október 31.)
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et al., 2007) a szózsák modellt használták ronald reagan rádióbeszédei szer-
zője kilétének kiderítésére. reagan 1975 és 1979 között több mint ezer beszédet 
mondott a rádióban elnöki kampánya során. e beszédek közül hatszáz bizo-
nyítottan reagan saját maga által írt szöveg volt, s a kutatók szerették volna 
kideríteni a többi szöveg szerzőjének kilétét. A szózsák modell mellett kifejezé-
sek kinyerését is alkalmazva megállapították, hogy szövegei nagy részét maga 
reagan írta, és nem alkalmazott szövegírót.

Laver és társai (2003) közpolitikai álláspontok különböző politikai szöve-
gekből való kiszűrése során alkalmazták a szózsák modellt, méghozzá az egyes 
német pártok álláspontjainak feltárása érdekében, nyelvfüggetlen technikával, 
a parlamenti felszólalásokat is megvizsgálva. A kutatás során bizonytalansági 
méréseket is végeztek.

Cheryl Schonhardt-Bailey (2005) pedig George W. Bush és John Kerry nem-
zetbiztonsági és belbiztonsági témájú beszédeinek elemzésére használta fel 
a módszert. Megállapította, hogy míg Kerry esetében az iraki háborút illető kri-
tika, a veteránok, a Nemzetbiztonsági Minisztérium és a nukleáris fenyegetettség 
csökkentése voltak a leggyakrabban megjelenő tartalmi elemek, Bush esetében 
a terrorizmus elleni harc és a fejlődő országok gazdasági növekedése jelentették 
a központi témákat. A szerző a kutatás során kapcsolatelemzést is végzett.

Magyarországon a 2010. évi Számítógépes Nyelvészeti Konferencián a szó-
zsák modell több hasznosítási módját is bemutatták. Az egyik ilyen megoldás 
a többnyelvű online szövegek elemzésére létrehozott OpinHu rendszer, amely 
internetes hírportálokon, blogokon és közösségi oldalakon fellelhető szöve-
gek tartalomelemzésére hivatott (Miháltz, 2010: 14). A szózsák modellt a véle-
ményelemzés során a magyar, kínai és arab nyelv esetében használják az érzel-
mek felismerésére, feltételezve, hogy ha egy kulcsszó és egy érzelmet kifejező 
szó együtt fordul elő egy mondatban, egy érzelmi célpontra irányul (ld. III.2. 
fejezet). Az angol nyelvű szövegek esetében kulcsszó-előfordulási statisztikák 
létrehozása is elvégezhető (i. m.: 17). 

Végezetül egy intézménynek küldött panaszlevelek megbízható tartalmi ki-
vonatolására és az arra való válaszadásra képes rendszer kifejlesztése során is 
alkalmazták a szózsák algoritmusát, ám a kutatók felhívták a figyelmet, hogy 
a szózsák modell önmagában nem elegendő a feladat megoldására (Bártházi – 
Héder, 2010).
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ellenőrző kérdések

•  Milyen típusú feladatok megoldására alkalmas a szózsák modell? fogalmazzon 
meg egy kutatási problémát, amelyet a szózsák eljárással kielégítően meg lehet 
oldani!

•  Milyen esetekben vezethet ez a módszer hibás eredményekhez?
•  Milyen műveletek tartoznak a szövegelőkészítés folyamatához, és miért van rá-

juk szükség?
•  Milyen problémák merülhetnek fel a szövegelőkészítés folyamán?
•  Keressen példát a szózsák modell magyar nyelvű kutatásokban való megfelelő 

vagy erre alkalmatlan alkalmazási lehetőségére!
•  Milyen módon prezentálható a szózsák modell használatával létrehozott ered-

mény?
•  Alkalmas-e a módszer szóképekkel és alakzatokkal teletűzdelt politikai beszé-

dek elemzésére?

Szószedet

Magyar Angol

Információkinyerés Information extraction

Információ-visszakeresés Information retrieval

Kifejezések kinyerése extraction of expressions

lemmatizálás Lemmatization

Szótőképzés, szótövezés Stemming

Szózsák (vektortérmodell) Bag of words

Szövegelőkészítés, -előfeldolgozás Preprocessing

Szövegtartomány (tématerület) domain

tiltólistás szavak (stopszavak) Stop words
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ajánlott irodalom

A mesterséges intelligenciáról, és azon belül a szózsák modellről további in-
formációk találhatók russel és Norvig (2005) könyvében. Ha a szövegbányá-
szatban szeretnénk jobban elmélyülni, a Tikk domonkos (2007) szerkesztésé-
ben megjelent magyar nyelvű könyv kiváló segítséget nyújt számunkra. Ha 
a módszer konkrét alkalmazására szeretnénk további példákat keresni, érde-
mes a Magyar Számítógépes Nyelvészeti Konferencia kiadványaihoz fordulni 
(Tanács és Vincze, 2010, 2011). Ha kitekintést szeretnénk nyerni multimédia-
tartalmak szózsák modell segítségével történő intelligens feldolgozására, Li és 
társai (2011), Li (2012) Zhu és társai (2013) és dimitrovski és társai (2016) írásai 
nyújthatnak segítséget.
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II.2. NéVeLeM-feLISMeréS

A fejezet bemutatja a névelem-felismerést, mint az egyik legfontosabb szövegbányá-
szati feladatot. Segítségével kinyerhetők egy adott korpuszon belül előforduló név-
elemek, s ezen belül a tulajdonnevek (személynevek, helyek, szervezetek és egyéb 
tulajdonnevek). A fejezetben meghatározzuk a névelem-felismeréshez kapcsolódó 
legfontosabb fogalmakat, valamint a módszer típusfeladatait és buktatóit. ezt kö-
vetően három konkrét példán mutatjuk be a módszer gyakorlati használatát, majd 
a hazai és nemzetközi alkalmazásokból ismertetünk néhányat.

A névelem-felismerés (Ner) az egyik legfontosabb speciális szövegbányásza-
ti feladat. Legegyszerűbb formájában az információ-visszakeresés területéhez 
tartozik, komplexebb megoldásai ugyanakkor már a szövegbányászathoz tar-
toznak (ld. II.1. fejezet). Információ-visszakeresés esetén célunk az, hogy a már 
strukturált korpuszból visszakeressük a számunkra releváns információt (rus-
sel – Norvig, 2005: 742; Vázsonyi – Tikk, 2007: 63). A szövegbányászat esetén 
már lehetőség van a kifejezések közötti kapcsolatok elemzésére, tendenciák és 
minták felismerésére, és az információk összekapcsolása révén új információk 
létrehozására (Hearst, 1999: 3–4; Szarvas – farkas, 2007: 81).

A névelem-felismerés módszere az 1990-es években született meg, lényege, 
hogy egy program felismeri a korpuszban felbukkanó tulajdonneveket, azokat 
kigyűjti, és típusonként (pl. földrajzi név, márkanév, jogi személy stb.) csopor-
tosítja (ennyiben egy hibrid információkinyerési és kategorizálási feladatként is 
tekinthetünk rá). A standardizált megoldások lehetővé teszik akár telefonszá-
mok vagy időpontok kigyűjtését is, ennyiben tehát túlmutatnak a tulajdonne-
vek körén. A Ner legáltalánosabb annotációs sémáit a dokumentummegértési 
Konferenciák (MuC) és a Természetesnyelv-tanulási Konferenciák (CoNNL) 
fejlesztették ki (Jiang, 2012: 15–16). A fejezetben bemutatjuk e kutatási irány 
alapfogalmait és alkalmazásait.
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a névelem-felismerés

A névelem-felismerés az információkinyerés egyik legalapvetőbb formája, 
amely igen fontos a szövegek összetettebb módszerek alkalmazására való elő-
készítésében (i. m.: 15–16). e módszer kapcsán fontos a névelem és a tulajdon-
név fogalmának megkülönböztetése. Névelem minden olyan szóalaksorozat 
(tokensorozat),1 amely a világ valamely egyedi létezőjére utal. A tulajdonnév 
tehát csupán a névelem fogalmának egy részhalmaza, hiszen a tulajdonnév 
mellett névelemnek tekinthető például valamely azonosító, telefonszám, pénz-
nem vagy e-mail cím is (i. m.: 15–16; Szarvas – farkas, 2007: 91). ezzel együtt 
a névelem-felismerés leggyakrabban a személynevek, helyek, szervezetek és 
egyéb tulajdonnevek felismerésére irányul, így a továbbiakban a két fogalmat 
szinonimaként használjuk.

A fogalmi alapokhoz tisztázni kell a strukturált és a strukturálatlan szö-
veg fogalmát is. A strukturálatlan szöveg alatt a hétköznapi értelemben vett 
szövegeket értjük. A strukturált szövegek olyan szövegek, amelyek valamilyen 
szempont szerint már feldolgozásra kerültek. A strukturált szöveg rendelke-
zik metaadatokkal, azaz az adatállományhoz kapcsolódó adatokkal, például 
kódokkal, címkékkel. Míg az adatbányászati és az információ-visszakeresési 
módszereket összefüggések strukturált adatokból való kinyerésére használjuk, 
a szövegbányászat eszközeit strukturálatlan szöveges halmazok feldolgozásánál 
alkalmazzuk (Tikk, 2006: 344–346; Tikk, 2007a: 20–21). ez utóbbi viszont kü-
lön szövegelőkészítést igényel, melynek módszerei közé tartozik a tiltólistás sza-
vak alkalmazása, a lemmatizálás és a toldaléklevágás (Hu – Liu, 2012: 388–389 
– minderről bővebben ld. II.1. fejezet).

A következő lépések már a természetesnyelv-feldolgozás területére vezet-
nek (amely szinte elválaszthatatlan az információkinyerés fogalmától). Mint az 
előző fejezetben láttuk, ahhoz, hogy a természetes nyelvből adatokat kapjunk, 
fel kell dolgoznunk a vizsgálandó szöveget, strukturált adatállományokat kell 
létrehoznunk (Aggarwal – Zhai, 2012: 3, Markov – Larose, 2007: 13). A webes 
információkinyerő rendszerek (wrapperek) alkalmazására azért van szükség, 
mert a honlapok gyakran tartalmaznak olyan strukturált vagy félig strukturált 
szövegeket, mint a táblázatok vagy a felsorolások, amelyek sokkal inkább áll-
nak HTML vagy egyéb kódokat tartalmazó elemekből, mint természetes nyelvi 
elemekből (Jiang, 2012: 14–15).

1 „Tokennek nevezzük egy karaktersorozat konkrét dokumentumbeli előfordulását, míg típusnak hívjuk 
az azonos karaktersorozatot tartalmazó tokenek osztályát. A típusok összessége alapján állítjuk össze 
[…] a szótárat…” (Tikk – Kovács, 2007: 39).
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Az információkinyerésen belül a névelem-felismerés mellett a kapcsolatbá-
nyászat említhető fontos részterületként. Kapcsolatbányászatról akkor beszél-
hetünk, amikor egy adott szövegben található elemek között a szemantikus, 
azaz jelentésbeli kapcsolatok is felfedezésre és jellemzésre kerülnek (Jiang, 
2012: 22).2 Különösen fontos itt az elemzéshez felhasználandó szótár megfelelő 
kialakítása, hiszen a nem megfelelően kialakított szótár sokat torzíthat az 
eredményeken. Problémát jelenthet például, ha a különböző névelemosztályok 
között átfedés található (például valaki vezetékneve egyúttal földrajzi név is, 
ld. pl. Balaton Károly), vagy ha egy névelemen belül egy másik is található (pl. 
Budapest főváros Kormányhivatala – Tikk et al., 2006: 29–30).

A névelem-felismerés körében két alapvető módszer alkalmazására van le-
hetőség. Az egyik a szabályalapú módszer, amikor előre megadott adatok alap-
ján kerül kinyerésre az információ, (ilyen szabály lehet a mondatközi nagybetű 
mint a tulajdonnév kezdete). Mivel ezek a szabályok ütközhetnek egymással, 
szükséges közöttük hierarchiát felállítani. A másik módszer a statisztikai ta-
nulás, amikor a gép alkot szabályokat a kutató előzetes mintakódolása alapján 
(Jiang, 2012: 16–22 – minderről bővebben ld. III.1. és III.3. fejezet).

Végezetül egy adott névelem-felismerő rendszer által produkált eredmények 
hitelességének ellenőrzésére többféle mutató létezik. A pontosság (megbízha-
tóság) azt mutatja meg, hogy az adott korpuszban a rendszer által felismert 
névelemek közül mekkora a helyes megoldások aránya. A felidézés (fedés, tel-
jesség) pedig azt jelenti, hogy a találatok között hány darab lelhető fel az összes 
releváns dokumentum közül, mekkora az adott korpuszban talált névelemek 
aránya a szöveg többi részéhez képest. ezek segítségével kiszámítható azok har-
monikus közepét jelentő mutató, a széleskörűen használt f-mérték (Tjong Kim 
Sang – de Meulder, 2003: 143–144; Hobbs et al., 1991: 2; Vázsonyi – Tikk, 2007: 
69–70).

egy tipikus alkalmazás

A névelem-felismerés tipikus alkalmazásai az egyes névelemjellemzők vagy 
tématerületek (szövegtartományok, domainek) sajátosságaihoz kapcsolódnak. 
ennek oka az, hogy a korábbi kutatások szerint például egy földrajzinév-ki-
gyűjtésre kialakított technika csak korlátozottan hasznos eredményeket hoz 
például intézménynevek kapcsán. Igen fejlett névelem-felismerési módszereket 
alkalmaznak napjainkban például az orvostudomány, a honvédelem és a nem-

2 A szemantika vagy jelentéstan legszűkebb értelmében a nyelv különböző összetevőinek (szavak, kife-
jezések) jelentésével foglalkozó, a nyelvészeten belüli tudományterület (Munk, 2014: 312). Szintaktiku-
san helyesnek kell lennie a mondatnak ahhoz, hogy szemantikájáról beszélhessünk (Bach, 2005: 20).
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zetbiztonság (hírszerzés, felderítés, terrorizmusmegelőzés) terén (Neri et al., 
2011: 393). 

A következőkben egy konkrét politikatudományi alkalmazási lehetőséget 
mutatunk be. A feladat Martin Luther King, a vietnami háborút ellenző és 
a  társadalmi igazságosságról szóló, 1967. április 4-i beszédének3 vizsgálata a 
szemantikai információk strukturálatlan webes szövegekből való kinyerésére 
létrehozott Open Calais4 online program segítségével.

elsőként be kell illeszteni a vizsgált szöveget, majd a program egyetlen kat-
tintásra elvégzi az elemzést (ld. II.2.1. ábra).

II.2.1. ábra – Az Open Calais felülete a szöveg beillesztése után

Mint látjuk (II.2.2–II.2.4. ábra) a program képes felismerni témaköröket, vá-
rosokat, kontinenseket, országokat, ipari kifejezéseket, filmeket, szervezeteket, 
személyneveket, pozíciókat, államokat és tartományokat, régiókat, illetve kü-
lönböző eseményeket és tényeket, akár idézeteket is. Azonban a felismerés so-
rán hibák is léphetnek fel.

A II.2.2. ábrán láthatjuk például, hogy a program szerint igen jelentős 
mértékben vallási témájú szövegről van szó, illetve hogy volt olyan névelem, 
például Herschel rabbi neve, amelyet nem ismert fel. További hiba, hogy az app-
likáció a francia nemzetközösséget ünnepnapnak tekintette, hogy a kollektív 
megoldást az ipari kifejezésekhez sorolta be, illetve hogy a dien Bien Phu ne-
vet filmként ismerte fel (II.2.3. ábra). Láthatjuk továbbá, hogy Martin Luther 

3 Martin Luther King, Jr. Beyond Vietnam – A Time to Break Silence http://www.americanrhetoric.
com/speeches/mlkatimetobreaksilence.htm (Letöltés ideje: 2015. október 30.)

4 Thomson reuters – Open Calais demo http://www.opencalais.com/opencalais-demo/



II.2. Névelem-felismerés  • 55

King vezetéknevét egy alkalommal pozícióként (királyként) ismerte fel, a Genfi 
egyezményt pedig Genfnek tekintette (II.2.4. ábra).

II.2.2. ábra – Elemzés az Open Calais programmal

II.2.3. ábra – Félreértelmezett kifejezések a szövegben
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II.2.4. ábra – Viszonyok felismerése és elemzési hiba

A program képes összekapcsolni a kifejezéseket, felfedezni a viszonyokat, így 
felismerni azt is, ha később csupán egy személyes névmással vagy rövidebb ki-
fejezéssel utalunk egy személyre vagy szervezetre (II.2.5–II.2.6. ábra).

II.2.5. ábra – Egyes szavak, kifejezések közötti kapcsolatok felismerése 1.
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II.2.6. ábra – Egyes szavak, kifejezések közötti kapcsolatok felismerése 2.

Láthatjuk tehát, hogy a névelem-felismerés jelentős mértékben képes segíteni 
a kutatómunkát, ám azt is, hogy az eredményeket óvatosan kell kezelni. Továb-
bi probléma, hogy mindeddig kevés magyar nyelvű szótár, illetve névelem-fel-
ismerő rendszer készült, amelyekre alább hozunk példákat.

nemzetközi és hazai politikatudományi 
kutatások és egyéb alkalmazások

A politikatudományban gyakori alkalmazás az egyes közösségi oldalakon 
történő interakciók vizsgálata, ám például mikroblogok adatait egyéb poli-
tikatudományi kutatásokban is felhasználták. Számos tanulmány született 
Twitter-bejegyzések kapcsán (ld. pl. Nebhi, 2012). Tumasjan és társai (2010) 
azt vizsgálták, hogy a 2009. szeptemberi németországi választások eredmé-
nyei előre jelezhetők-e Twitter-bejegyzések alapján. Az LIWC szövegelemző 
program segítségével több mint 100  000 bejegyzésben vizsgálták meg, hogy 
említésre kerül-e benne valamely német politikus vagy politikai párt. Arra ju-
tottak, hogy a választás közeledtével növekedett a bejegyzések száma, s hogy 
a Twitter mára a politikai viták egyik színterévé vált. A bejegyzések vizsgálata 
során hasonló eredményre jutottak egyes pártok támogatottsága tekintetében, 
mint a közvélemény-kutatások. A névelem-felismerés az ilyen kutatások mellett 
alkalmas társadalmi hálózatok, így terroristacsoportok felderítésére is (ld. pl. 
diesner – Carley, 2005).

Magyarországon egy érdekes alkalmazás a Szervezett Bűnözés elleni Koor-
dinációs Központ és a Szegedi Tudományegyetem közös projektjében elkészült 



58 • Balázs Ágnes – Sebők Miklós

magyar nyelvű, bűnügyi névelem-felismerő rendszer, amelyről Molnár és tár-
sai (2010a; 2010b) írtak, illetve tartottak előadást a 2010. évi Magyar Számító-
gépes Nyelvészeti Konferencián. ez a program egy, a Szegedi Tudományegyete-
men korábban már kifejlesztett rendszer továbbfejlesztett változata. A rendszer 
megalkotásának célja a rendőrségi zárójelentések gyors feldolgozásának, a lé-
nyeges adatok kinyerésének és statisztikai adatok előállításának biztosítása volt. 
ezen alkalmazás különlegessége, hogy nem a szokásos négy névelemosztályt 
(földrajzi név, személynév, szervezetnév, egyéb tulajdonnév), hanem összesen 
tizenhárom szemantikai osztályt különböztettek meg elkészítése során (példá-
ul irányítószám, város, kerület, utca, házszám). Mivel a projekt során a névele-
mek egyes típusainak (például vezetéknév és keresztnév) megkülönböztetésére 
is szükség volt, kétszintű predikciós módszert alkalmaztak.

Nehézséget okozott a különböző névelemosztályok közötti gyakori átfedés 
(például egy adott szó településnév és vezetéknév is lehet). A tanítóhalmazt és 
a teszthalmazt kétszáz anonimizált dokumentumból állították össze, így a sze-
mélynevek hiánya miatt a teszteredmények nem pontosak. Bár a valós ada-
tokon készített modell egyes névelemosztályok tekintetében jobb eredményt 
mutatott, tesztelése összességében elmaradt az anonimizált dokumentumokon 
végzett vizsgálattól. A rendszer ugyanakkor lehetőséget nyújt az egyes név- és 
címadatok kiszűrésére (Molnár et al., 2010a: 366–369; Molnár et al., 2010b). Az 
ilyen üzleti és kormányzati alkalmazások egyre elterjedtebbek: Solt Illés és tár-
sai (2010) névelem-felismerést alkalmaztak általános egészségügyi problémák, 
gyógykezelések és vizsgálatok kórházi zárójelentésekben való azonosítására.

II.2.1. példa

A névelem-felismerésre érdekes példát nyújtanak az 1991-ben és 1992-ben meg-
rendezett dokumentummegértési Konferenciák (MuC-3 és MuC-4) témái. 
Mindkettő a Latin-Amerikában folytatott terroristacselekményekre vonatkozó 
adatok kinyerését tűzte ki célul. A projektben különböző, Latin-Amerikában 
elkövetett terroristacselekményekre vonatkozó hírösszefoglalókból hozták lét-
re a mintegy ezerháromszáz szövegből álló korpuszt. Mindezt a hat modullal 
rendelkező, úgynevezett TACITuS rendszerrel végezték el, lehetővé téve a re-
leváns események automatikus felfedezését és különválogatását (Hobbs et al., 
1991). e két konferencia célja – csakúgy, mint a többié – az volt, hogy sor kerül-
hessen az információkinyerés kapcsán a szerzett tapasztalatok cseréjére és a te-
rület további fejlesztésére, s ezzel továbbá a kormányzati igények kielégítésére.5 

5 Message understanding Conference Proceedings  http://www-nlpir.nist.gov/related_projects/muc/
proceedings/proceedings_index.html (Letöltés ideje: 2015. december 3.)
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Így jelentős eredménynek volt tekinthető, hogy a MuC-4 során kinyert adatok 
validitása magasabb szintű, a felidézés, a pontosság és az f-mérték is jobb, sok-
kal konzisztensebb az eredmény (Sundheim, 1992: 9–21).6

II.2.2. példa

A Twitter NewsCloud Alkalmazás segítségével megfigyelhetjük, hogy egy adott 
napszakban, tízperces bontásban egy adott hírfolyamban milyen gyakran és 
hányszor kerülnek említésre egyes névelemek (személyek, helyek, szervezetek).7 
fehér Katalin írásából tájékozódhatunk a GeoX Kft. és a Zetema Ltd. által kö-
zösen kifejlesztett internetes tartalomelemző rendszer egy konkrét alkalmazá-
sáról. Steve Ballmer, a Microsoft akkori vezérigazgatója 2013. augusztus 23-án 
jelentette be a cég éléről egy éven belül történő távozását. Az OpinHu webes 
véleményelemző rendszer segítségével megfigyelésre kerültek a Twitteren ez-
zel kapcsolatosan megjelenő aktivitások. ennek keretében Steve Ballmer és a 
Microsoft említését vizsgálták 2013. augusztus 1-je és 29-e között, a Twitter 
NewsCloud alkalmazással. ebből kiderült, hogy az első pár tíz percben a két tu-
lajdonnév együtt jelent meg a hírfolyamban, a Microsoft említése ugrásszerűen 
növekedett, ahogyan Steve Ballmeré is, akinek a neve említésre sem került az 
esemény előtt. A hír hirtelen felfutása után az említések száma zuhanásszerűen 
le is csökkent.8 Az OpinHu internetes tartalomelemző rendszer nyelvtechno-
lógiai hátteréről bővebben Miháltz (2010) írásából tájékozódhatunk. Kitűnően 
alkalmazhatjuk tehát a névelem-felismerést akkor, ha egy meghatározott ügy 
közösségi médiában vagy mikroblogolás során történő felbukkanását szeret-
nénk vizsgálni.

II.2.3. példa

érdekes alkalmazás az európai unió, az európai unió Belügyi főigazgatósága 
közreműködésével kifejlesztett, az európai unió határvédelmi ügynökségéhez, 
a frontexhez köthető nyílt forrású felderítő rendszer, amely a határvédelemhez 
köthetően képes azonosítani személyek és szervezetek neveit, helyeket, kapcso-

6 A MuC-3 és MuC-4 adatbázisai ingyenesen hozzáférhetők: MuC data Sets http://www-nlpir.nist.gov/
related_projects/muc/muc_data/muc_data_index.html (Letöltés ideje: 2015. december 3.)

7 Twitter NewsCloud alkalmazás https://sites.google.com/a/geox.hu/opinhu/elemzesi-eszkoezoek/twit-
ter-newscloud-alkalmazas (Letöltés ideje: 2015. október 29.)

8 fehér Katalin: Microsoft – Steve Ballmer lemondása a Twitteren https://sites.google.com/a/geox.hu/
opinhu/hirek-ujdonsagok/microsoft-steveballmerlemondasaatwitteren (Letöltés ideje: 2015. október 
29.)
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latfelvételi adatokat (pl. telefonszám, e-mail cím), hitelkártyaszámokat, továb-
bá adóazonosítókat. A rendszer az adatok összegyűjtésén és csoportosításán túl 
képes azok elemzésére, kapcsolatbányászatra is. A rendszer csak zárt körben 
elérhető, a végfelhasználók az európai unió egyes tagállamainak hatóságai, 
rendőrségei, határőrségei. A segítségével felhalmozott tudás a korábbi ismere-
tekkel kombinálva segíti elő a felderítést.9

egy másik, a határőrizethez kapcsolódó alkalmazás a frontex valós idejű 
híresemény-feldolgozó keretrendszere, amely képes nyolc nyelven, valós idő-
ben kigyűjteni az online hírekből és egyéb nyílt forrásokból (pl. mikroblogok-
ból) a határőrizeti szempontból releváns strukturált információkat, szintén 
megkönnyítve a felderítést. Ilyen, lényeges információk lehetnek az illegális 
határátlépési ügyek és az ehhez kapcsolódó olyan bűncselekmények, mint az 
embercsempészet és emberkereskedelem, továbbá a válsághelyzetek (erőszakos 
események, tüntetések, fegyveres konfliktusok, humanitárius vagy természeti 
katasztrófák, illetve fertőző betegségek). A rendszer nem csupán az informáci-
ók kinyerésére alkalmas, hanem annak egy térképen való elhelyezésére is ké-
pes. Segítségével nem csupán az illegális határátlépéshez kapcsolódó felderítés 
válik könnyebbé, hanem segítséget nyújthat a migrációs nyomás várható meg-
növekedésének előrejelzésére és az arra való felkészülésben is.10

ellenőrző kérdések

•  Mi a különbség a névelem és a tulajdonnév között?
•  Mi a különbség a névelem-felismerés és az osztályozási probléma között?
•  Melyek a névelem-felismerés előnyei a szózsák modellhez képest?
•  Találjon ki egy feladatot, amelyet csupán a névelem-felismerés segítségével le-

het megoldani, a szózsák modell segítségével nem!
•  Milyen politikatudományi kérdés megoldására alkalmazná a névelem-felisme-

rés módszerét?
•  Tegyük fel, hogy az Országgyűlési Naplóból ki szeretnénk gyűjteni a személy-

neveket és a földrajzi neveket! ez esetben milyen módszertani problémák me-
rülhetnek fel a névelem-felismerés alkalmazása során?

9 eMM Open Source Intelligence Suite http://btn.frontex.europa.eu/system/files/private/resources/
tools/emm-osint-suite_productinfo.pdf (Letöltés ideje: 2015. október 30.)

10 frontex real-time News event extraction http://btn.frontex.europa.eu/projects/internal/frontex-real-
time-news-event-extraction (Letöltés ideje: 2015. december 3.)
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Szószedet

Magyar Angol

Címke Label

dokumentummegértési konferencia Message understanding Conference (MuC)

felidézés, fedés, teljesség recall (score)

f-mérték f1 score

Hitelesség Accuracy

Információkinyerés Information extraction

Kapcsolatbányászat relation extraction

névelem-felismerés Named entity recognition

Pontosság, megbízhatóság Precision (score)

Szóalak Token

Szövegelőkészítés, -előfeldolgozás Preprocessing

tématerület (szövegtartomány) domain

természetesnyelv-feldolgozás Natural language processing

természetesnyelv-tanulási konferencia Conference on Natural Language Learning 
(CoNLL)

Webes információkinyerő rendszer Wrapper

ajánlott irodalom

A névelem-felismeréssel kapcsolatos ismeretek mélyítéséhez, bővítéséhez az 
alábbi irodalmakat ajánljuk: Marrero et al. (2013); russel – Norvig (2005); Tikk 
(2007); Tikk et al. (2005); Móra – farkas (2010); Gosztolya – Tóth (2010).
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III.1. OSZTÁLyOZÁS (KLASSZIfIKÁCIÓ)

A fejezetben a fejlett gépi szövegbányászati feladatok egy típusával, a szövegele-
mek ismert csoportokba való besorolását elvégző osztályozással ismerkedünk meg. 
A  későbbi, konkrét eljárásokat részletező fejezeteket megelőzően bemutatjuk az 
ilyen feladatok két legelterjedtebb megoldási módszerét: a szótáralapú megoldá-
sokat és a felügyelt tanulási eljárásokat, ezek előnyeit és hátrányait, illetve alkal-
mazhatóságát. Az eljárások lépéseinek ismertetése mellett kitérünk az eredmények 
érvényességének problémájára is.

Kutatásaink során gyakran szembesülhetünk azzal a problémával, hogy nagy 
mennyiségű szöveg közül kell kiválogatnunk a számunkra fontosakat. Kuta-
tásunk során szükségünk lehet arra is, hogy a kutatott forrásszövegek egyes 
elemeit valamilyen szempont alapján szétválogassuk. e fejezetben az ilyen osz-
tályozási problémák gépi megoldásait tekintjük át. Az idegen és magyar nyelvű 
szakkönyvek terminológiája korántsem egységes e technikák kapcsán. A szö-
vegosztályozás (Tikk, 2007c: 102) az angol text classification (TC) megfelelője, 
amit néha kategorizálásnak (Abonyi, 2006: 397), klasszifikációnak vagy cso-
portba sorolásnak (Bodon, 2010: 113) is fordítanak.

További szóhasználati nehézséget okoz, hogy az irodalomban elterjedt 
a „kemény”, illetve a „puha” osztályozásra való utalás. előbbi a boole-i értelem-
ben vett kategorikus, az adott halmazba tartozást vagy nem tartozást jelentő 
megkülönböztetést jelenti, míg utóbbi skálaszerű értelemmel bír: az eredmény 
azt jelenti, milyen mértékben sorolható egy dokumentum az adott csoportba 
(Wajeed – Adilakshmi, 2009: 121). Az osztályozási módszerek fő eltérése a kézi 
és géppel támogatott kódolástól abban áll, hogy itt nem vizsgálunk meg egye-
sével minden besorolandó szöveget, hanem azokat valamilyen automatizmus 
segítségével osztályozzuk.

A dokumentumok rendezése mindezek fényében két fő eljárásban végezhető 
el, melyek közül az egyik deduktív, a másik induktív logikát érvényesít. e két 
szempont alapján a dokumentumrendezés logikáját és eljárásait foglalja össze 
a III.1.1. táblázat.
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III.1.1. táblázat – A dokumentumrendezés logikái és eljárásai

rendezési logika / 
eljárás

Boole-i bináris besorolás 
(beletartozik a kategóriába: igen/

nem)
Valószínűségalapú besorolás

deduktív (előre 
megadott kategóriák) Szótáralapú felügyelt tanulás

Induktív (előre 
ismeretlen kat-

egóriák)
- felügyelet nélküli tanulás

Az osztályozási megközelítés alkalmazása során már korábban kialakított, lé-
tező csoportokba soroljuk be a vizsgált elemeket (deduktív logika). Ilyen fel-
adat lehet például a kormányról szóló újságcikkek csoportosítása azok pozitív 
vagy negatív tartalma szerint. A vizsgálat lényege abban áll, hogy már annak 
megkezdése előtt tudjuk, hogy milyen lehetséges kategóriákba kerülhetnek be 
a korpuszt alkotó szövegek (a fenti példánál maradva pozitív, semleges vagy 
negatív tartalmúak) vagy ezek elemei. A program feladata minden egyes szöveg 
esetében a megfelelő csoport kiválasztása lesz. Szemben a csoportosítási fel-
adattal, a csoportok az osztályozási feladatnál előre adottak, és nem változnak a 
folyamat során (az ilyen deduktív eljárásokról részletesebben a IV.1. fejezetben 
írunk).

a klasszikus feladat

A rendezési logika (deduktív vagy induktív) kettőssége ugyanakkor nem jelenti 
azt, hogy az osztályozási feladatok ne lennének visszavezethetőek egy közös 
problémára. rendelkezésünkre áll egy tanítóhalmaz (training set), melynek 
minden egyes eleméhez egy osztályozó értéket rendelünk egy több diszkrét 
értékből összeállított listából. A tanítóhalmaz adatai arra szolgálnak, hogy 
kialakítsunk egy osztályozási modellt, amely a tanítóhalmaz elemei tulajdon-
ságaihoz rendeli hozzá a különböző értékeket. A modell feladata ezek alapján 
előre jelezni más elemek osztálytagságát. A problémának létezik „kemény” és 
„puha” változata is. Míg előbbi kategorikusan besorol minden elemet egy-egy 
osztályba, utóbbi csak az osztály-hovatartozás valószínűségét határozza meg 
(Aggarwal – Zhai, 2012b: 163–164).

e kutatási döntés a besorolás jellemzőiről (kemény, illetve puha osztályozás) 
egyben két tágan értelmezett eljárástípust eredményez (szótáralapú, illetve fel-
ügyelt tanulási megoldás, lásd lentebb). Ami közös bennük, hogy úgy kívánjuk 
egy korpusz elemeit szétosztani kategóriák között, hogy a csoportok közös is-
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mérveit már kutatásunk elején ismerjük (szemben a csoportosítással és a hozzá 
kapcsolódó felügyelet nélküli tanulási technikákkal). A legegyszerűbb esetben 
a vizsgált korpusz elemei egyértelműen és teljes körűen besorolhatóak az álta-
lunk kialakított kategóriákba. 

Vegyük azt a feladatot, amikor a parlamentben elhangzott képviselői kér-
déseket próbáljuk közpolitikai témakörök szerint csoportosítani! Itt szem-
besülhetünk az egyszintű és a hierarchikus kategóriák problémájával. előbbi 
csoportba sorolhatóak azok az eljárások, ahol olyan kategóriákat hozunk létre, 
melyek tagjai nem tartoznak más, közös gyűjtőcsoportba, míg utóbbi esetében 
a csoportok között alá-fölé rendeltségi viszony állhat fenn. (Qi – davison, 2009: 
12:3) Mivel olyan kategóriákat kell kidolgozni, melyekbe minden interpelláció 
besorolható, felmerül a kérdés, hogy rendezzük el ezeket a felszólalásokat. Több 
olyan közpolitikai terület van, melyek vagy nagyon kis elemszámot foglalnak 
magukban (például postaügyek), vagy beilleszthetőek más kategóriákba is (pél-
dául a közoktatás az oktatásügybe). ebben az esetben akkor járunk el helyesen, 
és teremtünk egyértelmű kategóriákat, ha hierarchikus kategóriákat alkotunk. 
Amennyiben sikerült kialakítanunk a majdani csoportokat, megkezdődhet az 
osztályozás eljárása.

tipikus megoldások 

A dokumentumok és ezek elemeinek ismert csoportokba rendezésére két fő 
módszer létezik: a szótáralapú (dictionary-based) és a felügyelt tanulási (super-
vised learning) megoldás. előbbi lényege abban áll, hogy a meglévő szövegeket 
egy korábban elkészített szószedet elemeinek felbukkanása alapján rendezzük 
kategóriákba, míg utóbbiaknál egy program elemez egy általunk korábban el-
készített tanítóhalmazt, és az abban felismerni vélt minták alapján osztja be 
a kategóriákba a teljes korpusz elemeit. 

Szótáralapú megoldások

Az ismert csoportokba rendezési feladatok első megoldási módszerét szótár-
alapú megoldásoknak nevezzük. Az ilyen eljárás minden esetben egy szósze-
det (ld. Cioffi-revilla, 2014: 61) elkészítésével veszi kezdetét. Az összes előre 
meghatározott csoport esetében összegyűjtjük azon szavak listáját, melyekről 
feltételezzük, hogy az adott kategóriába sorolható szövegekben felbukkannak. 
Például amennyiben a külpolitika témaköréhez akarunk összeállítani egy 
szószedetet, érdemes felvennünk hozzá a nagykövet, a nagykövetség, a konzul, 
a konzulátus, az attasé, a diplomata, a diplomácia szavakat és más hasonlóakat. 
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Ha elkészítettük a szószedetet, az általunk alkalmazott program megvizsgálja 
a  korpusz elemeit, és a bennük felbukkanó szavak alapján valamelyik kate-
góriába besorolja azokat (Grimmer – Stewart, 2013: 8–9 – az osztályozási eljá-
rás pontos végrehajtásának részleteibe a IV.1. fejezet nyújt bevezetést).

A szótáralapú megoldások két fő csoportját a kategóriák száma alapján kü-
lönböztetjük meg: ilyen a kétkategóriás és a többkategóriás besorolás. előbbire 
jó példa az a kutatási feladat, amikor arra vagyunk kíváncsiak, hogy egy par-
lamenti kérdésben megemlítik-e Magyarország valamely települését, vagy sem. 
A szótár ekkor minden településnevet tartalmaz minden toldalékolható formá-
ban. A program azt keresi meg, hogy a szövegekben ezen szavak közül felbuk-
kan-e valamelyik. Ha igen, a településnevet tartalmazó, ha nem, a település-
nevet nem tartalmazó csoportba kerül a szöveg. A többkategóriás besorolásra 
a fent már említett közpolitikai témakör szerinti kategorizálás egy kézenfekvő 
példa. ekkor minden meghatározott kategória esetében felsoroljuk annak fon-
tos szavait (például hadsereg, légierő, honvédség, sorkötelesség, tartalékos stb. 
a honvédelem kategóriájában).

A szótáralapú megoldásoknak viszonylagos egyszerűségük ellenére vannak 
hátulütői. A munkafolyamatban komoly problémát jelent a szószedet összeál-
lításának nehézsége. érdemi feladat előzetesen összegyűjteni az olyan szava-
kat, melyek csak az egyik kategória esetében bukkanhatnak fel, és nem ren-
delkeznek olyan jelentéssel, mely egy másik csoportra is illik. Hasonlóképpen 
nehéz minden egy témához tartozó fontos kifejezést előzetesen meghatározni. 
A feladatot tovább nehezíti a kategóriák számának növekedése, illetve az a tény, 
hogy a program nem értelmezi a szövegkörnyezetet, egyszerűen csak szavakat 
keres benne. Így aztán nem ismeri fel a gúnyt, az iróniát, a metaforákat és az 
egyéb szóképeket sem. Nem tud átvitt értelemben gondolkodni, így számta-
lan esetben félreértheti a szöveget (például Orbán Viktor „csapataink harcban 
állnak” kijelentését a szótáralapú módszerek honvédelemhez sorolnák be, mi-
közben a valóságban az európai unió költségvetési tárgyalásaival kapcsolatban 
mondta).

A másik probléma a szavak szövegkörnyezetétől függő jelentésében rejlik. 
Ha egy szöveg pozitív vagy negatív tartalmára vagyunk kíváncsiak (azaz ebbe 
a két osztályba szeretnénk besorolni őket), nem mindegy, hogy a „hangos” 
szó a hangszóró vagy a gépkocsi leírásában szerepel (Liu – Zhang, 2012: 429). 
A módszernek szintén problémát jelent, hogy egyszerű változatában nem ismer 
fel kifejezéseket, így egy Horn Gyula keresztnevét említő tételt könnyen be-
sorolhat a településneveket tartalmazó felszólalások közé. Hasonló problémát 
jelentenek az azonos alakú szavak: az új követ kinevezése, az a tény, hogy egy 
személyt valaki követ, esetleg hogy hol bányásszák az útépítéshez felhasznált 
követ, a módszer eszközeivel megkülönböztethetetlen.
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A szótáralapú eljárás harmadik módszertani korlátja nehézkes validálásá-
ban rejlik. Az elemzés érvényességének egyik ellenőrzési lehetősége a korpu-
szon belüli validációs halmaz kiválasztása. ekkor miután a program katego-
rizálta a szövegeket, egy véletlen mintavétellel kiválasztott csoportot kézzel 
lekódolunk, ezzel ellenőrizzük, hogy megfelelő találati arányt sikerült-e elér-
nünk (Grimmer – Stewart, 2013: 13). A második lehetőség a szótár validálása, 
azaz többszöri átgondolása, ellenőrzése (i. m., 2013: 9). A harmadik lehetőség 
az előrejelző validálás, azaz annak ellenőrzése, hogy az eredmény megfelel-e 
várakozásainknak (i. m., 2013: 21). Így például, ha az 1990 előtt elfogadott tör-
vényeket vizsgáljuk, feltételeznünk kell, hogy a világháborúk előtt és alatt az át-
lagnál több honvédelemmel kapcsolatos törvényt fogadott el az Országgyűlés. 
Negyedikként a konvergens validálás eszközéhez is nyúlhatunk: ez a módszer 
azt jelenti, hogy ugyanazt a korpuszt több lehetséges módszerrel is lekódoljuk, 
majd az eredményeket összevetjük (i. m., 2013: 24). Mindezen eljárásokat a gya-
korlati kutatások során keverni is lehet. 

Felügyelt tanulási megoldások

Az ismert csoportokba sorolás másik módját a felügyelt tanulási eljárások je-
lentik. A módszer lényege, hogy a korpusz egyik szövegcsoportját kézzel ka-
tegóriákba soroljuk, majd a program ez alapján sorolja be a korpusz teljes 
anyagát a különböző csoportokba (Grimmer – Stewart, 2013: 9). ez az álta-
lános eljárás a gyakorlatban három szakaszra tagolódik. A legelső feladatunk 
az úgynevezett tanítóhalmaz elkészítése. A tanítóhalmaz egy, a korpuszból 
vett szövegminta. A véletlen mintavétellel kiválasztott szövegeket kézzel kó-
doljuk. A második szakasz akkor veszi kezdetét, ha a tanítóhalmaz elkészült: 
ekkor egy kiválasztott felügyelt tanulási programmal a gép a korpusz többi 
elemét is besorolja valamely kategóriába (a lehetséges eljárásokat a IV.1. feje-
zetben részletezzük). A munkafolyamat harmadik, lezáró szakasza a kapott 
eredmények érvényességének vizsgálata. ennek módja lehet a korábban leírt 
validálási csoport kiválasztása, az előrejelző validálás, illetve a konvergens vali-
dálás. Az eltérő munkamenet a szótáralapú megoldásokhoz képest új validálási 
lehetőséget teremt: a keresztvalidálást. e művelet során a tanítóhalmazt csopor-
tokra osztjuk, és azokkal újra és újra elvégezzük a felügyelt tanulásos kódolást 
(i. m., 2013: 13).

A felügyelt tanulási módszerek legnagyobb előnye, hogy a korpusz részle-
tének szavait felhasználva működik, így nem szembesülünk a szótárkészítés 
nehézségeivel. emellett az így lekódolt korpusz sokkal könnyebben validálha-
tó statisztikai módszerekkel, mint a kézi vagy szótáralapú kódolás eredménye. 
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Hátránya elsősorban a jelentős élőerőt igénylő tanítóhalmaz-készítésben és 
gépi tanulási eljárás komplexitásában rejlik.

III.1.1. példa

A szótáralapú megoldások egyik legkézenfekvőbb alkalmazási területe a po-
litikai kommunikáció vizsgálata. egy szerzőhármas (Klebanov et al., 2008) 
Margaret Thatcher és Tony Blair beszédeit hasonlította össze a szótáralapú 
megoldások használatával. A kutatók arra voltak kíváncsiak, hogy milyen foga-
lomcsoportok (például politikára, munkára, földrajzi névre és mozgásra utaló 
kifejezés) bukkannak fel a szövegekben. Tanulmányuk alapvetően kísérleti jel-
legű, a különböző számítógépes szövegelemzési módszerek összehasonlítására 
szolgál, melynek egyik fontos következtetése, hogy összehasonlító elemzésekre 
kiválóan alkalmasak az ilyen, szótárakon alapuló megoldások. 

III.1.2. példa

Napjainkban a számítógépes adatelemzés gyakorlatilag kimeríthetetlen ku-
tatási anyagát szolgáltatja az internet. egy koreai szerzőpáros (Chung – Noh, 
2002) kísérletezve a szótáralapú megoldásokkal a usenet-hálózat hírgyűjtője 
által szemlézett honlapokon fellelhető szövegeket próbálta meg csoportosítani, 
kiválogatva közülük a közgazdaságtannal kapcsolatosakat. ezt a feladatot 
szótáralapú megoldással rendkívül magas, a validáltan helyes besoroláshoz ké-
pest 96%-os pontossággal teljesítették.

III.1.3. példa

Az osztályozási eljárásokat nemcsak szövegek, hanem multimédiás tartalmak 
esetében is lehet alkalmazni, melyre egy természettudományi példát hozunk. 
A zebradánió valószínűleg az akvarisztika minden rajongója számára ismerős 
halfajta. Az elmúlt időszakban esztétikai értékén kívül újabb hasznos tulajdon-
sága miatt kezdték tenyészteni: a vegyi anyagok hatása e halak egyedfejlődésére 
emlékeztet az emlősök, így az emberek esetében is észlelhető hatásokra, ráadásul 
igen jól megfigyelhető és jelentős elváltozást váltanak ki bennük ezek a szerek. 
ennek köszönhetően a gyógyszerészet és a toxikológia előszeretettel használja 
fel azokat kísérleteihez. A kutatók hagyományosan kézi kódolással végzik kísér-
leteiket, azaz a különböző anyagok halivadékokra gyakorolt hatásának elemzé-
sét. fényképet készítenek a háromnapos halivadékokról, majd azokat egyesével 
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elemzik. egy kutatócsoport (Jeanray et al., 2015) ugyanezt a feladatot kézi kódo-
lás helyett felügyelt tanulási módszerrel oldotta meg, amelynek eredményeképp 
megbízható, 90–100% közötti egyezésre sikerült jutni a kézi kódoláshoz képest.

ellenőrző kérdések

•  „Puha” vagy pedig „kemény” osztályozáshoz érdemesebb fordulnunk, ha arra 
vagyunk kíváncsiak, hogy egy újságcikkhalmaz elemei jónak vagy rossznak ta-
lálnak egy kormányzati intézkedést? Miért?

•  fogalmazzon meg egy példát saját kutatási területén belül, ahol szótáralapú 
megoldást érdemes használni! Miért nem lenne itt megfelelő a felügyelt tanu-
lási eljárás?

•  Az osztályozás módszeréhez milyen validálási eljárások használhatóak fel?
•  Milyen mértékben lennének ezek a módszerek alkalmasak egy általunk nem 

ismert ország belpolitikájához kapcsolódó szövegek közpolitikai témakörön-
kénti osztályozására?

•  Hogyan validálható az a kutatás, melynek eredménye szerint az interpellációk-
ban legsűrűbben emlegetett települések között szerepel a Heves megyei Balaton 
és a Hajdú-Bihar megyei Polgár?
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Szószedet

Magyar Angol

előrejelző validitás (érvényesség) Predicitive validity

előrejelző validálás Predictive validation

Keresztvaliditás Cross-validity

Keresztvalidálás Cross-validation

Klasszifikáció, osztályozás Classification

Konvergens validitás Convergent validity

Konvergens validálás Convergent validation

Szószedet Hash table

Szótáralapú megoldások dictionary-based methods

Szövegosztályozás Text classification

tanítóhalmaz Training-set

validációs halmaz Validation set

ajánlott irodalom

Az osztályozási feladat kapcsán áttekintést nyújt Abonyi (2006); Bodon (2010); 
Grimmer és Stewart (2013); valamint Qi és davison (2009). A szótáralapú meg-
oldásokba Aggarwal – Zhai (2012d); illetve Cioffi-revilla (2014) nyújt beveze-
tést. A felügyelt tanulási megoldások alapjai kapcsán jó indulószöveg: Wajeed 
– Adilakshmi (2009). A példákban felbukkanó tanulmányok forrása: Chung 
– Noh (2002); Jeanray – Marée – Pruvot – Stern – Geurst – Wehenkel – Muller 
(2015); Klebanov – diermeier – Beigman (2008).



Szabó Gabriella

III.2. VéLeMéNyeLeMZéS MINT 
SPeCIÁLIS OSZTÁLyOZÁSI feLAdAT

A fejezet bemutatja a véleményelemzés (sentiment analysis) eljárását, segít meg-
érteni a módszer hátterében álló előfeltételezéseket, a véleményelemzést végző 
kutatások elméleti beágyazottságát, kérdésfelvetését, valamint operacionalizálási 
logikáját. Az olvasó képet kap a megközelítés teherbíró képességéről, erősségeiről 
és korlátairól. A fejezet lépésről lépésre végighalad az előkészítés, az érzelmi viszo-
nyulások osztályozása, a szótárépítés és az indikátorszavak felismerése során elvég-
zendő feladatokon. rámutatunk azokra az eljárás során felbukkanó dilemmákra, 
melyek feloldása kutatói döntést igényel. A fejezet végén feltüntetett példák jelzik 
a véleményelemzés által feltárható eredmények használhatóságát és továbbgondo-
lásának lehetőségeit.

A véleményelemzés a módszeres szövegosztályozás (ld. III.1. és IV.1. fejezet) 
egyik lehetséges útja. egy olyan részben automatizált információkereső vizs-
gálat, mely egy bizonyos verbális kommunikációnak a tárgyalt témához való 
érzelmi viszonyulását tárja fel.

Az érzelmi viszonyulások szövegelemzésére vállalkozó kutató a nemzet-
közi szakirodalom tanulmányozásakor egyfajta terminológiai kavalkádjával 
találja magát szembe. Magyarul nincs is bevett fordítása az opinion mining, 
subjectivity analysis, review mining, appraisal extraction, affective computing 
módszereknek, melyek tulajdonképpen ugyanazt az asztalt táncolják körül. 
A Pang – Lee (2008: 5–6) szerzőpáros hosszan értekezik az elnevezések tudo-
mánytörténeti aspektusairól, végső konklúziójuk azonban az, hogy a nemzet-
közi tudományos közösség mára leginkább a sentiment analysis és az opinion 
mining fogalmakat használja, azokat is jobbára szinonimaként. Bár a „szenti-
mentelemzés” is használatos (Szabó, 2015), a módszer hazai alkalmazásában 
a számítógépes nyelvészek vállalnak úttörő feladatot, ezért úgy illik, hogy az 
általuk bevezetett véleményelemzés szókapcsolat-fordítást használjuk itt is (Ta-
nács – Vincze, 2010).

Milyen tudáshoz segít hozzá a véleményelemzés? röviden: megtudhatjuk, 
mi van az emberek fejében. részletesebben: a fejezet segít megérteni a véle-
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ményelemzés hátterében álló előfeltételezéseket, a véleményelemzést használó 
kutatások kérdésfelvetését, módszerét és operacionalizálási logikáját. Az olvasó 
a társadalomtudomány szemszögéből nézve képet kap a véleményelemzés te-
herbíró képességéről, erősségéről és korlátairól. Lépésről lépésre végighaladunk 
azon az úton, amit a kutató is bejár az előkészítéstől az adatok összeállításán át, 
azok korlátainak felismeréséig. A fejezet főszövege és a közölt példák igyekez-
nek világossá tenni a véleményelemzés által feltárható eredmények használha-
tóságát és továbbgondolási lehetőségeit.

A társadalomtudományi kutatások mögött gyakran annak a vágya áll, hogy 
közelebb jussunk a megszólaló gondolataihoz, kiderítsük, miként vélekedik 
egy bizonyos témáról, személyről, eseményről, helyről vagy termékről. Az ilyen 
vizsgálatok kiindulópontja szerint a véleményekből következtethetünk az em-
berek egyéni viselkedésére: ha azt mondom, „a blézer színe szép és elegáns a sza-
bása”, akkor nagy valószínűség szerint szívesen megvásárolnám. feltételezik 
azt is, hogy a valakivel vagy valamivel kapcsolatban megfogalmazott pozitív 
érzelmi megnyilvánulások erős kötődést jelölnek: ha azt írom, „Angelina Jolie 
remek munkát végez Afrikában”, akkor feltételezhetően megnő az esélye annak 
is, hogy adományt küldök a színésznő által támogatott segélyszervezetnek.

A széles nyilvánosság számára elérhetővé tett érzelmekre alapuló vélemé-
nyek ráadásul gyakran a többiek viselkedését is befolyásolják. A megközelí-
tés tehát arra épül, hogy az érzelmi kötődés bármilyen egyéb kalkulációnál, 
befolyásnál fontosabb lehet az egyén és a csoport viselkedésében, és fordítva: 
a vélemények megváltozása az érzelmi kötődés lazulását vagy felbomlását mu-
tatja, mely végzetes lehet az adott termékre, személyre vagy országra nézvést. 
ezért érdekli vállalatok, kormányok és kampánytanácsadók sorát az állampol-
gárok és fogyasztók érzelmi viszonyulásaira, szubjektív benyomásokra utaló 
véleménye, és ezért monitorozzák a közösségi médiát, a közösségi értékelő, il-
letve ajánló weboldalakat (mint például a rotten Tomatoes vagy a magyarul is 
elérhető Tripadvisor).

Biztosra vehető, hogy az érzelmek az internetrobbanás előtt is fontos sze-
repet játszottak egy-egy személyes vagy kollektív döntés meghozatalában. Az 
új millennium azonban fordulatot hozott: egymást erősítő elméleti és empiri-
kus, alap- és alkalmazott kutatások fedezték fel az érzelmeket, és általuk igye-
keztek jobban megérteni a fogyasztási, üzleti, közéleti és politikai viselkedést 
(vö. Neuman et al., 2007; Kiss, 2013). A nagymintás adatokra építő empiri-
kus vizsgálatok lendületét a webkettő1 elterjedéséhez köthetjük. Az emberek 
jó része láthatóan szívesen osztja meg érzelmeit a nyilvánossággal. A blogok, 
fórumok, csetszobák, tartalommegosztó oldalak, Twitter, facebook és egyéb 

1 A webkettő vagy web 2.0 elnevezéssel az internetes kultúra közösségre, kapcsolattartásra, megosztásra 
és a felhasználók által generált tartalmakra koncentráló fejleményeit szokás illetni (vö. Szűts, 2012). 
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közösségi médiafelületek pedig óriási és viszonylag könnyen feltárható kincses-
bányát ajándékoznak a kutatóknak. Számtalan kérdésben beavatkozásmentes 
módszerrel (Babbie, 2003: 351), a kutatótól függetlenül előállt adatok (Silver-
man, 2007: 37–60) alapján megtudható, hogy ki mit érez egy-egy termék, sze-
mély, helyszín vagy politikai ügy kapcsán.

a klasszikus feladat

Az érzelmek feltárásában és kategorizálásában egy újabb állomás a magyar 
szaknyelvben véleményelemzésként meghonosuló sentiment analysis. Teoreti-
kus háttere a pszichológia érzelemelmélete, annak is egyik leágazása, az ún. 
értékeléselmélet. e paradigma gazdag irodalmából számunkra elegendő annyi, 
hogy központi állítása szerint az érzelmek kiváltásáért és megkülönböztetésé-
ért egy adott személy, esemény vagy termék értékelése a felelős (vö. roseman 
– Smith, 2001). A véleményelemzés azonban megfordítva veszi fel a szálat, azaz 
az értékelésekből következtet a személy, a termék, az esemény, helyszín vagy 
bármi más iránti egyéni érzésekre. Célja a többnyire szövegekben megjelenő 
és abból kinyerhető érzelmek, értékelések, álláspontok, ítéletek, benyomások 
semleges, pozitív vagy negatív kifejezéseinek azonosítása és feltárása. Jellemző 
alkalmazási területe a marketing, pontosabban a márkaépítés (branding), de 
a katonai-polgári hírszerzés is felfedezte a véleményelemzésben rejlő lehetősé-
geket (Pang – Lee, 2008).

Politikatudományi alapkutatásokban az áttörés ugyanakkor még várat ma-
gára. A Twitteren megjelenő hangulatok és politikai preferenciák összefüg-
géseit feltáró néhány exploratív vizsgálatot leszámítva (Bakliwal et al., 2013; 
O’Connor et al., 2010) alig találunk példát a sentiment analysis használatára. 
Pedig nagyon is alkalmas lenne különösen a zártabb politikai közösségek (ld. 
pl. radikális jobboldal) működésének feltérképezésére, vezetők imázsának po-
litikai preferenciákra gyakorolt hatásának vizsgálatára, vagy egy-egy szakpo-
litika körül kialakult állampolgári diskurzusok feltárására. Általánosságban 
pedig minden olyan helyzet leírására, ahol az informális, intézményeken túli, 
nem szabályozott, de politikai relevanciával bíró kommunikációnak, az érzel-
meknek, az impresszióknak, a szubjektív értékeléseknek kiemelt fontosságot 
tulajdonítunk.

Az érzelmi viszonyulások feltérképezéséhez hagyományosan két úton jut-
hattunk el: szótáralapú megközelítéssel vagy gépi tanulási algoritmusok (ld. 
IV.1. és IV.2. fejezet) segítségével. Legújabban pedig e kettő ötvözetével.

A véleményelemzés a szövegeket három szinten osztályozza. A legáltalá-
nosabb a dokumentumszintű osztályozás, amikor egy hosszabb szövegegység 
egészéről állapítjuk meg annak érzelmi viszonyulását. Aprólékosabb a mondat-
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szintű osztályozás, mely ugyanezt teszi, de itt a vizsgálat alapegysége a mondat. 
A mondatszintű osztályozás esetében két feladatunk van: megállapítani, hogy 
van-e értékelés, vélemény vagy érzelem az adott szövegrészben, és ha igen, ak-
kor milyen azok érzelmi tartalma.

A legrészletesebb adatokat akkor nyerjük, amikor az elemzés alapegységei 
annak a témának a különböző aspektusai, melyekre az érzelmek vonatkoznak. 
előfordulhat ugyanis, hogy a megszólaló részletes véleményt fejt ki, és az adott 
terméket, személyt, eseményt vagy helyszínt több szemponttól tárgyalja (Wang 
– Liu, 2015: 1–2). egy megszólaló dicsérheti egy szálloda személyzetének udva-
riasságát, de egy másik mondatban az ágyi poloskák okozta kellemetlen élmé-
nyeiről is beszámolhat. A szálloda mint téma két különböző aspektusa tehát 
a személyzet viselkedése és a matracok tisztasága, melyekre ellentétes irányú 
vélemények és érzelmek vonatkozhatnak. A társadalomtudományi vizsgálatok 
többsége a dokumentum vagy a mondat szintjén elemez, ezért a későbbi fejeze-
teink is ehhez alkalmazkodva tárgyalják a véleményelemzés lépéseit.

gyakorlati alkalmazás

e szakaszban áttekintjük a véleményelemzés lépéseit, rámutatunk egyes mód-
szertani dilemmákra és ezek lehetséges megoldására. A megértést elősegítendő 
a komplikációkra konkrét példákat is hozunk.

Előkészületek 

Az első munkafázis az előkészületeké, melyben legalább három dolgot kell el-
végezni. egyrészt készíteni kell egy olyan korpuszt, egy mesterfájlt, mely nem 
tartalmaz mást, csak az összes kódolandó tartalmat. Törlendők a HTML ele-
mek, a beágyazott képek és videók (kivéve, ha ezek is elemzendő anyagok), 
dátumok, nevek, a weboldalak keretei stb. A korpusz kialakításakor célszerű 
leválogatni az értékeléseket, érzelmi viszonyulást nem tartalmazó elemeket 
is. Ha egy adott téma médiatálalását vizsgáljuk, akkor valószínűleg vélemény-
közlő cikkekre fókuszálunk, így az újságok hír- és tényanyagaira nincs szüksé-
günk. A válogatást végezhetjük manuálisan, de adott esetben felügyelt gépi ta-
nulással működő algoritmusok is alkalmazhatók (yu – Hatzivassiloglou, 2003; 
Pang – Lee, 2002; bővebben: IV.1. fejezet). A korpusz összeállítását nehezíthe-
tik archiválási hiányosságok (a források részben vagy egészben nem kerültek 
rögzítésre), technikai problémák (a forrásokat analóg eszközökkel rögzítették), 
a papíralapú gyűjtések digitalizáltságának alacsony mértéke vagy a hanganya-
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gok szöveges átiratának hiánya. Az is előfordulhat, hogy az adatforrások magas 
költségtérítés ellenében használhatók.

A teljes korpusz használatának alternatívája a mintavétel, vagyis a korpusz-
ból reprezentatív részeket vehetünk ki, és a továbbiakban ezt a válogatást te-
kintjük az elemzendő anyagok gyűjteményének. A mintavétel nem kötelező, 
de kezelhetetlenül nagy vagy áttekinthetetlen korpusz esetén hasznos lehet. 
Amennyiben a mintavétel mellett döntünk, érdemes azt az előkészületi sza-
kaszban megtenni. Hogy mi kerül a reprezentatív mintába, nyilvánvalóan meg 
kell indokolni, és ez a kutatási céloktól, a kutatási kérdéstől függ.

Végül a szövegek osztályozásához szükséges kategóriák definiálását is elő-
készítjük. Az érzelmek elemzéséhez szükséges kategórialista a kemény típusú 
klasszifikációhoz tartozik (ld. III.1. fejezet), kialakítása esetünkben tulajdon-
képpen egyfajta szótárépítés. Az induktív megközelítés szerint egy jól hasz-
nálható és érvényes szótár összeállításához nélkülözhetetlen a kutatási anyag 
valamilyen szintű áttekintése. Nincs egyértelmű szabály arra, hogy a korpusz 
mekkora részét érdemes ilyenkor megvizsgálni. A véleményelemzés esetében 
is támaszkodhatunk a kvalitatív tartalomelemzés általános elvére, mely előku-
tatásra a teljes elemzendő anyag 10 és 50 százalékát javasolja (Mayring, 2014: 
80). Az előkészítés során tehát a kiválaszott korpuszrészek segítségével megha-
tározzuk azokat a szavakat és kifejezéseket, amiket a későbbiekben automati-
zált módon megfeleltetünk az érzelmi viszonyulásoknak. Minél nagyobb részt 
vonunk be az előkutatásba, annál inkább bízhatunk benne, hogy a szótár jó 
közelítéssel lefedi a vizsgálandó anyagot, mindezzel pedig az elemzés érvényes-
ségét javítjuk.

Az érzelmi viszonyulások osztályozása és a szótárépítés

A második fázis alighanem a kutatás leginkább idő-, munka- és szakértelem-
igényes része, ezért érdemes hosszabb időt rászánni. ekkor történik ugyanis 
az érzelmi viszonyulások osztályozása, mely a kutatás sarokpontja. Tanácsos 
tapasztalt kutatóra bízni a munka elvégzését. Az elemzések többnyire bipolá-
ris, azaz pozitív vagy negatív érzelmi viszonyulásokra koncentrálnak. A pola-
rizálás elemzési szempontból előnyös, szembe kell nézni azonban azzal, hogy 
a bináris értékelés valószínűleg egyszerűbbnek és széttartóbbnak mutatja az ér-
tékeléseket és érzelmi viszonyulásokat, mint ahogyan azok valójában vannak.

A poláris elemzés nem tudja kezelni az érzelmi viszonyulások fokozatait 
sem. Más érzelmi elköteleződésre utal, ha egy politikus facebook-kommente-
lői közül az egyik azt írja, hogy „ebben a kérdésben igaza van”, míg a másik ezt 
„Imádlak! Te vagy a király!”. ennek áthidalására történnek kísérletek, a pozi-
tív-negatív viszonyulás a pszichológia értékeléselméletének bevonásával fino-



78 • Szabó Gabriella

mítható (Bloom, 2011), illetve egy véleményerősség-mérő szótár kialakítására is 
történtek lépések (Taboada et al., 2011). egyelőre azonban a véleményelemzé-
sek többsége pozitív-negatív orientációkban gondolkozik. Nem véletlen, hogy 
a módszert leginkább az internetes közösségi értékelő oldalak tartalmainak 
elemzésére használják: itt ugyanis többnyire világossá teszi az értékelő, hogy jó 
vagy rossz benyomásai vannak.

Az érzelmi viszonyulások mérése a megszólalók által használt kifejezések, 
szavak, nyelvi fordulatok kódolásával történik. A kódolást egy szótár segíti, 
amit az előkutatásra elkülönített anyag áttekintésekor készítünk el. A szótár 
listázza az érzelmi viszonyulásoknak megfelelő szavakat, kifejezéseket, nyelvi 
fordulatokat, vagyis az úgynevezett indikátorszavakat. Az elemzéseket nagy-
ban segítik az érzelmek kifejezésével kapcsolatos szavak listái, mint például 
a Harvard Psychosociological dictionary, WorldNet-Affect (Strapparava – Va-
litutti, 2004) vagy Affective Lexicon (Ortony et al., 1987), melyek angol nyelvű 
szövegek esetében alkalmazhatók. A szótárépítés feladata részben a kutató által 
elvégzett kivonatolással (manuális annotáció), részben számítógépes segítség-
gel végezhető el. A kombináció legegyszerűbb módja a kutató által kiválasz-
tott indikátorszavak megszámolásának automatizálása. A számítógépes nyel-
vészet ennél szofisztikáltabb közreműködésre ajánlja a szófaji egyértelműsítést 
és a  lemmatizálást. előbbi azért hasznos, mert a szövegkorpuszban található 
szavakat általános lexikai jelentésük és kontextusuk alapján megjelöli és fel-
címkézi, utóbbi pedig a szavak szótári alakját meghatározva egymáshoz rendeli 
ugyanannak a szónak a toldalékokkal ellátott alakjait megfelelő algoritmusok 
segítségével.

A szótárépítés során azonban egy társadalomtudományi fókuszú vizsgálat 
több problémával is szembetalálkozhat. ezek közül az egyik legtipikusabb az 
úgynevezett kontextusérzékenység: az elméleti nyelvészet által ismert jelenség, 
hogy adott kontextustól függően ugyanaz a szó más érzelmi viszonyulást jelez-
het. egyik példája ennek az irónia, melyet automatizált módon kis eséllyel lehet 
megfelelően kategorizálni.

Az intuitíve pozitív érzelmi viszonyulást sugalló szavak, mint például az 
„okos” egy csapásra pejoratívvá válik, ha valaki az „okoska” szót használja. Má-
sik példája a polaritásváltás: a „jó” kifejezés többnyire kedvező megítélést sejtet, 
ám a „jó nagy marha vagy” értékelést aligha szánta pozitívnak a megszólaló. és 
fordítva: a szleng gyakran transzformál eredetileg negatív jelzőt pozitívvá, aho-
gyan az a „brutális”, az „iszonyú”, a „pokoli” és a „durva” kifejezésekkel megesik 
(vö. Szabó, 2015). Az internetes szleng további specialitása a kevertnyelvűség: 
a „lúzer”, „badass”, „fukk” és ehhez hasonlók bizonyos kommunikációs közös-
ségek kutatása esetében elkerülhetetlenek, automatikus azonosításuk azonban 
nehézségekbe ütközhet.
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Az is megeshet, hogy bizonyos szavak egyes szubkultúrákban vagy kom-
munikációs közösségekben más érzelmi viszonyulásra utalnak, mint ahogyan 
azt a kutató gondolja: így járhatunk például a „nacionalista” vagy a „liberális” 
jelzővel. Nem utolsósorban az érzelmi viszonyulások indikátorszavait hajlamo-
sak vagyunk jelzőkkel azonosítani, ami súlyos adatvesztést eredményezhet. Ha 
szótárunk csak jelzőket tartalmaz, az elemzés vak lesz olyan megszólalásokra, 
mint például az alábbi komment, amely egy politikus tevékenységét véleménye-
zi: „Ne is törődjetek vele!”

Amennyiben a fenti problémák bármelyike is komolyan veszélyezteti az 
elemzés érvényességét, mindenképpen javasolt beépíteni ellenőrző és korrek-
ciós mechanizmusokat (mint például a manuális annotálást; Szabó, 2015). ez 
utóbbi esetében meg kell bizonyosodni az annotálók közötti egyezés mértéké-
ről. ehhez az annotálóknak ugyanazt a korpuszt kell feldolgozni, és az így nyert 
adatokat kell összehasonlítani, melyre a például a Cohen-féle Kappa együttható 
alkalmazható.

Az érzelmek automatikus fellelése

Noha ez a szakasz az elemzés leginkább automatizálható fázisa, a kutatói dönté-
sek itt is fontos szerepet játszanak. A véleményelemzés során döntést kell hozni 
arról, hogy a megszólaló voltaképpen mivel kapcsolatban beszél benyomásai-
ról, érzéseiről, véleményéről. Operacionalizálva a kérdés így hangzik: ki, miről, 
mit és milyen indikátorszavakat használva kommunikál? Az elemzés alapegy-
ségeit tehát az alábbi módon érdemes meghatározni és definiálni: a kommuni-
káló személy (tulajdonos), a téma (téma vagy célpont), a mondanivaló (állítás) 
és a pozitív – negatív – semleges érzelmi viszonyulásokra utaló indikátorsza-
vak (érzelem – mind kapcsán ld. Kim – Hovy, 2004: 1–2). A módszer célja 
az érzelem automatikus azonosítása, majd annak összekapcsolása a témával. 
Kim és Hovy kísérletében az a modell mutatkozott a legpontosabbnak, mely 
a  szókészletek polaritása alapján döntött. A magyar nyelv esetében azonban 
úgy tűnik, hogy az érzelmek automatizált felismerése és témához kapcsolása 
leginkább a szózsák algoritmussal kivitelezhető (ld. Miháltz, 2010, ill. II.1. fe-
jezet). Itt az algoritmus a téma és az érzelem szavainak együttes előfordulását 
keresi és mutatja meg.

ebben a kutatási szakaszban két nagyobb problémát kell alaposan megfon-
tolni. Az egyik a téma minél pontosabb meghatározása körül jelentkezik. egy 
konkrét termék, például egy mobiltelefon új modelljével kapcsolatos fogyasz-
tói értékelések esetében sem elég a készülék nevének megadása, szükség lehet 
a köznyelvben elterjedt elnevezések integrálására is (például összecsukható, 
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széthajtható, butatelefon stb.). egy politikus esetében pedig egyenesen kétséges, 
hogy előre megadható az összes lehetséges névelem.

Tegyük fel, hogy a korábbi magyar miniszterelnök Gyurcsány ferenc ak-
tuális megítélését akarjuk vizsgálni. Kutatásunk témája és keresőszava tehát 
„Gyurcsány Ferenc”, és minden Gyurcsány ferenc nevét tartalmazó online 
kommentet meg akarunk vizsgálni. ügyelnünk kell arra, nehogy az olyan kom-
mentek, melyek a Fletó, Feri és egyéb ráaggatott csúfneveket használják, kiesse-
nek a látókörünkből. Az automatizálást szintén megnehezíti a kommunikáció 
tulajdonosa által történő elírások, nyelvtani hibák, rövidítések. A „Gyurcsány 
Ferenc” keresőszóval az elütést tartalmazó „Guyrcsány Ferenc” verziót tartal-
mazó állítás könnyen kieshet az adatbázisból. Az elírásokkal és rövidítésekkel 
járó adatvesztés valószínűleg elfogadható mennyiségű, de egynéhányra 
rábukkanhatunk az ún. fuzzy kereséssel, mely az eredeti keresőszóhoz hasonló 
találatokat mutatja meg. A témára vonatkozó keresőszavak listáját pedig az elő-
kutatás alkalmával bővíthetjük.

A második probléma a szózsák előállítása mögötti feltételezésből fakad. 
Amennyiben érzelmi viszonyulásra utaló kifejezés(ek) és a téma keresőszava 
együtt fordulnak elő egy mondatban, akkor az algoritmus úgy értelmezi, hogy 
az érzelem arra irányul. Tehát, amennyiben keresőszavunk egy politikus neve, 
amely névvel egy mondatban megtalálható a „hazug” szó, a szózsák a „hazug”-
ot az adott politikusra vonatkoztatja.

összességében elmondható, hogy a véleményelemzés a szövegek és a jövőben 
multimédiás tartalmak vizsgálatának egyik ígéretes útja. fontosságát kiemeli, 
hogy remekül illeszkedik az egyéni és kollektív döntésekben újra felfedezett 
érzelmi dimenziók megismerésére és működésének leírására irányuló empirikus 
kutatói ambíciókhoz. Nemzetközi és hazai társadalomtudományi alkalmazása 
ugyanakkor egyelőre még korlátozott. A meglevő elméleti és módszertani 
dilemmák feloldásához, modellek teszteléséhez és kísérletezésekhez szocioló-
gusok, politológusok, antropológusok és számítógépes nyelvészek együttmű-
ködése szükséges.

III.2.1. példa

A Predicting Movie Success and Academy Awards through Sentiment and Soci-
al Network Analysis című tanulmányban összefoglalt elemzés a módszer egyik 
legtipikusabb alkalmazását mutatja (Krauss et al., 2008). A kutatás egy bizonyos 
fogyasztói csoport egy-egy termékkel kapcsolatos vélekedéseit kívánja felderí-
teni, majd azokat összefüggésbe hozza a termék sikerével. Jelen esetben a véle-
ményelemzés a mozifilmekről szóló online diskurzusokra vonatkozik. A szerzők 
érve szerint a filmek értékelésében, sőt szakmai és közönségsikerének megjós-
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lásában a telefonos megkereséseknél, a fókuszcsoportoknál és a véleményvezé-
rekkel történt interjúknál hatékonyabb és pontosabb a „web buzz”, vagyis az in-
ternetes kommunikációs zsongás automatizált feltérképezése. Kimutatták, hogy 
az IMdb online közösségi filmértékelő fórumán zajló beszélgetésben egy-egy 
film fogadtatása és értékelése korrelál az alkotás Oscar-díjra történő jelölésével. 

III.2.2. példa

Po-ya Angela Wang (2013) tanulmánya jó példa a véleményelemzés és a kva-
litatív tartalomelemzés közös kutatási tervbe foglalására. A projekt a számító-
gépes nyelvészet és a kommunikációkutatás érzelmek meghatározásával kap-
csolatos egyik legnagyobb dilemmáját veti fel: a gúny és az irónia empirikus 
megragadásának lehetőségeit. Wang kétlépcsős eljárása először a kvantitatív 
megközelítést alkalmazza. Korábbi vizsgálatok által kidolgozott szótár alapján 
Twitter-üzeneteket vizsgált, melyeket ironikus és szarkasztikus elemeket tartal-
mazó csoportokra osztott. Megfigyelése szerint a szarkasztikus bejegyzésekben 
a megszólalók többnyire a szótár alapján pozitívnak kategorizált érzelmeket al-
kalmaznak gúnyos, ellenséges és támadó módon. eredményeire támaszkodva 
kvalitatív módon is megvizsgálta az üzeneteket, mégpedig a szarkazmus által 
megtámadottak azonosítására, a megszólaló szándékaira, illetve az irónia és 
a szarkazmus közötti átfedésre koncentrálva.

III.2.3. példa

Alexander Hogenboom és szerzőtársai (2013) Exploiting Emoticons in Senti-
ment Analysis című tanulmányukban a véleményelemzés szövegközpontúságától 
elmozdulva az ún. emotikonokat vizsgálták. Az internetes interakciókban az emo-
tikonok pótolják a személyközi kommunikáció nonverbális jeleit: a száj- és a szem-
mozgást, a mimikát és a testbeszédet. Bár a karakterek kombinálásával újabb és 
újabb jelentések születnek, az emotikonokat főként lelkiállapotok és hangulatok 
ábrázolására használják. A hangulatjelek többnyire egy arcot jelenítenek meg, és 
a felhasznált jelek variálásával számos érzelmi állapotot vagy érzelmi viszonyulá-
sára utaló cselekedetet fejeznek ki. Hogenboom és munkatársai esettanulmányuk-
ban holland nyelvű Twitter-üzeneteket és webes fórumokat vizsgáltak. először 
kvalitatív lingvisztikai elemzést folytattak a szöveges tartalmak és az emotikonok 
kapcsolatáról, majd ennek alapján mintázatokat különítettek el. eredményeik sze-
rint a hangulatjelek emelhetik a szöveg intenzitását, megváltoztathatják a szöveges 
tartalom által indikált érzelmi viszonyulást, illetve egy semleges szöveges közlésről 
egyértelművé tehetik a megszólalók véleményét. Az automatizált elemzés a kvali-
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tatív kutatás alapján megszületett emotikon-lexikont alkalmazta, amit a szöve-
ges érzelmekkel vetettek össze. Hogenboom és kollégái bebizonyították, hogy az 
emotikonok segítségével az interneten fellelhető érzelmi viszonyulások nagyobb 
pontossággal tárhatók fel, mint a pusztán szövegalapú osztályozások során.

nemzetközi és hazai politikatudományi 
alkalmazások

A véleményelemzéssel foglalkozó kutatások jelentős része a számítógépes nyel-
vészet számára releváns témákat, illetve módszertani problémákat boncolgat. 
Akad azonban néhány tanulmány, mely politikatudományi kérdéseket válaszol 
meg a véleményelemzés alkalmazásával. A közösségi médiában megjelenő po-
litikai tartalmak véleményelemzését gyakran szavazói magatartás előrejelzé-
sére (Tjong Kim Sang – Bos, 2012, franch, 2013), illetve politikusok népszerű-
ségének és elismertségének kimutatására (O’Connor et al., 2010) alkalmazzák. 
Az angol, holland és francia mintákon bemutatott szavazói magatartás-vizs-
gálatok konklúziója szerint az internetes kommunikációk véleményelemzése 
pontosabb prognózist adott az általános parlamenti választások kimenetelére 
vonatkozóan, mint a hagyományos lekérdezésen alapuló nagymintás, repre-
zentatív survey-kutatások. A politikusok megítélésével kapcsolatos amerikai 
vizsgálat eredménye pedig szignifikáns korrelációt mutatott a telefonos vagy 
személyes megkereséssel felvett adatokkal.

Bár korai még temetni a nagymintás reprezentatív és személyes lekérde-
zést alkalmazó politikai viselkedést és választói magatartást célzó kutatásokat, 
hiszen a véleményelemzéssel kapott eredményeket további tesztelésnek és tu-
dományos értékelésnek kell még alávetni, a módszer figyelemre méltó a po-
litikatudomány számára. Látni kell azonban, hogy olyan országokban, mint 
Magyarország, ahol a közösségi médiahasználat generációs szegmentáltsága 
figyelhető meg, a facebookra és Twitterre alapozott politikai viselkedést kutató 
munkák erőteljes korlátokba ütköznek.

A sentiment analysis bár alapvetően nyelvi, szövegalapú vizsgálódás, de 
könnyen és ésszerűen összekapcsolható más módszerekkel. Leginkább a há-
lózatelemzés kínál kapcsolódási pontokat, hiszen segítségével különböző 
érzelmi hálók rajzolhatók fel, nyomon követhető az érzelmek és vélekedések 
terjedése, mérhetővé válik a kellemes vagy kellemetlen érzéseket megfogalmazó 
személyek hatóköre.

egy másik lehetőség a netnográfiával (Kozinets, 2015) való összekapcsolás. 
Az online közösségek ilyen antropológiai leírása ugyanis sokat segíthet a véle-
ményelemzéshez szükséges kategorizálás és szótárépítés érvényességének erő-
sítésében. Az érzelmi állapotokról persze a verbalitáson túli világból is nyer-
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hetünk információkat. A vizuális és multimédiás kommunikáció (emotikonok, 
reakciógifek, mémek) terjedése arra ösztönöznek, hogy a véleményelemzés esz-
köztára a szövegen kívüli modalitásokra is vonatkozzék. A nem szöveges elem-
zések azonban még kísérleti fázisban vannak, így a fejezet is inkább a textuális 
– azon belül is inkább a társadalomtudományi – vizsgálatok logikáját mutatja 
be. Van azonban, ami egyértelműen kívül esik a módszer hatókörén: ilyen a pul-
zusszám-emelkedés, vércukor-ingadozás, verejtékezés, mimika, testbeszéd stb.

Magyarországon A véleményváltozás azonosítása politikai témájú közösségi 
médiában megjelenő szövegekben című tanulmány (Pólya et al., 2015) egy inter-
diszciplináris (pszichológiai-nyelvtudományi) együttműködésben megvalósuló 
kutatás egyik eredménye. A vizsgálat a közösségi médiában megjelenő politi-
kai vélemények változásainak automatikus felismerésére vállalkozik. A pártok 
face book-posztjai és a hozzájuk érkezett kommentekre fókuszáló gyűjtés ered-
ményeképpen 141 825 poszt és ezekhez kapcsolódóan 1 939 356 komment került 
be a szövegkorpuszba. A kutatás a manuális és gépi kódolás, illetve adatelemzés 
módozatait ötvözte. Pólya Tibor és kollégái öt modult különítettek el, ezek: indi-
vidualizmus-kollektivizmus, optimizmus-pesszimizmus, közösségiség és ágen-
cia, érzelmi polaritás és politikai szereplők. A véleményelemzés módszerét az ér-
zelmi polaritás és a politikai szereplők elemzésekor alkalmazták. Legfontosabb 
megállapításuk szerint minél kisebb egy párt népszerűsége, annál erőteljeseb-
ben jelentkezik a facebook-profiljukon más pártok leértékelése, ami a kevésbé 
támogatott párt identitásának védelmét és a csoportkohéziót szolgálhatja.

ellenőrző kérdések 

•  Milyen hatással lehet egy-egy megszólalás kontextusa az érzelmi viszonyulás 
kódolására? 

•  Milyen módszerek egészíthetik ki a véleményelemzést? Milyen célokra javasolja 
a kiegészítő módszerek alkalmazását?

•  Melyek a véleményelemzés eljárásának legfontosabb módszertani korlátai?
•  Milyen problémákkal szembesülhet egy társadalomtudományi orientációjú 

kutatás a véleményelemzéshez szükséges korpusz kialakításakor? 
•  Hogyan lehet áthidalni a polarizált elemzés hiányosságait?
•  Melyek a véleményelemzés elemzési alapegységei? Mondjon konkrét példát is 

mindegyikre, és indokolja meg, milyen esetben választandó egyik vagy másik 
alapegységként!

•  Hogyan lehet az adatállományban megjelenő elírásokat kezelni? 
•  Készítsen jegyzéket az indikátorszavakról egy online hírhez érkezett kommen-

tek véleményelemzéséhez! 
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Szószedet

Magyar Angol

(Pozitív vagy negatív) érzelmi viszonyulás Sentimental orientation

elmosódó keresés fuzzy search

értékeléselmélet Appraisal theory

érzelmek osztályozása (rendszerint pozitív és 
negatív csoportba sorolása)

Sentiment classification, classification of senti-
mental orientations

Hálózatelemzés Network analysis

Két kategóriát alkalmazó osztályozás Binary classification 

lemmatizálás (a lemma [szó] alaprészének 
algoritmikus definíciója) Lemmatisation 

netnográfia (az internetes közösségek en-
tográfiai leírása) Netnography 

Szófaji egyértelműsítés POS tagging

véleményelemzés, szentimentelemzés Sentiment analysis 

véleményerősség-mérő szótármódszer Strength-oriented lexical methods

ajánlott irodalom

A véleményelemzés alapvetéseiről ld. Pang – Lee (2008). érdekes, vélemé ny-
elemzést alkalmazó politikatudományi kutatásokkal találkozhatunk Bakliwal 
et al. (2013); Johnson et al. (2012); Mullen – Malouf (2006); Ceron et al. (2013); 
franch (2013) műveiben.



Zorigt Burtejin

III.3. CSOPOrTOSÍTÁS (KLASZTereZéS)

A fejezetben a dokumentumrendezési feladatok egy másik lehetséges változatát, 
a csoportosítást (más néven klaszterezést) mutatjuk be. ez a módszer azokban az 
esetekben hasznos, amikor nem állnak a kutató rendelkezésére előzetesen ismert 
csoportok, amelyek szerint a dokumentumot rendezni tudná, vagy maga a kuta-
tó szeretne új csoportokat létrehozni. A csoportosítás során a dokumentumokból 
olyan különálló csoportokat hozunk létre, amelynek tagjai valamilyen szempont-
ból hasonlítanak egymásra. A csoportosítás legfőbb célja az, hogy az egy csoportba 
kerülők minél inkább hasonlítsanak egymásra, miközben a különböző csoportba 
kerülők minél inkább eltérjenek egymástól. A fejezetben bemutatásra kerül, hogy 
a csoportosítás miben tér el a korábban bemutatott osztályozási feladattól, miért 
és milyen esetekben érdemes ehhez az eljáráshoz fordulnunk. röviden ismertetjük 
továbbá a társadalomtudomány területén is használt olyan leggyakoribb csoporto-
sítási eljárásokat, mint a teljesen automatizált eljárások és a számítógéppel támoga-
tott klaszterezés.

Osztályozáson a III.1. fejezetben egy szövegkorpusz elemeinek előzetesen ki-
alakított és a kutató által ismert kategóriákba való rendezését értettük. A ku-
tatók ebben az esetben előre tisztában vannak azokkal a csoportjellemzőkkel, 
melyek a sokaság rendezésének alapjául szolgálnak. e deduktív megközelítéssel 
szemben határozhatjuk meg a csoportosítási problémát, melyet gyakran klasz-
terezésnek is neveznek (Tikk, 2007b: 145 – a kettőt szinonimaként használjuk 
a továbbiakban). A megközelítés alapja, hogy a dokumentumrendezéshez elő-
zetesen nem határozunk meg olyan csoportokat, amelyekbe a vizsgált elemeket 
(szövegeket/dokumentumokat) kívánjuk besorolni.

ehhez kapcsolódva felügyelet nélküli tanulásnak nevezzük azokat a gépi 
módszereket, amelyekben a szövegek csoportokba rendezéséhez nem tudjuk 
előre a csoportcímkéket (ld. IV.2. fejezet). A felügyelet nélküli tanulás a doku-
mentum tulajdonságait és a modell becsléseit felhasználva hoz létre különböző 
kategóriákat, melyekhez később hozzárendeli a szöveget (Grimmer és Stewart, 
2013: 15). A felügyelet nélküli tanulás tehát a szöveg tulajdonságaiból „tanul” 
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anélkül, hogy előre meghatározott csoportokat ismerne. A klaszterezési eljárás 
során a csoportokat induktívan – számítógép segítségével vagy anélkül – ala-
kítjuk ki. Az osztályozás és a csoportosítás közötti legfontosabb különbség tehát 
az, hogy az utóbbi esetében nincsen ismert „címkékkel” ellátott kategóriarend-
szer vagy olyan minta, mint az osztályozás esetében a tanítókörnyezet, amiből 
tanulva a modellt fel lehet építeni (Tikk, 2007b: 145). A politikatudományban a 
felügyelt tanulást és a felügyelet nélküli tanulási módszertant gyakran egymás 
vetélytársának tekintik (ld. pl. Hillard, Purpura és Wilkerson, 2008; Quinn és 
szerzőtársai, 2010). Helyesebb viszont, ha a felügyelt és a nem felügyelt tanulást 
más-más célokat szolgáló eljárásoknak tekintjük, amelyek olykor egymás ki-
egészítésére is szolgálhatnak.

fontos ugyanis hangsúlyozni, hogy az osztályozás deduktív logikája bizo-
nyos dokumentumok, illetve kutatási stratégiák esetében nem alkalmazható. 
Vannak olyan esetek, amikor egyszerűen nem tudunk előre definiált („ismert”) 
kategóriákat a vizsgált adatokra vetíteni. ennek több oka is lehet. Tegyük fel, 
azt vizsgáljuk, hogy milyen törvényeket nyújtottak be 1990 előtt a magyar Or-
szággyűlésben, ugyanakkor kevésbé vagyunk tisztában azzal, hogy ebben az 
időszakban milyen témák uralhatták a politikai közbeszédet. ugyan előzetesen 
felállíthatnánk különféle csoportokat egy általunk írt közpolitikai szótár kap-
csán, azonban félő, hogy sok olyan téma kimaradna ismereteink hiányosságai 
miatt, ami az adott időszakban tematizálhatta a politikai napirendet. Másfelől 
a probléma abból is eredhet, hogy már kevés számú adat esetében is sokféle cso-
portosítási lehetőség merül fel, hiszen az osztályozás egyik alaptulajdonsága, 
hogy olyan csoportokat hoz létre, amelyek egyszerre kizáróak és mindent ma-
gukba foglalóak. ez a feltétel rengeteg lehetőséget kínál az osztályozásra, ami 
miatt szinte lehetetlennek tűnik teljes körűen felismerni az összes lehetséges, 
egyben kutatási értelemben hasznos kategorizálási módot.

A csoportosítási technikák képesek kezelni az ilyen kutatási problémákat, az 
ördög ugyanakkor a kutatásszervezés részleteiben van. A politikatudomány-
ban rengeteg szövegalapú adat áll a rendelkezésünkre, azonban ezeknek a fel-
dolgozása idő- és pénzbefektetést, és nem utolsósorban humánerőforrást (em-
beri erőforrást) is igényel. Humán kódolók ugyan a feladat bizonyos részét el 
tudnák végezni, azonban a kiképzésük, betaníttatásuk sok erőforrást igényel, 
miközben a nagy mennyiségű adat feldolgozása és a dokumentumok rende-
zése a humán kódolók segítségével is többéves, évtizedes munka lehet. A gépi 
klaszterezés azáltal, hogy különböző matematikai formulákat és modelleket 
használ, képes csökkenteni ezeket a költségeket, miközben nem helyettesíti az 
emberi erőforrást, hiszen a kutatás helyes megtervezésében és az eredmények 
validálásában a kutató szerepe továbbra is kulcsfontosságú marad.

e fejezetben két olyan csoportosítási megoldást ismertetünk, melyeket 
Grimmer és Stewart (2013) összefoglalója alapján gyakran alkalmaznak a po-
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litikatudomány területén. Az első a teljesen automatizált klaszterezési algorit-
mus (FAC), amely egyidejűleg becsüli meg a csoportokat, és rendezi ezekbe 
a kategóriákba a szövegeket. A fAC alkalmazása során nehézséget jelenthet az, 
hogy nem lehet előre megbecsülni, hogy valamelyik módszer hasznos vagy „jó” 
klaszterezést eredményez-e. emiatt különösen fontos a klaszterezési eredmé-
nyek validálása (erre visszatérünk). A második kategorizálási megoldást szá-
mítógéppel támogatott klaszterezésnek (CAC) nevezik (ld. pl. Grimmer – King, 
2011), mellyel több ezer potenciális klasztert tudunk létrehozni viszonylag költ-
séghatékonyan. A két stratégia közötti fő különbséget az adja, hogy míg a fAC 
egy teljesen automatizált módszer, addig a CAC a felügyelet nélküli tanuláson 
túl a csoportosítás bizonyos szakaszaiban a kutató részéről további elemzéseket 
igényel ahhoz, hogy az összes dokumentumot csoportokba rendezze. A CAC 
igényli a kutató aktívabb részvételét, ugyanakkor több lehetséges klaszterezési 
eredményt mutat.

a klaszterezés

Mielőtt rátérünk a szövegek és dokumentumok klaszterezésének bemutatására, 
érdemes definiálni a „klasszikus” klaszterezés fogalmát. A klaszterezést sok-
féle célból szokták használni egy cég vásárlóinak szegmentációjától komplex 
adatbázisok belső szerkezetének vizuális ábrázolásáig. felmerülhet a kérdés, 
hogy miért érdemes ehhez az eljáráshoz fordulni? A válasz röviden az, hogy 
olyan esetekben, amikor nem az egyes elemekről, hanem a csoport jellemzőiről 
szeretnénk többet megtudni. A vásárlószegmentáció példájánál maradva a cé-
geket elsősorban nem az egyes emberek tulajdonságai foglalkoztatják, hanem 
az, hogy az egy csoportba tartozók milyen közös vagy hasonló jellemzőkkel 
bírnak. ez a szövegek klaszterezésénél általánosságban azt jelenti, hogy nem 
egy-egy szöveg jellemzőire vagyunk kíváncsiak, hanem arra, hogy a szövegek 
egy-egy csoportja milyen hasonlóságokkal bír.

A második definíciós lépésben érdemes megkülönböztetni a klasszikus 
klaszterezést a klaszterezéstől mint szövegbányászati technikától. ez utóbbi 
abban különbözik a klasszikus klaszterezéstől, hogy az adatforrás itt egy doku-
mentum, vagyis valamilyen szövegalapú forrás. ezért a szövegalapú adatforrást 
át kell alakítani számokká ahhoz, hogy tudjunk vele matematikai művelete-
ket (vagyis klaszterezést) végezni (a fejezet további részében klaszterezés vagy 
csoportosítás alatt annak dokumentumokra vonatkozó részterületét értjük). 
A több dokumentumból álló korpuszok esetében a gépi klaszterelemzés külö-
nösen eredményes és költséghatékony lehet, mivel egy nagy korpusz vizsgálata 
sok erőforrást igényel (Grimmer – Stewart, 2013: 1).
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egy kutatásban a klaszterezés lehet önálló elemzési módszer, ugyanakkor 
lehet egy elemzés kiegészítő eljárása is. ez azt jelenti, hogy a csoportosítás amel-
lett, hogy egy egyedülálló eljárás (tehát egész cikket lehet egy ilyen eljárás ered-
ményei alapján írni), egy kutatás során lehet első vagy második (harmadik stb.) 
elemzési stratégia is. Célját tekintve többféle szövegbányászati feladatra lehet 
használni (Tikk, 2007b: 147). egyfelől segítheti az adataink vagy éppen a doku-
mentum rendszerezését. A szövegek hierarchikus rendezése koherens kategóri-
ákba nagyon hasznos lehet például akkor, amikor a szöveget szisztematikusan 
szeretnénk böngészni.

Másfelől a klaszterezési technikák összefoglalót adnak, és kiváló betekintést 
nyújtanak az egész korpuszba. Az egyik legegyszerűbb erre alkalmas klaszte-
rezési módszert szóklaszterezésnek hívják. A szóklaszterezés arra utal, amikor 
a  szövegben előforduló szavak gyakoriságán alapszik a klaszterezés (később 
részletesen szó lesz a klaszterek további típusairól). Harmadrészt a klaszterezés 
az osztályozás pontosságát ellenőrizni tudja, illetve fordítva is igaz ez. ugyanis 
az osztályozás is képes arra, hogy ellenőrizze a klaszterezés eredményét, amiről 
a fejezet későbbi részében még szó lesz.

a klaszterezés lépései a gyakorlatban 

A következőkben bemutatjuk a klaszterezés főbb lépéseit, melyek egy lehetsé-
ges sorrendje a következő (Grimmer – Stewart, 2013: 3–6): az adathalmaz létre-
hozása; a szövegek számokká alakítása; a döntés a csoportosítás elvéről; a klasz-
terek számának megadása; az eredmények validálása. Nézzük ezeket sorban!

Az adathalmaz létrehozása

A klaszterezés során először meg kell határozni az adathalmazt, melynek cso-
portjait azonosítani szeretnénk. Az, hogy milyen politikatudományi doku-
mentumokat vizsgálhatunk klaszterelemzéssel, szinte csak a kutatótól, illet-
ve a kutatási kérdésétől, témájától függ. egy kampánnyal kapcsolatos kutatás 
fókuszában például pártprogramok, választási programok vagy újságcikkek 
vizsgálata állhat, míg a parlamenti viselkedéssel foglalkozó kutatókat inkább 
a törvényjavasatok, interpellációk vagy parlamenti kérdések érdekelhetik.

A klaszterezésnél a vizsgált szövegtartomány egyaránt lehet dokumentum, 
mondat vagy kifejezés. Ahhoz, hogy a szöveggel dolgozni tudjunk, nagyon fon-
tos, hogy a dokumentum egyszerű szövegformátumban legyen. ezt a megfe-
lelő szövegszerkesztő (text editor – nem pedig word processor, mint amilyen 
pl. a Microsoft Word) programokkal viszonylag könnyedén elő lehet állítani. 



III.3. Csoportosítás (klaszterezés)  • 89

Nehézséget az okozhat, ha bizonyos szövegeket nem tudunk máshogy beszerez-
ni, csak úgy, ha papírváltozatukat beszkenneljük. ugyanakkor erre az esetre is 
egyre több program áll rendelkezésre, amivel a szkennelt anyagokat át tudjuk 
alakítani olyan szövegekké, amelyeket a számítógép fel tud ismerni (ld. még 
optikai karakterfelismerés, ill. Grimmer – Stewart, 2013: 6).

ehhez hasonló problémát okozhat az is, ha a szövegtípus, amelyet csopor-
tosítani szeretnénk, nagyon kis terjedelmű (például tweetek vagy mondatok). 
A kis terjedelmű szövegek azért jelentenek módszertani kihívást, mert a szá-
mítógéppel támogatott eljárások bizonyos szómennyiséget igényelnek ahhoz, 
hogy megbízható eredményeket hozzanak létre (i. m.: 6). ráadásul a szövegek 
adatokká (számokká) alakítása során az adathalmaz veszít terjedelméből, és 
ez a tweetek vagy mondatok esetében kevés kiinduló adatot jelent. A klaszte-
rezés ezt jobban képes kezelni, mint a felügyelt tanulási módszerek, azonban 
ebben az esetben is igaz, hogy a megbízhatóság szempontjából előnyösebb, ha 
nagyobb terjedelmű szövegkorpusszal dolgozunk.

A szövegek számokká alakítása

A szövegek (kvantitatív) adattá, azaz számokká való átalakítására azért van 
szükség, hogy matematikai, illetve statisztikai műveleteket tudjunk végezni 
velük. ennél a folyamatnál minden olyan tartalmat el kell távolítani a szöveg-
ből, amelyeknek a szöveg tartalmára nézve nincsen hozáadott értéke, így nem 
erősíti a műveletek eredményességét. ebben segítséget nyújtanak különböző 
ingyen elérhető szofterek szöveg-előkészítő funkciói, tehát nem nekünk kell 
manuálisan végezni. Grimmer és Stewart (2013: 6–7) szerint ugyan leírható, 
hogy mit érdemes eltávolítani, azonban minden eset egyedi, ezért e lista csak 
kiindulópontot jelenthet a gyakorlati kutatások számára. Mindezek fényében 
a szövegek számokká alakításának lépései a következők.

Az első szakaszban átrendezzük a dokumentumban a szavak sorrendjét. 
Így egy szózsákszerű (ld. II. 1. fejezet) formátumot kapunk, mert feltételez-
zük, hogy a szavak sorrendje nem befolyásolja a szöveg értelmezését. ez elsőleg 
némileg furának tűnhet, azonban több kutatás is igazolta, hogy a szavak sor-
rendje érdemben nem befolyásolja azt, hogy a szöveg egészéről milyen általános 
képet kapunk (i. m.: 4). Ha erős feltételezésünk van azt illetően, hogy bizonyos 
szavak együttes megjelenése vagy sorrendje számít, rendszerint beállíthatjuk 
a felhasznált szoftverben, hogy vegye figyelembe a szavak sorrendjét.

A második szakasz a szókincs egyszerűsítése a szótövek levágásával. ehhez a 
számítógépes nyelvészet először megkeresi a szótöveket, majd leválasztja a tol-
dalékokat a szótőtől különböző algoritmusokkal. ezt a nyelvészek lemmatizá-
lásnak nevezik (ld. II. 1. fejezet). Grimmer és Stewart (2013: 6) szerint a fő kü-
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lönbség a kettő között az, hogy a lemmatizálás szótárakat használ, és a szöveg 
kontextusát is figyelembe veszi a szavak szótári alakjának a megállapításához. 
Azonban ez a művelet az angol nyelvben lényegesen egyszerűbb, mint a magyar 
nyelvben, nem beszélve arról, hogy lényegesen csökkentheti a korpusz infor-
mációtartalmát. ennek megfelelően törekedni kell arra, hogy a lecsupaszított 
adathalmaz hordozza azokat az információkat, amelyek a tartalom értelmezése 
szempontjából fontosak lehetnek számunkra.

A harmadik szakasz a szógyakoriság normalizálása. A hatékony klasztere-
zési folyamat és általában az adatbányászati technikák minőségének javítása 
érdekében meg kell szüntetni a szöveg tulajdonságainak ún. zajosságát azáltal, 
hogy eltávolítjuk az írásjeleket, nagybetűket és a gyakori szavakat (Grimmer 
– Stewart, 2013: 7). Zajosság alatt értünk minden olyan szövegelemet, amely el-
sődlegesen nem jelentést közvetít, hanem inkább nyelvtani funkciója van a szö-
vegben. A dokumentumokban gyakran előforduló olyan szavak, mint például 
az „a”, „az”, „és” nem tesznek hozzá a szöveg értelmezéséhez, ezért csökkenteni 
kell ezeknek a kifejezéseknek a súlyát valamilyen súlyozási módszerrel (erről 
ld. Aggarwal – Zhai, 2012c: 81–82). ezért az ilyen „zajos” vagy „tiltólistás” sza-
vakat már a klaszterezés előtt ki lehet venni a korpuszból, az ún. tiltólistás sza-
vak eltávolítása parancs használatával (Aggarwal – Zhai, 2012c: 81–82).

eltávolíthatjuk azokat a szavakat is, amelyek nagyon ritkán szerepelnek 
a szö vegben. erre azért van szükség, mert feltételezhetően az ilyen szavak sem 
tesznek hozzá a szöveg tartalmának értelmezéséhez (Grimmer – Stewart, 2013: 
7). előfordulhat az is, hogy e szavak helyesírási vagy elgépelési hibák. Az olyan 
„zajos” szövegek, amelyek az internetről származnak (weboldalak tartalmai, 
blogról vagy közösségi oldalakról származó bejegyzések), nagyobb valószínű-
séggel tartalmaznak ilyen kifejezéseket. Végezetül érdemes mérlegelni, hogy 
a  kutatás céljához milyen előkészítési eljárások a leghasznosabbak. Amikor 
egy szövegnek inkább a stílusára vagyunk kíváncsiak, és nem a tartalmára, 
a funkciószavaknak és a tiltószavaknak fontos szerepe lehet, ezért nem szabad 
eltávolítani őket.

Döntés a csoportosítás elvéről

A csoportosítás során az objektumoknak (elemeknek, megfigyelési egységek-
nek vagy esetünkben: a dokumentumoknak) olyan tulajdonságait keressük, 
amelyek között hasonlóságokat fedezhetünk fel. A klaszterezés nyomán az 
adatok automatikusan kialakított csoportokba kerülnek e hasonlóságok, illet-
ve különbségek alapján: az egymáshoz hasonló objektumok egy csoportba, az 
egymástól különböző objektumok pedig különböző csoportokba kerülnek.
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A klaszterezés egyik fontos lépése a csoportosítási elv meghatározása, mely-
nél több tényezőre is figyelni kell. egyrészt a feladat megoldása jellemzően szá-
mításigényes, a csoportosítási feladatok megoldása során bevett a számítógépek 
használata. Másrészt egy csoportosítási feladat megoldására számtalan lehető-
ség áll rendelkezésre, ami miatt fontos a folyamat automatizálása, objektivi-
zálása, vagyis valamilyen matematikai formula segítségének az igénybevétele.

egy hétköznapi példával élve, a nappalinkban lévő polcokon a könyveket 
különböző rendszerek szerint helyezhetjük el. Valaki ezt a feladatot úgy végez-
né el, hogy a könyveket a szerzők nevei szerinti ábécésorrendben csoportosí-
taná, más inkább tematikus rendbe tenné a könyveket. Ahogy e példában is, 
a dokumentumok csoportokba rendezése általában valamilyen tulajdonságuk 
(például nyelv, téma, stílus) alapján történik (Tikk, 2007b: 146). 

Az eredmények felcímkézése és validálása

A dokumentumok csoportosítása utáni fontos mozzanat a csoportok kategória-
címkékkel való ellátása. A felcímkézést kétféle módon végezhetjük. egyrészt 
a klaszterezés által kiadott csoportokban lévő szövegekből vehetünk mintát, 
majd a minta alapján az egyes csoportokba tartozó néhány szöveget elolvasva, 
a kulcsszavak alapján címkékkel láthatjuk el a dokumentumot. Másrészt sta-
tisztikai módszer segítségét is igénybe vehetjük, amellyel azonosíthatjuk a legy-
gyakoribb szavakat, ami megkönnyíti a csoport felcímkézését. A III.3.1. ábra 
azt illusztrálja, hogy a különböző csoportokhoz tartozó kulcsszavak segítségé-
vel hogyan tudjuk a csoportokat felcímkézni egy közpolitikai tárgyú korpusz 
esetében.

III.3.1. ábra – A különböző csoportok felcímkézése

A klaszterezési feladatok típusától függetlenül fontos, hogy a klaszterezés ered-
ményét némi szkepszissel értékeljük, mivel előzetesen nehéz tudni, hogy mi-
lyen klaszterekre számíthatunk, és azok mennyire tekinthetőek érvényesnek 



92 • Zorigt Burtejin

(Grimmer – Stewart, 2013: 15). ezért nélkülözhetetlen az eredmények validálá-
sa a csoportosítás esetében is. Ha már rendelkezésünkre állnak a felcímkézett 
csoportok, legalább három szempontból meg tudjuk vizsgálni a klaszterelemzés 
validitását: a szemantikai, az előrejelző (prediktív) és a konvergens érvényesség 
tekintetében (i. m.: 21). A szemantikai érvényesség azt jelenti, hogy a klasz-
terezés milyen mértékben volt képes valóban homogén és közben egymástól 
eltérő csoportokat létrehozni. ezt nem egyszerű tökéletesen ellenőrizni, azon-
ban vannak olyan megoldások, amelyekkel lehetséges a klaszterezés minőségét 
vizsgálni. Hasonlóan ahhoz, ahogy a különböző csoportokat felcímkéztük, itt 
is szükségünk lesz az emberi erőforrásra.

A szemantikai érvényesség ellenőrzésének egyik legegyszerűbb formája az, 
hogy a kódoló mintát vesz a klaszterezés által létrehozott csoportokból: kivá-
laszt egy csoportot, abból kiemel két dokumentumot, és megnézi, hogy ez a két 
dokumentum mennyiben tekinthető hasonlónak (Grimmer – Stewart, 2013: 
21). ezt követően vesz egy másik csoportból is két dokumentumot, és ezeket 
is összehasonlítja egymással. Végül a két különböző csoportba került doku-
mentumot hasonlítja össze egymással, és megvizsgálja, hogy azok valóban kü-
lönböznek-e egymástól. ezt a műveletet többször el kell végezni, majd megál-
lapítható, hogy a szemantikai validálás eredménye milyen mértékben egyezik 
a klaszterezés eredményével. ez határozza meg a klaszterezés minőségét.

A prediktív érvényesség ezzel szemben azt jelenti, hogy a módszer meny-
nyire pontosan tudta a különböző csoportokat előre jelezni, és a jövőben vár-
hatóan képes-e ugyanígy előre jelezni. Így például ha a miniszterek parlamenti 
felszólalásait vizsgáljuk, és a klaszterezés létrehozott különböző csoportokat, 
amelyekbe a felszólalásokat rendszerezte, akkor azt az eredményt kaphatjuk, 
hogy a miniszterek a saját területükhöz tartozó témákban szólalnak fel a leg-
többet. ezt látva megfogalmazhatjuk hipotézisünket, mely szerint a miniszte-
rek azokban a témákban szoktak felszólalni, amelyek a miniszteri területükhöz 
tartozik. A teszteredmények alapján felállított hipotézisünket úgy tudjuk el-
lenőrizni, hogy megvizsgálunk későbbi felszólalásokat is a miniszterektől, és 
megnézzük, hogy valóban az adott témákat részesítették-e előnyben.

Végezetül a konvergens érvényesség arra utal, hogy a klaszterezés során 
nyert eredmények milyen mértékben egyeznek egy másik módszerrel nyert 
eredményekkel. A konvergens érvényesség ellenőrzése során a felügyelet nél-
küli tanulási módszer és a felügyelt módszer egymás kiegészítő volta különösen 
hangsúlyt kap. ehhez először is az szükséges, hogy a felügyelet nélküli módszer 
(azaz a klaszterelemzés) létrehozza a saját rendszere alapján kialakított csopor-
tokat. Miután a klaszterelemzés felkínálja a lehetséges csoportokat (kategóri-
ákat), az osztályozás mint felügyelt tanulási mechanizmus segítségét vehetjük 
igénybe ahhoz, hogy validáljuk a klaszterezés eredményeit, és azokat még álta-
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lánosabb érvényűvé tegyük. Végső soron tehát a felügyelt tanulás által elnyert 
eredményekkel hasonlítjuk össze a klaszterezés eredményeit.

Klaszterezési technikák

A felügyelet nélküli tanulás kapcsán két nagyobb csoportosítási típusról be-
szélhetünk (Grimmer – King, 2011; Grimmer – Stewart, 2013). Az egyik legy-
gyakrabban használt módszer a fentebb már említett teljesen automatizált 
klaszterezés (fAC). ez egy erősen modellfüggő eljárás, mely sajátosságát nem is 
lehet teljesen megszüntetni. Vannak azonban olyan eszközök, amelyek további 
információk hozzáadásával rugalmasabbá teszik a modelleket.

A fAC eljárások alapvetően további két nagyobb csoportra oszthatóak asze-
rint, hogy a klaszterek egymásba ágyazottak vagy nem egymásba ágyazottak. 
A felosztó vagy másnéven particionáló módszerek alatt az adathalmaz olyan 
felbontását értjük, amikor a létrejövő csoportok nem egymásba ágyazottak. 
A particionáló módszerek így a dokumentumok egy lehetséges felosztását ad-
ják meg, ahol a csoportok függetlenek egymástól, vagyis nem egymásba ágya-
zottak (Tikk, 2007b: 146). ezzel szemben a hierarchikus klaszterezési eljárá-
soknál a klaszterek egymásba vannak ágyazva, azaz a klasztereknek lehetnek 
további alklasztereik. ezt a technikát gyakran írják le a fa metaforával (ahogy 
a kódolásban is), hiszen az így létrejövő klaszterelemzés strukturája egy fához 
hasonlít, amelynek az ágai jelentik az alklasztereket.

A második fő csoportosítási módszer a számítógéppel támogatott klaszte-
rezés (CAC). ez az eljárás nem egy konkrét típust takar, hanem arról van szó, 
hogy a számítógép segítségével ugyanazon az adathalmazon többféle klaszte-
rezési eljárást tesztelünk. ez a megoldás lehetővé teszi a kutatók számára, hogy 
hatékonyan keressenek a sok potenciális csoportosítási módszer között, amed-
dig nem azonosítják a számukra leginkább érdekes és hasznos csoportosítási 
lehetőségeket.

fontos hangúlyozni, hogy számtalan klaszterezési eljárás létezik, és a kuta-
tási kérdéseinktől függ, hogy melyik módszert alkalmazzuk. Terjedelmi okok-
ból ezek közül csak néhányat mutatunk be, amelyek politikatudományi alkal-
mazás céljából hasznosak lehetnek. ugyan némileg időigényesnek tekinthető, 
de a CAC módszerére igaz, hogy új csoportosítási rendszereket is elő tud állíta-
ni (ellentétben a felügyelt tanulási eljárásokkal, amelyek nem járulnak hozzá új 
kódolási rendszerek vagy tipológiák létrejöttéhez). Grimmer és Stewart (2013: 
15) mindezek kapcsán a következő megközelítést javasolja: első lépésben a mo-
dellekre kell bízni a klaszterek és a témák azonosítását (kiválasztását), második 
lépésben pedig a kutatónak kell saját ítélőképessége alapján kiválasztani a végső 
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modellt, figyelembe véve a klaszterezési technikák és az így létrejövő csoportok 
közötti minőségbeli különbségeket.

A következőkben röviden ismertetjük e két fő eljárás elméleti hátterét. Bár 
a statisztikában kevésbé járatos olvasó számára ezek első látásra ijesztőnek tűn-
hetnek, érdemes visszaidézni, hogy a gyakorlati kutatás során e műveleteket az 
adatelemző program végzi el helyettünk. ezzel együtt érdemes tisztában lenni 
a számítógépes folyamat elméleti hátterével.

Teljesen automatizált klaszterezés (FAC)

Az egyik legismertebb, s a társadalomtudományi kutatásokban talán legszéle-
sebb körben használt fAC-típusú módszer a K-közép klaszterezés, a particio-
náló módszerek egyik esete. e technika alkalmazása során először is meg kell 
határozni az igényelt klaszterek darabszámát, ami ebben az esetben (K) da-
rabszámot jelent (Tikk, 2007b: 148). A (K) darabszám kiválasztása tetszőleges, 
nagyban függ a klaszterezni kívánt dokumentum tulajdonságától, nagyságá-
tól. Így nem könnyű optimális darabszámot mondani, de a hangsúly azon van, 
hogy minden egyes elemet (adatot) úgy rendezzük különböző klaszterekbe, 
hogy az még áttekinthető maradjon. egyes alkalmazások az áttekinthetőség 
miatt korlátot is szabnak a csoportok számára (i. m.: 148). A III.3.2. ábra átte-
kinti az eljárás lépéseit.

III.3.2. ábra – A K-közép eljárás

Forrás: Kunwar, S. (2013, online dokumentum)
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A módszer a klasztereket úgy hozza létre, hogy a szöveg értékeinek egymástól 
vett távolságát veszi alapul. Az algoritmus induláskor véletlenszerűen kiválaszt 
K darab középpontot a klaszterek középpontjaként, majd a minta minden 
egyes elemét hozzárendeli a legközelebbi középponthoz. A K-közép klasztere-
zésnél a klaszterek középpontját a centroid, vagyis a klaszterekhez tartozó pon-
tok átlaga jelenti. Így tehát egy pontot ahhoz a klaszterhez társítunk, amelynek 
a centroidja a legközelebb van hozzá.

A pontok a folyamat során az optimális hely (a megfelelő centroid) felé „ván-
dorolnak”. ezután annyiszor ismételjük meg a műveletet, ahányszor szükséges. 
Az iteráció addig működik, amíg a középpontok viszonylag stabilak nem ma-
radnak, és a klaszterezés nem éri el a konvergenciát (vagyis amikor már csak 
kevés pont helyzete változik). ez általában nem jelent többet néhány ismétlésnél 
(Aggarwal – Zhai, 2012c: 93–94). A K-közép klaszterezésnél végeredményben 
azt kell látnunk, hogy egy klaszterbeli pont közelebb van a saját klaszterjének 
bármelyik pontjához, mint egy másik klaszter valamelyik pontjához.

A K-közép módszer alkalmazásának nyilvánvalóan vannak korlátai. Az 
egyik hátránya az, hogy érzékeny a kezdetben kijelölt klaszterszámra. ezen 
úgy tudunk segíteni, ha egyrészt többször lefuttatjuk a klaszterelemzést, más-
részt több klasztert keresünk, és a végén összevonjuk a különböző klasztere-
ket. ezenkívül is léteznek olyan technikák, például a félig felügyelt módszerek, 
amelyekkel kiküszöbölhetjük ezt a problémát. ezek nagyon hasznosak a külön-
böző zajok kezelésében, különösen a szövegdokumentumok kategorizálásánál.

egy másik fAC-típusú feladatmegoldást tesz lehetővé az ún. rejtett Dirichlet-
allokáció (LdA). e hierarchikus valószínűségi modell egy korpusz dokumentu-
mait reprezentálja rögzített témák keverékeként (Bíró, 2009: 1). Az LdA az ún. 
topik- vagy témamodellek egyik típusa, és feltételezi, hogy minden dokumen-
tumkorpusz témák keverékéből áll. Statisztikailag a csoportok (azaz a témák) 
a korpusz szókészletének valószínűségi fügvényeinek (eloszlásának) tekinthe-
tőek.

Az LdA egy olyan csoportosítási eljárás, amely a dokumentumokhoz ún. 
téma- (azaz topik-) szavakat rendel. A modell a témák megbecsléséhez a szavak 
együttes megjelenését vizsgálja a dokumentum egészében. Az LdA algoritmus-
nak is meg kell adni a keresett klaszterek számát, ami ebben az esetben a to-
pikok számát jelenti. ezt követően a dokumentumhalmazban szereplő szavak 
eloszlása alapján azonosítja a topikszavakat, ellentétben az információkinyerő 
eljárások egy részével, amelyek a dokumentumban előforduló szavak gyakori-
ságán alapulnak.

Az elemzés során a modell először azonosítja a témákat a dokumentumok-
ból, majd listázza az egyes topikokhoz tartozó szavakat. Vegyünk például egy 
olyan törvényjavaslatot, amely a kórházak finanszírozásáról szól. ebben a kor-
puszban várhatóan találkozhatunk a következő szavakkal: egészség, kórház, 
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finanszírozás, költségvetés. Az ilyen kulcsszavak eloszlása rajzolja ki a topi-
kokat. Az LdA módszer előnye, hogy az azonosított témák olyan szavakat is 
tartalmazhatnak, amelyek elsőre nem feltétlen jutottak volna a humán kódoló 
eszébe, így vélhetően – ha osztályozással próbáltuk volna megoldani ezt a fel-
adatot – nagy eséllyel kimaradtak volna. ez a példa jól illusztrálja azt a korábbi 
megjegyzést is, mely szerint a felügyelt tanulási módszer nem alkalmas arra, 
hogy új csoportosítási lehetőségeket kínáljon a kutató számára.

Számítógéppel támogatott klaszterezés (CAC)

Miközben az automatikus klaszterezés egy relatíve egyszerű eszközt ad a kutató 
kezébe, nem könnyű egy adott dokumentum vagy korpusz kapcsán olyan elve-
ket azonosítani, amelyek feltétlenül „jó” (azaz érvényes és megbízható) klaszte-
rezéshez vezetnek. Grimmer és Stewart (2013: 19) szerint sokkal könnyebb azt 
megállapítani, hogy a csoportosítás valamelyik típusa hasznosnak bizonyul-e 
egy adott korpusz esetében. A CAC tulajdonképpen ezt a (fAC esetében fenn-
álló) problémát próbálja áthidalni.

A számítógéppel támogatott klaszterezés egy olyan módszer, amely lehetővé 
teszi, hogy sokféle csoportosítási lehetőség között tudjunk válogatni és keres-
gélni. A kutatás során több klaszterezési eljárás működését is megvizsgáljuk, 
majd a kutató kiválasztja ezek közül a legmegfelelőbbet. A CAC alkalmazása 
során először is különböző fAC-alapú technikákkal vizsgáljuk a szöveghal-
mazt, melyek eltérő csoportosítási lehetőségeket kínálnak fel. ezután kiválaszt-
hatjuk azokat a klaszterezési eljárásokat, amelyek hasonló módon csoportosí-
tották a dokumentumokat. A számítógéppel támogatott klaszterezés legfőbb 
előnye így az, hogy változatos particionálási módszert kínál, ezért a kutatónak 
többféle lehetősége van az adatok csoportosítására. Másfelől nagy terhet is ró a 
kutatóra azáltal, hogy neki kell azonosítania a leghasznosab algoritmusokat. ez 
azt is jelenti, hogy a módszer sikeressége vagy eredményessége nagyban függ 
a kutatók kitartásától, azaz a számítógép használata nem csökkenti a kutatók 
szerepét.

A CAC és a fAC módszer is igényli a klaszterek számának megadását a mo-
dellben. A K-közép modell esetében a klaszterek számát (K), az LdA-ban pe-
dig a témák számát kell kiválasztani. A számítógéppel támogatott módszerben 
ezen túl meg kell határozni a klaszterek számát a végső csoportosítás során is. 
A felügyelet nélküli tanulási módszerek alkalmazása esetében így a klaszterek 
számának a meghatározása jelenti az egyik legnagyobb kihívást.
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III.3.1. példa

A klaszterezést gyakran használják információk kinyerésére webalapú adat-
halmazokból. Tegyük fel, hogy érdekel minket egy politikai párt facebookos 
követőinek az összetétele. Hány ismerősük van? Hol laknak? Milyen a párkap-
csolati állapotuk? Milyen dolgokat szeretnek csinálni? Stephen Wolfram ku-
tatása ugyan nem politikai jellegű, de jól bemutatja, hogy a facebookon lévő 
adattartalmakból milyen információkat lehet kinyerni a felhasználók kapcsán.1 
A kutatásból kiderül, hogy egy átlagos felhasználónak hány ismerőse van, mely 
életkorban szerzi legtöbb ismerősét, és különböző életkoraiban milyen életkorú 
barátai vannak (nem beszélve párkapcsolati állapotáról, barátai számáról, föld-
rajzi helyzetéről és így tovább).

III.3.2. példa

Vegyünk egy konkrét példát az LdA módszer alkalmazására: egy interpelláció 
elemzését (ld. III.3.3. ábra).2

III.3.3. ábra – Példa egy interpelláció elemzésére

1 forrás: Stephen Wolfram: data Science of facebook World, April 24, 2013. elérhető: http://blog.step-
henwolfram.com/2013/04/data-science-of-the-facebook-world/

2 A hangsúly az algoritmus működésének a bemutatásán van, ezért nem lényeges az interpellációról szó-
ló információ. A bemutatott interpellációk száma sem releváns. 



98 • Zorigt Burtejin

A példa jobb érzékeltetése érdekében vegyük figyelembe a számmal jelölt mon-
datokat a szövegből. A kiemelések a szövegben megjelenő különböző témákat 
jelölik: azokat a szavakat, amelyek az autópályához, versenyhez kapcsolódnak, 
illetve azokat, amelyek Medgyessy Péter személyéhez köthetők.

Az LdA algoritmusnak meg kell adni, hogy hány topikot azonosítson. Te-
gyük fel, hogy ebben az esetben két topikot keresünk. Az 1-es és a 2-es monda-
tokat az algoritmus az A topikhoz rendelné. A 3-as, az 5-ös és a 6-os mondatot 
ezzel szemben a B témához csoportosítaná. A 4-es és a 7-es mondat esetében 
ugyanakkor nem egyértelmű a besorolás, mivel a szavak előfordulása alapján 
50-50% százalék az esélye az egyik vagy a másik topikhoz való tartozásnak. 
Végül az algoritmus listázza a topikszavakat a témák szerint: A (autópálya, ver-
senyjog, beruházás, autópályacég, autópálya-építés stb.) és B (bizalmi válság, 
leváltás, bukás, korrupciós ügyek, korrupciógyanús, miniszterelnök-bukás 
stb.). Az LdA alkalmazása nyomán tehát a dokumentumban lévő szavak elosz-
lása alapján kapjuk meg a dokumentum témacsoportjait.

III.3.3. példa

A yippi (korábban Clusty – http://yippy.com/) metakereső jó példáját adja 
a klaszterelemzés gyakorlati felhasználásának. A metakereső nem más, mint 
egy olyan keresőmotor, ami a felhasználó kéréseit továbbítja más keresőknek 
vagy adatbázisoknak, és az így visszakapott találatokat összegzi. A yippy pedig 
egy olyan speciális metakereső, amely a keresés eredményeit úgy tálalja, hogy 
azokat különböző klaszterekbe rendezi.

III.3.4. ábra – Egy Yippy oldalon készült keresés eredménye
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A keresőbe beírhatjuk az általunk keresett kifejezést, mely a III.3.4. ábra ese-
tében a „választás” angol nyelvű alakja volt. A yippy a keresési eredményeket 
különböző témák szerint rendezi úgy, hogy a hasonló elemeket egy témába cso-
portosítja. Így egymástól némiképp különböző csoportok („mappák”) jönnek 
létre. A bal oldali sávban láthatjuk, hogy a 674 kiemelt találatból a „választás” 
kifejezésre milyen csoportokat alkotott a program: politika (politics), repub-
likánus Párt (GOP), Trump, Kanada, megye (county), Mianmar stb. ezeket 
a  mappákat tovább lehet bontogatni, és például a republikánus Párt mappa 
a következő „almappákat” vagy klasztereket tartalmazza: Trump, republiká-
nus jelöltek, republikánus vita stb. A keresőmotor egyik legnagyobb előnye, 
hogy a keresési eredmények alapján foglalkozhatunk csak a számunkra rele-
váns csoportokkal. A weboldal felső részében pedig beállíthatjuk, hogy a teljes 
weben vagy például csak a hírek vagy álláshirdetések között keressen (a példa 
a teljes webre vonatkozott).

nemzetközi politikatudományi alkalmazások

Grimmer (2010) egy felügyelet nélküli tanulási eljárást használt annak a megvizs-
gálásához, hogy az uSA Kongresszusának tagjai hogyan kommunikálnak a vá-
lasztókkal. A klaszterelemzéshez 24 000 olyan sajtóanyagot gyűjtött össze 2007-
ből, amelyekben szenátorok beszélnek a választókhoz. ezeket a sajtóanyagokat 
olyan ideális eszköznek vagy forrásnak tekintette, amelyek jól képesek illusztrálni 
azt, hogy a szenátorok hogyan magyarázzák el washingtoni munkájukat a válasz-
tóiknak.

Quinn és társai (2010) szintén az amerikai Kongresszust, s ezen belül is a sze-
nátus törvényalkotási napirendjét, az ott felmerülő témákat vizsgálták. ez a tanul-
mány a szövegadatok egyik jellegzetes klaszterezési eljárását, a topikmodellezés 
hasznát illusztrálja. Az elemzéshez a szenátorok törvényalkotási tevékenységét 
vették alapul, és az 1997 és 2004 között elhangzott felszólalásokat elemezték. Az 
adatbázis 118 000 beszédet tartalmazott, az így létrejött korpusz pedig 70 millió 
szó hosszú volt.

A kutatók azt feltételezték, hogy a szenátusban mindennap különböző témák 
merülnek fel. A rejtett dirichlet-allokáció alkalmazásával minden egyes beszé-
det különböző topikokhoz csoportosítottak úgy, hogy az egyes szavak eloszlása 
rajzolta ki az egyes témákat. Végül az egy nap során elhangzott összes beszédet 
egyetlen témához rendelték. Az LdA módszerrel tehát először azonosították az el-
térő témákat, másodszor az egyes kulcsszavakat, amelyek a témákat meghatároz-
ták, harmadszor pedig megbecsülték a témák hierarchikus szerkezetét. összefog-
lalva tehát ezzel a módszerrel megtudták azt, hogy milyen témák merülnek fel az 
egyes napokon, és azok milyen intenzitással jelennek meg a szenátus napirendjén.
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ellenőrző kérdések

•  Mi a fő különbség az osztályozási és a csoportosítási eljárás között?
•  Milyen kutatási terv esetében célszerű a felügyelt helyett felügyelet nélküli ta-

nulási módszertant alkalmazni? 
•  Mi a különbség a teljesen automatizált és a számítógéppel támogatott klaszte-

rezés között? 
•  Hogyan validálhatjuk a klaszterezés során kapott eredményeinket?

Szószedet

Magyar Angol
Címke Label
Csoportosítás (klaszterezés) Clustering
felcímkézés Labeling
felügyelet nélküli tanulás unsupervised methods
felügyelt tanulás Supervised learning
félig felügyelt tanulás Semi-supervised learning/ methods
Hierarchikus módszerek Hierarchical clustering
K-közép algoritmus K-means algorithm
Konvergens érvényesség Convergent validity
látens dirichlet-allokáció Latent dirichlet allocation (LdA)
lemmatizálás (szótövek keresése) Lemmatization
Particionáló (felosztó) módszerek Partitional clustering
Prediktív (előrejelző) érvényesség Predictive validity
Számítógéppel támogatott klaszterezés Computer assisted clustering (CAC)
Szemantikai érvényesség Semantic validity
Szózsák Bag of words
Szótőképzés, szótövezés Stemming
Szövegelőkészítés Pre-processing
tanítóhalmaz Traing-set
teljesen automatizált klaszterezés fully automated clustering (fAC)
tiltólistás szavak eltávolítása Stop-word removal
topikmodellek Topic modeling methods 
validitás (érvényesség) Validity
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ajánlott irodalom

A klaszterezésbe való általános betekintésért ld. Aggarwal, C. C. – Zhao. y – 
yu, P. S. (2012); Hopkins – King (2010); Jain, – Murty – flynn (1999) és Man-
ning – raghavan – Schütze (2008). A szövegek számokká alakításához nyújt 
segítséget: Hopkins – King (2010b); Manning – Schütze (1999). Ha a klasztere-
zési típusokról szeretnénk többet megtudni Blei – Ng – Jordan (2003); valamint 
Croft (1977) műve ajánlott. A klaszterezés eredményeinek validálásához nyújt 
segítséget Adcock – Collier (2001); illetve Quinn et al. (2010).
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IV.1. OSZTÁLyOZÁS: feLüGyeLT 
TANuLÁSI MÓdSZereK

A fejezet bevezetőt nyújt a felügyelt tanulási módszerek alapvető logikájába. A szö-
veg fő ívét egy az uSA Kongresszusában benyújtott törvényjavaslat-szövegekre épü-
lő gyakorlati példa adja. A módszertant egy r programozási nyelven írt forráskód 
értelmezésével illusztráljuk, melynek során bemutatjuk a vonatkozó felügyelt tanu-
lási modellt, ennek becslését, illetve röviden értékeljük a modell eredményeit is. 

A felügyelt tanulás elvére épülő módszereket induktív tanulási megoldásoknak 
vagy induktív osztályozásnak is nevezhetjük. A felügyelt tanulási alapú mód-
szerek feltételezik, hogy rendelkezünk osztálycímkékkel, tehát tudjuk a meg-
figyeléseink legalább egy részéről, hogy azok pontosan milyen csoportba tar-
toznak (Liu, 2007). A kategóriabesorolás (legalább részleges) ismerete jelentős 
különbséget jelent a nem felügyelt tanulási módszerekkel szemben (ezeket 
a könyv IV.2. fejezete tárgyalja).

A felügyelt tanulás statisztikai modellezés, melynek során a megfigyelési 
egységek valamilyen tulajdonságai alapján „magyarázzuk” azt, hogy az adott 
elem milyen osztályba tartozik. Az alternatív elnevezések jól érzékeltetik, hogy 
milyen módszerrel is állunk szemben: induktív módon a megfigyeléseink (jelen 
esetben a szövegkorpuszunk adatai) felől haladunk az általánosítások (a szö-
veg adataiban fellelhető mintázatok) felé. e folyamat célja az, hogy új elemeket 
tudjunk beilleszteni a már rendelkezésre álló osztálytagolásba. A függvényt, 
mely bizonyos szövegtulajdonságok (pl. bizonyos kifejezések valamilyen súlyú 
előfordulása) alapján megmondja számunkra, hogy az adott szöveg milyen cso-
portba is tartozik, klasszifikációs vagy predikciós modellnek hívjuk (i. m.: 56).

A felügyelt tanulási alapú módszerek igen sokfélék lehetnek, és megértésük 
érdemi statisztikai előismereteket igényel, így a különböző technikák részletes 
ismertetésére e fejezetben nem vállalkozunk. egy általános bevezetőt adunk 
ugyanakkor a felügyelt tanulási módszertanba, amit a politikatudományhoz 
szorosan kapcsolódó gyakorlati példák segítségével illusztrálunk. ennek kere-
tében lépésről lépésre elemzünk egy törvényhozási korpuszt, illetve röviden ki-
tekintünk a módszer egyes nemzetközi politikatudományi felhasználásaira is. 
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Célunk így elsődlegesen az, hogy az olvasó tisztába kerüljön a felügyelt tanulási 
módszerek logikájával, illetve el tudjon végezni egy többkategóriás klasszifiká-
ciós elemzést az r programozási nyelv felhasználásával (a forráskódok lefutta-
tásához az RStudio1 nevű program nyílt forráskódú verzióját ajánljuk).

a kutatási probléma és megoldása

A modern törvényhozások nagy mennyiségű törvényjavaslatot „termelnek” 
munkájuk során. A hatalmas mennyiségű irat feldolgozása komoly nehézség 
elé állítja a képviselők mellett a politikatudósokat is. Amennyiben nem rendel-
kezünk jelentős erőforrásokkal (például egy, a javaslatszövegeket elolvasni és 
csoportosítani képes kutatócsoporttal), hogy manuálisan azonosítsuk példá-
ul a különféle közpolitikai területek megjelenését az egyes szövegekben, akkor 
a kvantitatív szövegelemzés felügyelt tanulási ága hasznos módszertani válasz-
tás lehet. A „felügyelt” melléknév arra utal, hogy a felügyelt tanulási módszerek 
esetében ismernünk kell a megfigyeléseink legalább egy részének osztálybeso-
rolását.

Amennyiben e feltétel adott, úgy a törvényszövegek közpolitikai tartalmát 
meg tudjuk jósolni még akkor is, ha nem tudtuk előzetesen és „biztosan” (te-
hát más politikatudományi szakemberekkel konszenzust kialakítva) az összes 
javaslat közpolitikai kódját meghatározni. ehhez ugyanakkor tudnunk kell leg-
alább a törvényjavaslatok egy részének közpolitikai tartalmát. Az alábbiakban 
ezen általános elvet mutatjuk be egy konkrét kutatási projekt és a hozzá tartozó 
forráskód hat lépésben történő elemzésével.

1. lépés: az adatok betöltése

Vegyük az egyesült Államok 113. Kongresszusának adatait, és oldjuk meg az 
előzőekben leírt problémát felügyelt tanulási módszerek segítségével! Használ-
juk fel a Congressional Bills Project2 által ingyenesen rendelkezésre bocsátott 
adatbázist erre a célra. Az adatbázis tartalmazza az egyes javaslatok címeit, il-
letve közpolitikai tartalomra utaló változókat is. A közpolitikai csoportosítást 

1 A program telepítéséhez kövessük a https://www.rstudio.com/products/rstudio/download/ weboldal 
utasításait. A teljes, megszakítások nélküli forráskód elérhető a kötet honlapján (qta.tk.mta.hu). 

2 A Congressional Bills Project egy, az amerikai törvényhozás törvényalkotási adatainak gyűjtésével, 
illetve azok elemzésével foglalkozó, politikatudományi projekt. A letölthető adatbázis itt található: 
http://congressionalbills.org/download.html. A közvetlen letöltési link a következő: http://congressio-
nalbills.org/billfiles/bills93-113.zip
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a Policy Agendas Project3 végezte el, melynek során kézi kódolók látták el az 
egyes javaslatokat egy fő (major topic) és egy másodlagos (subtopic) közpolitikai 
kóddal.

elemzésünket kezdjük azzal, hogy importáljuk a szükséges r csomagokat. 
ezek a következők: „xgboost”, „tm”, „readr” és „wordcloud”. Ha az alábbiak va-
lamelyike nem áll rendelkezésünkre, akkor telepítsük őket az install.packages 
paranccsal (pl. install.packages[„xgboost”]).

Következő lépésként töltsük be az adatbázist az r-be (az elérési cím értelem-
szerű módosítása után), illetve szűrjük ki azokat a javaslatokat, melyek egyrészt 
nem rendelkeznek fő közpolitikai kóddal (a Major kód esetükben 99), illetve 
amelyek nem a 113. Kongresszus alatt keletkeztek. Oldjuk meg egy műveletben 
azt is, hogy csak az egyedi azonosító és a számunkra releváns változók (Major, 
Title) maradjanak bent az adatbázisban.

congressData <- read_delim(„bills93-113.txt”, delim=”\t”)
congressData <- congressData [congressData$Cong==”113” & congressData$Major!
=”99”,c(„id”,”Major”,”Title”)]

Az egyszerűség kedvéért szabaduljunk meg továbbá a több közpolitikai kóddal 
rendelkező törvényszövegektől az alábbi paranccsal: 

congressData <- congressData[duplicated(congressData$Title)==FALSE,]

Vessünk egy pillantást az adatbázisra az alábbi parancs lefuttatásával. A IV.1.1. 
ábrának megfelelő adatsort fogunk látni.

View(congressData)

3 A Policy Agendas Project a nemzetközi Comparative Agendas Project (http://www.policyagendas.
org/) részeként törvényhozási szövegeket, illetve médiacikkeket elemez annak érdekében, hogy meg-
határozza azok közpolitikai tartalmát. A projekt magyar kutatócsoportjáról a http://cap.tk.mta.hu-n 
lehet tájékozódni.
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IV.1.1. ábra – Az adatbázis megjelenítése az RStudióban

ezen a ponton rendelkezésünkre áll minden információ, hogy a korábbiakban 
leírt politikatudományi problémát megoldjuk, hiszen – mint látni fogjuk – a ja-
vaslatcímek alapján az esetek döntő részében eldönthető, hogy az adott tör-
vényjavaslat milyen közpolitikai tartalommal bír.

2. lépés: a szövegkorpusz tisztítása

Az elemzést megelőzően a szövegkorpuszt érdemes megtisztítani a fölösleges 
szavaktól, karakterektől. A szövegelőkészítés során gyakran eltávolítják az ún. 
tiltólistás szavakat (ld. II.1. fejezet), melyek nyelvtani funkciót látnak el, és nem 
adnak többletinformációt az elemzéshez. Javasolt továbbá megválni az írásje-
lektől, illetve kisbetűsíteni a szöveget (Grimmer – Stewart, 2013: 7).

A korábbiakban már telepített és importált tm elnevezésű r csomag meg-
könnyíti a szövegtisztítási műveleteket. ehhez első lépésben alakítsuk át az 
adatbázisunk Title oszlopát a csomag számára értelmezhető volatile corpus, 
vagy VCorpus formátumba. 

titleCorpus <- VCorpus(VectorSource(unique(congressData$Title)))
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Kisbetűsítsük a szöveget, majd távolítsuk el az írásjeleket és a stopszavakat!

titleCorpus <- tm_map(titleCorpus, content_transformer(tolower))
titleCorpus <- tm_map(titleCorpus, removeWords, stopwords(„english”))
titleCorpus <- tm_map(titleCorpus, removePunctuation)

3. lépés: a szövegkorpusz elemezhető formába hozása

Adatainkat ebben a szakaszban először elemezhető formátumba kell hoznunk, 
mely többet takar az előző részben elvégzett tisztításoknál. A törvényjavasla-
tok címei jelenleg még szövegként vannak eltárolva, ami nem teszi lehetővé az 
elemzés végrehajtását. Alakítsuk hát át őket olyan formára, mely már értel-
mezhető a felügyelt tanulási algoritmusok számára. ez az értelmezhető forma 
a dokumentum-kifejezés mátrix (dTM – a konkrét alkalmazástól függően lehet 
kifejezés-dokumentum mátrix is). A dTM-táblázatban hozzárendeljük az egyes 
szövegekben szereplő kifejezések számát a korpusz teljes dokumentumlistá-
jához úgy, hogy az egyes cellákban az adott dokumentumban (sor) az adott 
szó (oszlop) gyakoriságának száma szerepel. A dTM kialakításával a szöveget 
matematikai számításokra alkalmas, numerikus formába hoztuk (Grimmer – 
Stewart, 2013: 7). 

Mindezt illusztrálandó vegyünk egy példát a már kialakított korpuszunk-
ból, válasszunk ki két javaslatcímet a 113. Kongresszus irományai közül:

1. cím: To prohibit taxpayer funded abortions.
2. cím: To restore safety to Americas schools.

A két mondat dokumentum-kifejezés mátrixa a következőképp fog kinézni:

IV.1.1. táblázat – Példa a dokumentum-kifejezés mátrixra
abor-
tions

ameri-
cas funded pro-

hibit restore safety schools tax-
payer to

1. cím 1 0 1 1 0 0 0 1 1
2. cím 0 1 0 0 1 1 1 0 2

Látható, hogy az egyes szavak előfordulási gyakoriságai jelentik itt a szöveg 
adatreprezentációját (ez egyben hasonlít a II.1. fejezetben tárgyalt szózsák meg-
oldáshoz). A szakirodalomban találhatunk példákat több szóból álló kifejezé-
sek kezelésére is, azonban elmondható, hogy a bonyolultabb módszerek nem 
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eredményeznek jelentős javulást a gyakorlatban az egyes szavak egymástól füg-
getlen kezeléséhez képest (Grimmer – Stewart, 2013: 6).

Mindezek után alakítsuk át a 8583 javaslatcímből álló korpuszunkat egy tel-
jes dokumentum-kifejezés mátrixszá, majd konvertáljuk az objektumot data.
matrix formátumúvá, hogy a későbbiekben könnyebben tudjunk vele dolgozni.

titleDTMatrix <- DocumentTermMatrix(titleCorpus)
titleDTMatrix <- data.matrix(titleDTMatrix)

Vessünk egy pillantást a tisztított szövegkorpusz leggyakoribb szavaira! ehhez 
vegyük a kialakított dTM oszlopainak (tehát az egyes kifejezések gyakorisá-
gainak) összegét, majd az összegeket rendezzük csökkenő sorrendbe a sort pa-
ranccsal.

termFrequencies <- colSums(titleDTMatrix)
termFrequencies <- sort(termFrequencies, decreasing = TRUE)

Vizsgáljuk meg a kifejezésgyakoriságokat a szófelhővel! A wordcloud elnevezé-
sű r kiegészítő megfelelő eszközt biztosít a művelethez. 

wordcloud(names(termFrequencies), termFrequencies, min.freq = 100)

Ahogy a IV.1.2. ábrán is látható, a leginkább gyakori szavak között olyan kife-
jezéseket találunk, mint a provide, program, veterans, vagy states. Mint ahogy 
azt feltételezhettük, számos olyan elemet találhatunk a szófelhőnkben, melyek 
közpolitikai tartalmat hordoznak (veterans, energy, investment stb.).

IV.1.2. ábra – A 113. Kongresszus javaslatcímeinek szófelhője
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A létrehozott dokumentum-kifejezés mátrix 8583 sort és 9183 oszlopot tartal-
maz, ami a sorok és oszlopok számának szorzataként 78 817 689 elemet jelent. 
A mátrix 602,3 MB-ot foglal a számítógépünk memóriájában, tehát egy igen 
nagy méretű objektumról beszélhetünk. A korábbiak fényében érdemes lehet 
a legkevésbé vagy akár a leginkább gyakori kifejezések egy részétől megválni, 
hiszen azok valószínűleg kevés többletinformációt tartalmaznak számunkra 
(elemzésünket ugyanakkor a nagy méretű objektumban folytatjuk).

4. lépés: a minta kettéosztása tanulási és teszthalmazra

A felügyelt tanulási módszerek alkalmazásának alapvető logikája az, hogy 
a rendelkezésünkre álló (tehát csoportokba előzetesen besorolt) megfigyelése-
ket véletlenszerűen kettéosztjuk. Az egyik részen, az ún. tanítóhalmazon vé-
gezzük a modellillesztést, az adatbázis másik felén, az ún. teszthalmazon pedig 
értékeljük módszerünk eredményességét (Liu, 2007: 57). 

Osszuk tehát ketté az adatainkat olyan módon, hogy egy véletlenszerűen 
kiválasztott, 4000 javaslatcímből álló tanítóhalmazon alkalmazzuk a felügyelt 
tanulási módszerünket, míg a maradék 4583 megfigyelést tartalmazó teszthal-
mazon a megoldás pontosságát értékeljük. Annak érdekében, hogy a véletlen-
szerű számításokon alapuló műveletek pontosan megismételhetőek legyenek, 
az előzőek előtt állítsuk be az ún. seed értékét.

set.seed(1)
train_ind<-sample(seq_len(nrow(titleDTMatrix)), size = 4000)
train <- titleDTMatrix[train_ind, ]
test<- titleDTMatrix[-train_ind,]

ezt a felosztást az indokolja, hogy a teljes mintán belül végzett modellbecslés 
könnyen túlillesztéshez vezethet. ez azt jelenti, hogy az algoritmus annyira „rá-
tanul” a meglévő mintánkra, hogy a mintán kivüli, azaz új megfigyelések cso-
portosítása alacsony eredményességű lesz. A tanítóhalmaz mérete már lehetővé 
teszi az eredményes felügyelt tanulást, tehát az adatmennyiség növelésével nem 
érünk el jelentős javulást a felügyelt tanulási módszer teljesítményében (erre 
alább visszatérünk). Így a többi megfigyelés teszthalmazként való alkalmazása 
indokolt.
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5. lépés: a felügyelt tanulás művelete

Az eddigiek során a javaslatcímeket elemezhető formátumba hoztuk, továb-
bá kettéosztottuk a mintánkat egy tanítóhalmazra, illetve egy teszthalmazra, 
így tehát már elvégezhetjük a felügyelt tanulási számításokat. A példában az 
egyszerűség kedvéért alkalmazzunk egyetlen algoritmust, az igen elterjedt és 
magas pontosságot elérni képes klasszifikációs döntési fák módszerét. 

A döntési fák egy olyan módszer, mely képes az adatainkban fellelhető fő 
szabályosságok meghatározására. Az algoritmus lépésenként kisebb és kisebb 
darabokra osztja az adatmennyiséget aszerint, hogy melyik változók jelentik 
a legjobb elválasztási logikát, azaz hogy milyen tényezők osztják fel legjobban 
a megfigyeléseinket osztályokra (az osztályok jelen esetben az osztálytagságot 
jelentik). A döntési fák módszere igen jó osztályozási pontosságot eredményez 
a többi felügyelt tanulási módszerrel összehasonlítva is (Liu, 2007: 67, ill. IV.1.1. 
keret).

IV.1.1. példa

A döntési fák módszerének megértéséhez tekintsük át Kastellec (2010) cikkét, 
aki az amerikai Legfelsőbb Bíróság döntéseit elemezte döntési fák módszerével. 
A szerző a klasszifikációs fák politika-, illetve jogtudományi használhatósága 
mellett érvel, mondván a módszertan kapcsolatot teremt a megfigyelt tények 
(jelen esetben a bírósági döntések) és a tényekhez kapcsolódó információk min-
tázatai között. Kastellec a Legfelsőbb Bíróság 1962 és 1972 közötti házkutatá-
si és lefoglalási ügyeiben hozott döntéseinek elemzésével rajzolta fel az alábbi 
döntési fát (ld. IV.1.3. ábra).
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IV.1.3. ábra – Az USA Legfelsőbb Bírósága 1962 és 1972 közötti döntéseinek döntési fája

Forrás: Kastellec, 2010

Az első tényező, mely a bírósági döntéseket két csoportra osztja, a házkutatás 
mértéke volt, így meg is határozhatunk két ágat a döntési fánkban (full search 
– yes; full search – no). Amennyiben nem teljes házkutatásról volt szó, úgy a bí-
rók nagy valószínűséggel helytállónak minősítették a hatóságok eljárását. Mivel 
ettől a ponttól nem haladt tovább az algoritmus (tehát a házkutatás mértéke 
már önmagában jól előre jelezte a bíróság döntését), ezt egy ún. levélcsúcsnak 
tekinthetjük. Amennyiben teljes házkutatásról volt szó (full search – yes), úgy 
már egy új döntési változó (érintett-e vállalkozás, vagy sem) bevezetésére van 
szükség (in a business? – yes és in a business? – no). 

Ahol az águnk valamilyen döntési szabály esetén elágazik, azt döntési vagy 
belső csúcsnak tekintjük. Ha vállalkozással kapcsolatos volt az ügy, akkor a bí-
róság valószínűleg helytelennek minősítette az eljárást, ellenkező esetben pe-
dig egy új döntési csúcshoz érünk. Látható, hogy hamarosan eljutunk a legalsó 
szintig, ahol már mindkét ág egy levélcsúcsként végződik, tehát a klasszifikáci-
ós algoritmusunk végzett az egyes döntések csoportosításával. Kastellec példája 
egy kis méretű döntési fa, mely elegendőnek bizonyult az adatban fellelhető 
fő szabályosságok azonosítására és általánosítások megfogalmazására. fontos, 
hogy a döntési fák logikája alapján minden ügy csak és kizárólag egy ághoz 
tartozhat (Liu, 2007: 69). 

A közpolitikai kódok javaslatcímekkel történő „megjóslását” is egy, a dön-
tési fák logikájához igen hasonló módszerrel (Gradient Boosted Decision Trees, 
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GBdT) hajtjuk végre. A számítások elvégzéséhez az r xgboost nevű kiegészítő-
jét használjuk, mely a számításokat gyorsan és hatékonyan hajtja végre, továbbá 
nagy osztályozási pontosságot biztosít. A művelet a Major közpolitikai kódok 
kategorikus változóit fogja a korábban kialakított dokumentum-kifejezés 
mátrix értékei alapján megjósolni. első lépésként alakítsuk át a Major válto-
zót kategorikussá, melynek numerikussá alakított értékeiből vonjunk ki egyet, 
hogy azt a felügyelt tanulási algoritmus képes legyen megfelelően kezelni (az 
xgboost r kiegészítő csak a 0-val kezdődő numerikus csoportváltozókat kezeli).

levels <- sort(unique(congressData$Major))
congressData$Major2 <- as.numeric(factor(congressData$Major, levels=levels))-1

rendeljük továbbá az átalakított közpolitikai kódokat az eredetiekhez, hogy 
majd vissza tudjuk fejteni a modell által megjósolt értékekből a valós közpoli-
tikai kódokat.

oldNew<-unique(congressData[,c(„Major”,”Major2”)])

A következő lépésben átalakítjuk a train, illetve a test mátrixainkat ún. DMatrix 
formátumú objektumokká, mely erőforrás-takarékos (a lehetőségekhez mér-
ve kevés helyet foglal a számítógép memóriájában) és az XGBoost kiegészítő 
számára könnyen értelmezhető módon tárolja el az adatainkat. A parancs első 
argumentuma adja meg, hogy milyen adatbázis tartalmazza a felügyelt tanu-
lási modell „magyarázó változóit” (jelen esetben az egyes szavak gyakoriságát 
a különféle törvénycímekben), a label argumentum értéke pedig azt, hogy mely 
értékek jelzik a csoport-hovatartozást (a mi esetünkben ezek a tanítóhalmaz, 
illetve a teszthalmaz soraihoz tartozó átalakított közpolitikai kódok).

dtrain <- xgb.DMatrix(train, label = congressData$Major2[train_ind])
dtest <- xgb.DMatrix(test, label = congressData$Major2[-train_ind])

futtassuk le az így meghatározott felügyelt tanulási algoritmust a tanítóhalmaz 
értékein, és értékeljük a modellépítés eredményességét a teszthalmaz elemein! 
Az xgb.train parancs hajtja végre a felügyelt tanulási műveletet, és ehhez meg 
kell adnunk az alábbi főbb argumentumokat:
•  A num_class a csoportok számát jelöli (esetünkben a fő közpolitikai kódok szá-

mát, azaz 20-at). 
•  Az nrounds azt adja meg, hogy az algoritmus maximum hány iterációig fusson. 

A mögöttes mechanizmus ismertetésére itt nincs hely, elég annyit megjegyez-
nünk, hogy az újabb és újabb iterációk során a felügyelt tanulási modellünk 
egyre jobban „rátanul” az adatainkra.
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•  Az objective értéke a lefuttatandó algoritmus típusát mondja meg (most egy 
többkategóriás klasszifikációról van szó, melyet a multi:softmax jelöl). 

•  Az eval_metric az általunk használni kivánt teljesítményindikátort definiálja 
(esetünkben ez a hibaszázalék, melyre alább visszatérünk). 

•  A watchlist megadja azokat az adatbázisokat, melyeken nyomon kívánjuk kö-
vetni a teljesítménymutatónk alakulását (ez a tesztelési halmaz és a tanítóhal-
maz). 

•  Az early.stop.round azt adja meg, hogy hány iteráció fusson le, mielőtt az algo-
ritmus a teljesítményindikátor romlása miatt megállna. 

•  A set.seed argumentum a véletlenszám-generálást szabályozza annak érdeké-
ben, hogy pontosan megismételhetőek legyenek a számítások.

A lefuttatandó parancs az előbbiek fényében a következőképp néz ki (a parancs 
futtatása számítógépünk teljesítményétől függően igényel némi időt):

model <- xgb.train(data      = dtrain,
                 booster     = „gbtree”,
                 num_class   = 20,
                 nrounds     = 100,
                 objective   = „multi:softmax”,
                 eval_metric = „merror”,
                 watchlist   = list(eval = dtest, train = dtrain),
                 early.stop.round = 10,
                 set.seed        = 1)

A megjelenő számok az algoritmus teljesítményét mérik (a korábban már meg-
említett hibaszázalékot), és az egyre kisebb értékek egyre „jobb” modellt je-
lölnek. A bal oldali oszlop a teszthalmaz elemein, a jobb oldali oszlop pedig 
a  tanítóhalmaz elemein mért teljesítményt mutatják. Körülbelül 60 iterációt 
követően az algoritmus megáll, és a model nevű objektumban megtalálható 
a becsült modellünk, mely már alkalmas új törvénycímek klasszifikációjára. 

6. lépés: a modellfuttatás eredményei

A modell előrejelzési teljesítményének legalapvetőbb mutatószáma a hibaszá-
zalék, mely a rosszul előre jelzett értékek arányát közli az összes értékre vetítve. 
A pontosság a hibaszázalék ellentéte, tehát a megfelelően besorolt megfigyelé-
seink aránya az összes megfigyelés körében (Liu, 2007: 81). Az algoritmusunk 
megáll a 60. iteráció körül, hiszen az azt követő futások során a teszthalmaz 
értékein mérve már nem tud jobb (tehát kb. 27,7%-nál alacsonyabb) hibaszáza-
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lékot elérni. ez azt jelenti, hogy a teszthalmaz törvénycímeinek mintegy 72%-át 
jól sorolta be a felügyelt tanulási modellünk, ami igen jó pontosságot jelent! 

érdemes azt is megvizsgálni, hogy miképp alakul a hibaszázalék a tanító-, 
illetve a teszthalmaz értékein. A IV.1.4. ábrán jól látható, hogy a tanítóhalmaz 
adatain és a teszthalmaz elemein mért pontosság az iterációk számának nö-
vekedésével egyre inkább elválik egymástól: a modellépítésre használt tanító-
halmaz elemein mért pontosság már a 13. futásnál meghaladta a 80%-ot, míg 
a teszthalmaz közpolitikai kódjait csak maximum kb. 72,3%-os pontossággal 
tudjuk a modellünkkel megbecsülni, ráadásul ez az érték a 60. iterációt köve-
tően romlani kezd.

IV.1.4. ábra – A modell pontosságának eltérése a tanító-, illetve a teszthalmazon

Szembekerültünk tehát a már röviden említett túlillesztés problémájával. A fu-
tásszám növekedésével egyre inkább „rátanulunk” a tanítóhalmazunk adata-
ira, a halmazba tartozó törvénycímek közpolitikai kódjait egyre nagyobb és 
nagyobb pontossággal tudjuk megjósolni. A teszthalmaz elemeinek sikeres 
megjóslása azonban egy bizonyos pontosságon túl már nem lehetséges, és a tel-
jesítmény az újabb és újabb iterációk során még romlik is. 

A felügyelt tanulási modelljeink építése során a túlillesztés jelenségére igen 
fontos odafigyelnünk, hiszen számtalan tényező vezethet annak megjelenésé-
hez. Tisztában kell lennünk azzal, hogy a modellépítésre felhasznált adatokon 
(tehát a tanítóhalmazon) mért jó teljesítmény nem feltétlenül eredményezi azt, 
hogy az új adatokon (jelen esetben a teszthalmaz elemein) való becslés is ha-
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sonlóan jó lesz. A tanulási, illetve a teszthalmazok elkülönítése az egyik széles 
körben alkalmazott megoldás a túlillesztés problémájára. 

Következő lépésként azt ábrázoljuk, hogy a korpusz mely kifejezései szabták 
meg leginkább azt, hogy az adott törvényszöveg milyen fő közpolitikai kód alá 
tartozik! Az xgboost nevű csomag ezt a fontossági mátrix definiálásával köny-
nyen lehetővé teszi. első lépésként számítsuk ki ezt a mátrixot!

importance_matrix <- xgb.importance(colnames(train), model = model)

Második lépésként jelenítsük meg a 15 „legfontosabb” szót az alábbi paranccsal. 

xgb.plot.importance(importance_matrix[1:15])

A parancs lefuttatásával létrejön a IV.1.5. ábra. Látható, hogy az olyan egyértel-
műen közpolitikai tartalmú szavak bizonyultak a „legfontosabbnak” a klasszi-
fikáció során, mint az egészség, oktatás vagy a háborús veteránok.

IV.1.5. ábra – A korpusz klasszifikációjának „legfontosabb” szavai

Az eddigiekben áttekintett hat kutatási lépés során a felügyelt tanulási mo-
dellünk lefutott, és értékeltük annak teljesítményét a teszthalmaz értékein. 
A következő lépés egy politikatudományi kutatómunka során az lenne, hogy 
olyan törvénycímeket soroljunk be osztályokba, melyek nem találhatóak 
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meg sem a tanulási, sem a teszthalmaz értékei között. ezt úgy tudjuk a  leg-
egyszerűbben elérni, ha a „szűz” elemeket hozzáadjuk a kezdeti korpuszhoz, 
majd a modellbecslést, illetve modellértékelést követően az új elemekre külön 
megbecsüljük a fő közpolitikai kódot.4

a gyakorlati alkalmazás egyes kérdései

Egyéb felügyelt tanulási módszerek

A példánkban alkalmazott döntési fák módszere jellemzően jó teljesítményt 
nyújt a többi felügyelt tanulási módszerrel összehasonlítva is (Liu, 2007: 67), 
de számos egyéb módszer is rendelkezésünkre áll. A választás során fontos, 
hogy az alkalmazni kívánt megoldásokat előzetesen áttanulmányozzuk, hiszen 
az algoritmusok lefuttatásához egyes esetekben számos bemeneti értéket kell 
megadnunk, és a rossz értékek választása elégtelen becsléshez vagy túlillesztés-
hez vezethet. Tikk (2007c: 111–134) alapján a következő főbb szövegosztályozá-
si módszerek használatosak: döntési fák, a naiv Bayes-módszer, a legközelebbi 
szomszédokon alapuló osztályozók, a neurális hálózatok, valamint a különféle 
lineáris és nemlineáris regressziók.

Kiemelendő továbbá az ún. osztályozó bizottság megoldás (Tikk, 2007c: 133), 
mely többféle modell kimeneti eredményeit egyesíti a jobb tanulási teljesítmény 
érdekében. Gyakorlatilag arról van szó, hogy képessé válunk a különböző fel-
ügyelt tanulási megközelítések előnyeinek egyesítésére (Hastie et al., 2015: 605). 
A felügyelt tanulási modellek teljesítményének értékelésére a korábban bemu-
tatott pontosság és hibaszázalék csak korlátozottan képes, sőt egyes esetekben 
(mint például kiegyensúlyozatlan csoportlétszámok esetén) egyenesen félreve-
zetőek lehetnek (Liu, 2007: 81). 

A szövegkorpusz mérete

fontos kérdés, hogy a szövegkorpusz milyen méretű mintájára lehet szüksé-
günk annak érdekében, hogy minél jobb hatékonyságú klasszifikációt tudjunk 
végrehajtani. ez egy nagyon fontos kérdés, hiszen a felügyelt tanulási módsze-
rek feltételezik, hogy rendelkezünk legalább a megfigyelések egy részére osz-

4 A könyv honlapján rendelkezésre áll a fejezet során taglalt forráskód kibővített verziója, melyben az 
ilyen szűz elemek csoportosítására is sor kerül.
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tálytagsági értékekkel. A manuális (tehát emberek által történő) előzetes kódo-
lás ráadásul igen költséges és időigényes (Hopkins – King, 2010: 229).

elmondható, hogy az osztályozó megoldás pontossága nem nő egyenletesen 
az előzetesen bekódolt szövegek mennyiségével. ez azt jelenti, hogy egy bizo-
nyos szövegmennyiségen túl már nem érhető el jelentős javulás a felügyelt tanu-
lási alapú módszer pontosságát illetően. Hopkins és King (2010) korpusza jóval 
ezer fölötti mennyiségű szöveget tartalmazott és ötszáz előzetesen csoportosí-
tott szövegen túl már nem tudtak jelentős javulást elérni az osztályozó mecha-
nizmus pontosságát illetően. e probléma illusztrálása céljából lefuttattuk a ko-
rábbiakban bemutatott példamodellt különböző nagyságú tanítóhalmazokon. 
A IV.1.6. ábra jól mutatja, hogy a tanítóhalmaz elemszámának növekedésével 
párhuzamosan a teszthalmazon mért pontosság is fokozódik, azonban egyre 
csökkenő mértékben. 

IV.1.6. ábra – A tanítóhalmaz elemeinek száma, illetve a teszthalmazon elért pontosság

Az osztályozási teljesítmény fokozása a korpusz 
átalakításával

A szövegkorpuszunk átalakításával, illetve a dokumentum-kifejezés mátrix 
megfelelő súlyozásával gyakran jobb teljesítményt érhetünk el (feinerer et al., 
2008: 10), és hasonlóan javulhat modellünk teljesítménye a szövegkorpusz sza-
vainak szótövesítésével, illetve lemmatizálásával (ld. II.1. fejezet). 

Míg a szótövesítés például az angol nyelvben eredményesen működik, a komp-
lex magyar nyelv jelentős kihívás elé állítja a szövegelemzést végrehajtani kívánó 



120 • Kubik Bálint György

kutatót. érdemes áttekinteni a Snowball projekt magyar szótövesítő megoldását 
vagy a különféle szóváltozatok mellett a szótöveket is tartalmazó szótárakat, 
mint amilyen például a Hungarian National Corpus.5

A korábbi példánál a szavak gyakoriságait szerepeltettük a modellépítésre 
használt dokumentum-kifejezés mátrixban, azonban a nyers gyakoriságok az 
eltérő méretű szövegek esetében természetesen problémát jelentenek. ennek 
egyik oka, hogy a hosszú javaslatcímek szavainak nagyobb gyakorisága a cím-
szöveg hosszával függ össze. A problémát megoldandó érdemes lehet az igen 
széles körben használt és igen eredményesen használható IDF, illetve TF-IDF 
reprezentációkat alkalmazni (Tikk, 2007a: 33–37). A TF-IDF megoldás gya-
korlatilag egy súlyozási módszer, mely az egyes szavak „fontosságát” méri egy 
szövegkorpuszon belül, és gyakorta alkalmazzák információkinyerésre, illetve 
klasszifikációra (robertson, 2014). 

Szószedet

Magyar Angol

adatreprezentáció data representation

ág (döntési fán) Branch

Belső csúcs Internal node (inner node, inode, branch node)

dokumentum-kifejezés mátrix document-term matrix

döntési fa decision tree

felügyelt tanulás Supervised learning

fontossági mátrix Importance matrix

Hibaszázalék error rate

Induktív osztályozás Inductive classification

Induktív tanulás Inductive learning

Inverz-dokumentumfrekvencia (Idf) 
reprezentáció

Inverse document frequency (Idf) represen-
tation

5 Bővebben: http://snowball.tartarus.org/algorithms/hungarian/stemmer.html ill. http://corpus.nytud.
hu/mnsz/index_hun.html
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Magyar Angol

levélcsúcs (külső csúcs) Letter node (external node, outer node, termi-
nal node)

osztályozó bizottság Classifier committee, ensemble classifier

Pontosság Precision

r csomagok r-Packages

Statisztikai modellezés Statistical modeling

tanítóhalmaz Training-set

terminusfrekvencia és inverz-dokumentum-
frekvencia (tf-Idf) reprezentáció

Term frequency and inverse document frequen-
cy (Tdf-Idf) representation

teszthalmaz Testing set

túlillesztés Overfitting

ellenőrző kérdések

•  Milyen eredményességgel lenne képes a fejezetben felépített modell a 19. száza-
di amerikai törvényjavaslatok közpolitikai tartalom szerinti besorolására?

•  Miért indokolt a tanító- és a teszthalmaz véletlenszerűen történő szétválasztá-
sa? Milyen esetekben érdemes a véletlenszerű kiválasztástól eltérni?

•  egy kutató kizárólag a törvényjavaslatok szövege alapján szeretné megjósol-
ni, hogy a köztársasági elnök az adott javaslatot aláírja-e, vagy sem. Megfelelő 
a felügyelt tanulás modellkerete a jelenség vizsgálatára? Lehetnek olyan ténye-
zők, melyek nem derülnek ki a törvényszöveg alapján, és ha igen, melyek lehet-
nek azok?

•  A magyar Országgyűlés képviselői felszólalásaiból milyen kategóriák hozha-
tóak létre, és azok a felszólalásszövegekből milyen teljesítménnyel jósolhatóak 
meg?
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ajánlott irodalom

A felügyelt tanulási módszerekben való mélyebb elmélyüléshez az olvasó fi-
gyelmébe ajánljuk Bing Liu (2007) könyvét, a technikák statisztikai és mate-
matikai alapjainak elsajátításához pedig Trevor Hastie, robert Tibshirani és 
Jerome friedman (2005) könyvét érdemes áttanulmányozni. A módszerek szá-
mítógépes alkalmazásához további segítséget az interneten fellelhető számta-
lan ingyenes forrás mellett a tankönyv honlapján (qta.tk.mta.hu) is kaphatunk, 
ahol teljes forráskódok is rendelkezésre állnak a különféle kvantitatív szöveg-
elemzési módszerek alkalmazásához.
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IV.2. CSOPOrTOSÍTÁS: feLüGyeLeT 
NéLKüLI TANuLÁSI MÓdSZereK

A fejezetben bevezetést nyújtunk a felügyelet nélküli gépi tanulás eljárásába egy 
gyakorlati politikatudományi kutatási probléma megoldásával. A fejezet vázát egy 
Python nyelven írt forráskód bemutatása adja, mely egy magyar nyelvű szöveg-
korpusz, a napimigrans.hu weboldal 168 cikkének előkészítését és elemzését hajtja 
végre. A programkód tisztázása mellett kitérünk a felügyelet nélküli tanulás alap-
fogalmainak definiálására, illetve bemutatjuk a szövegelőkészítést, illetve -elemzést 
segítő legfontosabb eljárásokat.

Szemben az előző fejezetben tárgyalt felügyelt tanulási módszerekkel, a felügye-
let nélküli tanulást eredendően nem szövegek elemzésére fejlesztették ki: ha-
gyományosan a kognitív tudományok (kognitív nyelvészet és idegtudományok), 
valamint az orvosi kutatások területén használják (rojas 1996, Ghahramani, 
2004). Újabban ugyanakkor egyre többet találkozni e megoldáscsoporttal a szö-
vegbányászati technikák között is, például szinonimák, névelemek vagy éppen 
témacsoportok felismerésének tárgyalása kapcsán (Aggarwal – Zhai, 2012).

A felügyelet nélküli tanulást akkor alkalmazzuk, amikor nem rendelkezünk 
semmilyen a priori kategóriarendszerrel, címkékkel az adatok struktúráját 
vagy jellemzőit illetően, és a létrehozandó csoportok számáról sincsen előzetes 
tudásunk; tehát nincs olyan információnk, amiből tanulva a modellt fel lehetne 
építeni (Tikk, 2007b). Így célunk, hogy hagyjuk az adatokat magukért beszélni, 
és saját, szabad szemmel nem látható, de statisztikailag jól megragadható jel-
lemzőik alapján kategorizáljuk őket (feltételezve, hogy nem csak „zaj” található 
a szövegekben). A felügyelet nélküli tanulási módszerek esetében a felügyelt 
technikákkal szemben nincs szükség tanítóhalmazra, tehát akármilyen szö-
vegkorpuszra alkalmazható mindenféle előzetes manuális erőfeszítés nélkül 
(Aggarwal – Zhai, 2012: 5).

A strukturálást sokféle tulajdonság mentén végre lehet hajtani attól függő-
en, hogy mi a kutatási kérdés, illetve milyen típusú eredményeket szeretnénk 
kapni. A kulcskérdés az, hogy mit határozunk meg a keresendő entitásként: 
mondatokat, szavakat, párbeszédeket stb. A szöveges dokumentumok elemzése 
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kapcsán a leggyakoribb a téma szerinti kategorizáció, amit a szakirodalom ösz-
szegző technikának is nevez (mivel nagy méretű szövegkorpuszt vagyunk ké-
pesek jellemezni anélkül, hogy bármilyen háttér-információval rendelkeznénk 
annak tartalmával, szerkezetével kapcsolatban). 

Az összegzést végző felügyelet nélküli tanulási algoritmus – a szövegek meg-
felelő formátumra történő alakítása után (szótövesítés, tiltólistás szavak stb.) – 
a dokumentumokat külön-külön jellemzi a szavak gyakorisága, a leggyakoribb 
szókapcsolatok, valamint a szavak távolsága alapján. A dokumentumok statisz-
tikai jellemzőit a bennük megjelenő szavak mint legkisebb entitások alapján 
definiálja, majd ezen statisztikai jellemzők segítségével a dokumentumokat 
csoportokba/klaszterekbe rendezi. Az eljárás pontos módja minden esetben 
a választott algoritmus logikájától függ. 

Ami minden ilyen eljárásban közös, az az adathalmaz statisztikai módsze-
rekkel történő strukturálásának egy módja, a dimenziócsökkentés, avagy a lá-
tens dimenzió feltárása. ennek különböző módszereivel – ld. főkomponens-
elemzés, faktoranalízis, klaszterezés – a statisztika tudományága foglalkozik. 
A felügyelet nélküli tanulás szövegkorpuszra történő alkalmazása során ezek 
közül leggyakrabban a klaszteranalízist használjuk – a fejezet gyakorlati példá-
ja során is egy ilyen csoportosítási eljárást mutatunk be.

a klaszterezési eljárás

egy szövegalapú adatbázis klaszterezésénél abból a hipotézisből indulunk ki, 
hogy a szóhasználatukban hasonló dokumentumok nagy valószínűséggel témá-
juk szerint is hasonlóak lesznek (Tikk 2007), a tartalmi hasonlóság pedig együtt 
jár bizonyos szavak, kifejezések használatával. A szövegkorpusz elemzésekor te-
hát az a cél, hogy a meglévő dokumentumok közötti strukturális elemek feltárá-
sával minél homogénebb – tehát témában hasonló – klasztereket hozzunk létre 
úgy, hogy a különböző klaszterek minél jobban eltérjenek egymástól. 

A klaszterezés módszerét szokás két csoportra bontani: a hierarchikus és 
a nem hierarchikus klaszterezésre. Jelen fejezetben a második, azaz a particio-
náló módszert vesszük górcső alá.1 ez az eljárás elsősorban akkor használatos, 
amikor nagyon sok adat áll rendelkezésünkre – ilyen a legtöbb szöveges adat-
bázis –, ami feltételezhetően egy számunkra nem látható struktúrával rendel-
kezik. emellett megkülönböztetünk puha és szigorú klaszterezést is; az elsőt 
témamodellezésnek is nevezik, ahol valószínűségi modellt alkalmazva minden 
egyes dokumentumnak egy adott p valószínűsége van arra, hogy egy klaszterbe 

1 A statisztika magyar nyelvezetében ezt jellemzően nem hierarchikus klaszterezésnek nevezik, azonban 
ennek egyéb változatai is vannak.
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kerüljön; ezzel szemben a szigorú klaszterezésnél minden dokumentum csak 
egy adott klaszterhez tartozhat, figyelmen kívül hagyva egy másik csoportba 
való kerülés valószínűségét.

Nézzük előzetes illusztrációként az eljárás egy gyakorlati politikatudományi 
alkalmazását! A közösségi média erősödésével óriási mennyiségű strukturálat-
lan adathalmaz áll a rendelkezésünkre,2 amit a megfelelő módszerrel értelmez-
hetővé és a hétköznapi életben is felhasználhatóvá lehet alakítani. ezt tűzték ki 
célul a melbourne-i Monash egyetem kutatói, akik terrorcselekmények Twit-
teren történő megjelenését, felhasználók általi feldolgozását vizsgálták ún. félig 
felügyelt tanulási módszerrel (Cheong-Lee, 2011).3 

A megközelítés lényege, hogy egy ismeretlen adathalmaz elemzésekor se-
gítségül hívnak már címkézett, kategorizált adatokat – természetesen azonos 
témában és hasonló csatornán létrehozott adatokat –, melyek segíthetnek az 
újak értelmezésében és a gépi tanulás pontosításában, továbbfejlesztésében. 
A Twitteren fellelhető források elemzése azért is az egyik leggyakoribb téma az 
adatbányászat területén, mert a rendszer maga már sokféleképpen kategorizálja 
az adatokat – a helyre, időre, felhasználó tulajdonságaira vonatkozó informá-
ciók mellett a kommunikáció módjának osztályozása is rendelkezésünkre áll 
(tweet, retweet, mention), míg a hashtag funkció használata a témák detektá-
lását is segíti. 

A kutatók az adatok elemzéséhez fel is használták ezt a segítséget, tehát az 
adatok begyűjtése után azok csoportosítása is megtörtént a különböző, elő-
zőekben felsorolt szempontok szerint. A terrorcselekmény témakörben tehát 
a legfontosabb szempontok a releváns hashtagek megtalálása és klaszterezése, 
valamint a kommunikáció módja voltak. ezek után véleményelemzést is végez-
tek, aminek során klaszterezték a bejegyzésekben megjelenő érzelemkifejezé-
seket. 

ehhez a folyamathoz egy saját szótárt hoztak létre már korábban elvégzett 
kutatások alapján,4 mellyel egyben a nem felügyelt tanulási módszerrel történő 
véleményelemzés eredményeit is ellenőrizhették. Az elvégzett elemzés ered-
ményeképpen tisztább képet kaptak arról, hogy milyen mintázatokat követhet 
a terrorcselekmények közösségi médiában történő feldolgozása. Az említett 
kutatás módszertana jóval komplexebb az itt bemutatandó gyakorlati problé-
mánál, azonban jól mutatja a felügyelet nélküli tanulási módszer hasznosságát 
nagy mennyiségű adathalmaz strukturálásában.

2 2016-os statisztikák szerint több mint 1,5 milliárd aktív facebook- és 320 millió aktív Twitter-felhasz-
náló van  (statista.com).

3 fontos megjegyezni, hogy csak szöveges tartalmat vizsgáltak, tehát a képek és linkek megjelenését nem 
vizsgálták külön.

4 A 2001. szeptember 11-i terrortámadáshoz kapcsolódó cikkek, bejegyzések elemzésével ld. Clark 
(2009). 
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a gyakorlati példa

Gyakorlati példánkban a napimigrans.hu nevű bevándorlóellenes weboldal 168 
cikkének szövegét elemezzük a felügyelet nélküli tanulási módszer segítségé-
vel.5 A radikális szervezetek politikatudományi relevanciája nem igényel hosz-
szabb indoklást: az európa-szerte előtérbe kerülő szélsőséges pártok gyakran 
jelentős választói támogatást élveznek, és a fősodor tematizációjától eltérő mó-
don szerkesztett, alternatív hírforrásokat tartanak fenn. Bár a napimigrans.hu 
weboldal nem köthető össze egyértelműen egyetlen hazai radikális szervezettel 
sem, a szélsőséges tartalmú információforrások elemzéséhez jól felhasználha-
tó felügyelet nélküli tanulási módszerekre példával szolgál. A magyar nyelvű 
szövegkorpusz elemzése kapcsán továbbá számos, sajátosan a magyar nyelvvel 
kapcsolatos gyakorlati problémára és annak megoldására tudunk kitérni.

A felügyelt tanulási módszerekről szóló fejezettel ellentétben most nem az r 
programozási nyelvet használjuk, hanem az ugyancsak nagy népszerűségnek 
örvendő Pythont (ennek 2.7-es verzióját). A forráskód sikeres futtatásához az 
olvasó figyelmébe ajánljuk az Anaconda6 elnevezésű eszköztárt, mely számos, 
többek között tudományos számításokhoz használható Python kiegészítőt (ún. 
libraryt) tartalmaz, és munkánkat a könnyen használható, átlátható kódstruk-
turálást és látványos vizualizációt lehetővé tevő IPython fejlesztési környezettel 
segíti. 

a probléma megoldása

A megoldandó politikatudományi probléma a következő: mintázatokat kell 
azonosítanunk a napimigrans.hu weboldal cikkei, pontosabban ennek szövegei 
között. Politikatudósként kíváncsiak vagyunk arra, hogy a médium híreit mi-
lyen témák dominálják, milyen kontextusban jelenik meg a célkeresztbe állított 
migránsok csoportja, illetve egyes országok és politikai vezetők milyen konno-
tációval tűnnek fel az egyes oldalakon. 

Mivel a cikkek egyenkénti alapos átolvasása és kategorizálása meghaladhat-
ja erőforrásainkat, a felügyelet nélküli tanulási módszercsoporthoz fordulunk 
a célból, hogy egy ún. topik- (avagy téma-) modellt alkossunk. egy témamo-
dellben a szövegkorpuszunk elemeinek szavaihoz valószínűségi értékeket ren-
delünk, ahol a témára leginkább jellemző kifejezések kapják a legnagyobb va-

5 A tankönyv weboldalán (qta.tk.mta.hu) az alábbiakban részletezett programkód mellett hozzáférhető 
a cikkszövegek automatizált összegyűjtését lehetővé tevő Python program is.

6 Az Anaconda letöltéséhez és telepítéséhez kövessük a következő weboldal utasításait: https://www.con-
tinuum.io/downloads. 
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lószínűséget. A témák és a klaszterek ebben az igen általános keretrendszerben 
analóg fogalmaknak tekinthetőek (Aggarwal – Zhai, 2012: 5). 

A témák azonosítása céljára a III.3. fejezetben bemutatott K-közép klasz-
terezés módszerét alkalmazzuk, mely egy adattípustól függetlenül általáno-
san hasznosítható megoldás. A módszer ezáltal hasznosítható szöveges adatok 
elemzésére is, ugyanakkor Aggarwal és szerzőtársai (2012c: 79) óvatosságra 
intenek: a szöveges adat olyan tulajdonságai, mint a magas dimenzionalitás, 
a  szétszórtság vagy az egyes szövegek méretének eltérése gyakran szükséges-
sé teszi a szövegspecifikus algoritmusok alkalmazását. Gyakorlati példánkban 
ezzel együtt a K elemű klaszterezés technikájára hagyatkozunk, mivel – alább 
látni fogjuk – a módszer sikeresen azonosít egyes fontosabb témákat a napimig-
rans.hu cikkeinek szövegeiben. 

a szövegkorpusz betöltése

első lépésként töltsük le a napimigrans.hu vizsgálandó cikkeit a tankönyv Git-
Hub oldaláról. A letöltéshez szükségünk lesz a Pandas nevű Python könyvtár-
ra, így azt első lépésként importáljuk be, és használjuk az elterjedt pd rövidítést 
a Pandas jelölésére a továbbiakban. 

import pandas as pd

Az ún. CSV-formátumú fájl (vesszővel tagolt adatfájl) értékei tabulátorkarak-
terekkel vannak elszeparálva, és az adatsor elemei ún. uTf-8 kódolásúak. Az 
uTf-8 kódolás tartalmazza a magyar nyelv ékezetes karaktereit, tehát indokolt 
a használata magyar nyelvű korpuszok kezelésénél. Nevezzük el továbbá a tábla 
két változóját a munka megkönnyítése érdekében. Az adatbázis betöltését köve-
tően jelenítsük meg az adatbázist.

url = „http://qta.tk.mta.hu/uploads/files/napimigrans_corpus.csv”
corpus_df = pd.read_csv(url, sep=”\t”, header=None, encoding=”utf-8”)
corpus_df.columns = [„url”, „text”]
corpus_df.head(10)

A fenti parancsok lefuttatása után az alábbi adatbázist fogjuk látni. 
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IV.2.1. ábra – Az adatbázis képe (részlet)

a szövegkorpusz előkészítése

A következő lépésben alkalmazzuk a korábbiakban már említett eljárásokat, 
hogy elemezhetővé tegyük a cikkek szövegeit. A szöveg előkészítésének célja 
nem más, mint az elemzési probléma leegyszerűsítése oly módon, hogy az igen 
hasonló tulajdonságokkal rendelkező szavakat azonosként kezeljük, továbbá 
a  számunkra szükségtelen kifejezésektől megváljunk (Lucas – Nielsen – ro-
berts – Stewart – Storer – Tingley, 2014). 

Végezzük tehát el szövegkorpuszunk elemzésre való előkészítését! első lépés-
ként importáljuk be az átalakításhoz szükséges Python könyvtárakat, melyek 
közül mindhárom az ún. Natural Language Toolkit (röviden NLTK) platform7 
ernyője alá tartozik. Az NLTK az egyik legnépszerűbb megoldás a különféle 
szövegek feldolgozásához, mivel használatát egyszerű utasítások és alapos on-
line útmutatók segítik.

import nltk
from nltk.tokenize import word_tokenize
from nltk.corpus import stopwords
from nltk.stem.snowball import SnowballStemmer
import unicodedata

definiáljuk a szótövesítést végző objektumot (stemmer) a magyar nyelvre, továb-
bá töltsük le az NLTK-hoz kapcsolódó, tiltólistás szavakat tartalmazó fájlokat.

7 További információ az NLTK honlapján: http://www.nltk.org/



IV.2. Csoportosítás: felügyelet nélküli tanulási módszerek  • 129

stemmer = SnowballStemmer(„hungarian”)
nltk.download(„stopwords”)
nltk.download(‚punkt’)

Munkánk megkönnyítése érdekében hozzunk létre egy függvényt, mely a szá-
mára értékként (argumentumként) megadott szöveget kisbetűsíti, eltávolítja az 
írásjeleket, kiszűri a tiltólistás szavakat, majd záró lépésként elvégzi a szótövesí-
tést is. Itt már látszik, hogy uTf-8 kódolású szövegkorpuszunk problémát okoz 
a tokenizálás ezen műveletében. A probléma pontos technikai leírása megha-
ladja a jelen fejezet kereteit, ezért vegyük adottnak a következő függvényt:

def strip_punctuation(text):
  punctutation_cats = set([‚Pc’, ‚Pd’, ‚Ps’, ‚Pe’, ‚Pi’, ‚Pf ’, ‚Po’])
  return ‚’.join(x for x in text
          if unicodedata.category(x) not in punctutation_cats)

A fenti függvény röviden összefoglalva összeveti az általa kapott szöveglánc 
elemeit az írásjelekhez tartozó unicode-kategóriákkal. ez a függvény végzi te-
hát az írásjelek eltávolítását. 

Az írásjeleket eltávolító függvény birtokában már megalkothatjuk az egyes 
cikkek szövegét tokenizáló függvényt, úgy, hogy kimeneti értéke az előkészített 
szöveg szavainak listája legyen.

def tokenize_article(text):
  text = text.lower() 
  text = strip_punctuation(text) 
  tokenized_text = word_tokenize(text) 
  tokenized_text = [word for word in tokenized_text 
           if word not in stopwords.words(‚hungarian’)] 
  tokenized_text = map(stemmer.stem,tokenized_text) 
  return tokenized_text

Próbaképp alkalmazzuk az előbb létrehozott függvényt korpuszunk első mon-
datára, illetve (mivel az előbb megadott függvény szavak listáját adja vissza) 
vonjuk össze a lista elemeit szóközzel elválasztott karakterlánccá.

print ’ ’.join(tokenize_article(corpus_df[„text”][0]))

Az átalakított mondat első néhány szava a következő alakot ölti: 
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2016 02 11 száz egy isis fogság szexrabszolg szenvedő nő csatlakozot ir egység nap 
hölgy nevez

Az eredeti (átalakítás előtti) mondat még a következőképp festett:

2016-02-11 Több száz, egykor az ISIS fogságában, szexrabszolgaként szenvedő nő 
csatlakozott ahhoz az iraki egységhez, mely a Nap Hölgyeinek nevezi magát

A fent részletesen tárgyalt előkészítő műveletek mellett fontos külön megem-
líteni a szótövesítés lépését. A szótövesítés a hasonló jelentéstartalmú szavak 
azonos szótőhöz rendelésével csökkenti a szöveg egyedi kifejezéseinek számát, 
így a komplexitást is (Grimmer – Stewart, 2013). Gyakorlati példánkban az ún. 
Snowball8 eljárást alkalmazzuk, mely az angolon túl számos egyéb (akár ma-
gyar) nyelvű szöveg szótövesítésére is megoldást kínál (Porter, 2011). fontos 
ugyanakkor megemlíteni, hogy az agglutináló nyelvekben, ahol az egyes szavak 
igen sok különböző alakban előfordulhatnak, a lemmatizálás hasznosabb lehet 
a szótövezésnél (Lucas et al., 2014). Szövegkorpuszunk első cikkének szavai jól 
láthatóan kisbetűsítésre kerültek, az ékezeteket és a tiltólistás szavakat kiszűr-
tük, továbbá az egyes kifejezéseket szótövesítettük. A Snowball algoritmus jól 
láthatóan eltávolította az egyes szavak végződéseit (ragjait), így kevesebb egyedi 
szóval kell dolgoznunk.

a szöveges adatok elemezhető formába hozása

A felügyelt tanulási fejezet gyakorlati példájához hasonlóan a szövegkorpusz 
előkészítése még nem elegendő az elemzés elvégzéséhez, hiszen ahhoz először 
valamilyen módon létre kell hoznunk a szövegek adatreprezentációját. Az adat-
reprezentációt jelen esetben is a dokumentum-kifejezés mátrix jelenti, mely az 
egyes dokumentumokhoz hozzárendeli a különféle szavak előfordulásának 
mérőszámait (legegyszerűbb esetben az egyes kifejezések gyakoriságait). 

Az adatelemzés műveletét jelentősen leegyszerűsítő és számos gépi tanulási 
módszert egyesítő scikit-learn nevű Python könyvtár9 jelentős segítséget nyújt 
nekünk: a CountVectorizer nevű osztály egy lépésben elvégzi a tokenizációt és 
az egyes szavak előfordulási gyakoriságainak kinyerését, és ehhez mindössze 
a  korpuszunk szövegeinek listájára és az előbbiekben kialakított segédfügg-
vényre van szükség. 

8 További információ a Snowball-projekt honlapján: http://snowball.tartarus.org/.
9 További információ és számos ingyenes útmutató a Python könyvtár honlapján: http://scikit-learn.

org/stable/.
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from sklearn.feature_extraction.text import CountVectorizer
vectorizer = CountVectorizer(tokenizer=tokenize_article)
document_term_matrix =vectorizer.fit_transform(corpus_df[[„text”])

Az előbbi műveletekkel meg is kaptuk a dokumentum-kifejezés mátrixunkat, 
azonban az előző fejezet szógyakoriságokat tartalmazó mátrixával szemben 
most próbálkozzunk meg a korábbiakban már röviden megemlített szógyako-
risági-inverz szógyakorisági (term frequency-inverse term frequency, TF-IDF) 
súlyozással is. A Tf-Idf súlyozási eljárás egy statisztikai módszer az egyes 
(akár több szóból álló) kifejezések „fontosságának” mérésére a szövegkorpusz 
egyedi szövegeire vetítve. A szövegkorpusz szövegeiben egyenletesen gyako-
ri kifejezéshez kisebb súly, míg a néhány szövegben gyakorta előforduló ele-
mekhez nagyobb súly tartozik (Ali – Wang – Haddad, 2015). A scikit-learn 
a TfidfTransformer nevű osztály formájában a Tf-Idf súlyozáshoz is egy egy-
szerű megoldást kínál:

from sklearn.feature_extraction.text import TfidfTransformer
transformer = TfidfTransformer()
tfidf_matrix = transformer.fit_transform(document_term_matrix)

A Tf-Idf súlyozás demonstrálása érdekében nézzük meg, hogy szövegkorpu-
szunk első mondatában milyen szavak kapták a legmagasabb súlyt, tehát mely 
kifejezések számítanak a „legfontosabbnak” az algoritmus alapján.10 Korábban 
már láttuk e cikk első mondatát, melyből következtethetünk a cikk témájára, de 
a cikk címe alapján már igazán egyértelművé válhat számunkra: Egykori szex-
rabszolgákból összeállt női egység harcol az ISIS ellen Irakban. Mint a cikkszö-
vegben a tíz legnagyobb súlyt kapott szót mutató IV.2.2. ábrán látható, a maga-
sabb súlyt kapó szavak alapvetően jól megragadják a cikk témáját: az ISIS magas 
értéket, tehát magas súlyt kapott, ahogy a nő és hölgy szavak, továbbá a fogság-
gal, harccal, védekezéssel kapcsolatos kifejezések is igen fontosnak számítanak. 
elmondhatjuk tehát, hogy a Tf-Idf súlyozás intuíciójával összhangban sikerült 
beazonosítani azokat a szavakat, melyek az első cikket leginkább megkülön-
böztetik a többi cikktől. Megjegyzendő továbbá, hogy a  Snowball szótövesítő 
technika korlátairól ad tanúbizonyságot az a tény, hogy a módszer nem vonta 
össze a nő és a nők szavakat. 

10 A legmagasabb Tf-Idf súlyt kapó kifejezések kinyerésének pontos módja megtalálható a fejezethez 
tartozó forráskódban, mely ugyancsak elérhető a tankönyv honlapján.
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IV.2.2. ábra – A korpusz első cikkének legmagasabb TF-IDF súllyal rendelkező szavai

rendelkezésünkre áll tehát a dokumentum-kifejezés mátrix, mely az egyes sza-
vak gyakoriságait Tf-Idf súlyozott formában tartalmazza. ez már lehetővé 
teszi a felügyelet nélküli tanulási módszer alkalmazását, hiszen kaptunk egy 
mérőszámot arra nézve, hogy az egyes szövegeket milyen szavak teszik „egye-
divé” a teljes korpuszon belül. ennek megfelelően elkezdhetjük a „hasonlóan 
egyedi” szövegek klaszterekbe történő csoportosítását.

a szövegek hasonlóságának mérése: 
a koszinuszhasonlóság

Az elemzéshez szükség lesz az egyes szövegek közötti hasonlóság mérésére szol-
gáló mérőszámra. egy ilyen, gyakran használt indikátor a koszinuszhasonlóság 
(Nenkova – McKeown: 60). A koszinuszhasonlóság olyan távolságértéket ad 
a kutató kezébe, melyet például az agglomeratív és hierarchikus klaszterezési 
módszerek könnyedén értelmeznek és kezelnek (Aggarwal – Zhai , 2012c: 90). 

Számítsuk ki a koszinuszhasonlóságot a szövegkorpuszunk összes cikkszö-
vegére! A sklearn Python könyvtár most is a segítségünkre lesz a cosine_simi-
larity függvénnyel, mely mátrixformában megadja számunkra minden szöveg 
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minden más szöveggel szemben mért koszinuszhasonlóságát egy 0 és 1 közötti 
számmal (az egy a tökéletes megfelelést, a nulla a hasonlóság teljes hiányát je-
löli). 

from sklearn.metrics.pairwise import cosine_similarity
cos_sim_matrix = cosine_similarity(tfidf_matrix)
cos_sim_matrix

Az előbbi sorok lefuttatását követően a IV.2.3. ábrán látható listát látjuk. 

IV.2.3. ábra – A szövegkorpusz koszinuszhasonlóságai

Az ábra a koszinuszhasonlósági mátrix egy részlete, hiszen a teljes mátrix túl 
nagy (168*168 elemű) ahhoz, hogy megjelenítsük. A mátrix megadja szövegkor-
puszunk minden cikkpárja közötti koszinuszhasonlóság mértékét. A főátlóban 
(ahol a sor és az oszlop száma megegyezik) egyeseket látunk, mely azt jelenti, 
hogy a korpusz egyes szövegei önmaguknak tökéletesen megfelelnek. Az első 
cikk (a mátrix első sora) és a második cikkszöveg közötti hasonlóság mértéke 
0.0379 (a mátrix második oszlopa). Vizsgáljuk meg, hogy az első cikk melyik 
másik cikkhez hasonlít a leginkább (önmagát nem számítva). emlékeztetőképp 
az első cikk első néhány szava a következő:

2016-02-11 Több száz, egykor az ISIS fogságában, szexrabszolgaként szenvedő nő 
csatlakozott ahhoz az iraki egységhez, mely a Nap Hölgyeinek nevezi magát

Nyerjük ki a koszinuszhasonlósági mátrixból az első cikkhez leginkább hason-
ló szöveg sorszámát, a hasonlóság mértékét, illetve írassuk ki magát a cikkszö-
veget is! ehhez importáljuk be a Python matematikai számítások elvégzésére 
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használt numpy11 nevű könyvtárát, mellyel kezelhető a numpy.ndarray típusú 
koszinuszhasonlósági mátrixunk. 

import numpy as np
print np.argmax(cos_sim_matrix[0,1:])
print cos_sim_matrix[0,1:][50]
print corpus_df[„text”][51]

e sorok lefuttatását követően megjelenő eredmény első sorából megtudjuk, 
hogy a hasonlósági mátrix első sorában (tehát az első cikk és az összes másik 
szöveg közötti hasonlósági érték esetében) az 50. elemnél a legnagyobb a ko-
szinuszhasonlósági érték (0,11518). Megjelent továbbá maga a cikkszöveg is, 
melynek első mondata a következő:

2016-02-12 Néhány élelmiszer ára rendkívüli módon megemelkedett az utóbbi he-
tekben deir ez-Zour több, az Iszlám Állam által körbezárt és ostrom alatt tartott 
kerületének piacain.

A két cikkszöveg közötti viszonylag magas hasonlóság logikus, hiszen mindkét 
cikk az Iszlám Állammal és a szíriai–iraki háborúval kapcsolatos, ugyanakkor 
a 0,1 körüli érték emlékeztet minket a két cikk markáns különbségeire: az első 
cikk szövegében magas Tf-Idf értéket kapó jazidi vagy nő szavak nem jelen-
nek meg e másik cikkszövegben. 

a felügyelet nélküli tanulási módszer 
alkalmazása

Az így előkészített korpuszt a K elemű klaszterezéssel mint felügyelet nélküli 
tanulási módszerrel elemezzük. A klaszterezésről bővebben szóltunk a III.3. 
fejezetben, így e helyt emlékeztetésképp csak annyit említünk, hogy az eljárás 
során egy megadott mennyiségű („K” darab) klaszterbe rendezzük megfigye-
léseinket (jelen esetben a napimigrans.hu egyes cikkeit) olyan módon, hogy az 
egyes elemek (cikkszövegek) csak egy klaszterbe tartozzanak. A klaszterezésnél 
használatos távolságdefiníciót jelen esetben az egyes szövegek szavainak Tf-
Idf súlyozott mennyiségei alapján számolt euklideszi távolságok adják. A Tf-
Idf súlyozással megkaptuk, hogy az egyes cikkszövegeket mely szavak külön-
böztetik meg leginkább az összes többi szövegtől, a klaszterezés során pedig 
a „hasonlóan egyedi” cikkszövegeket vonjuk össze.

11 További információ a numpy könyvtár honlapján található: http://www.numpy.org.
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A K elemű klaszterezést a sklearn Python library által biztosított KMeans osz-
tállyal hajtsuk végre. Legyen 5 klaszterünk, és rögzítsük a random_state értékét 
1-re, hogy a továbbiakban bemutatott eredmények pontosan megismételhetőek 
legyenek:

from sklearn.cluster import KMeans
km = KMeans(n_clusters=5, random_state=1)
km.fit(tfidf_matrix)

A fenti kódrészlet lefuttatásával végre is hajtottuk a K-közép klaszterezést, és az 
illesztett modell megtalálható a model nevű változóban. egyszerűen kinyerhe-
tőek a klasztertagságok is a szövegkorpusz összes cikkére, amit rögzítsünk az 
eredeti adatbázisban! 

memberships = list(km.labels_)
corpus_df[„cluster_membership”] = memberships
corpus_df.head(10)

ezt követően vessünk egy pillantást az eredménytáblára (IV.2.4. ábra).

IV.2.4. ábra – A klasztertagságokkal kiegészített adatbázis

eredményeinkből látható a kialakult klaszterek elemszáma. Az 5 klaszter közül 
az első (a Python számozásában nulladik) csoport 57 cikkszöveget sűrít össze, 
mely mintegy kétszeresen meghaladja a többi, 20-30 közötti darab cikket egye-
sítő klaszterek elemszámát (ld. IV.2.5. ábra).
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IV.2.5. ábra – Az egyes klaszterek elemszámai

Vizsgáljuk meg az egyes klasztereket olyan módon, hogy kinyerjük az adott 
klaszterre leginkább jellemző 30 kifejezést, és tegyünk kísérletet az egyes klasz-
terek témáinak azonosítására! ezt a klaszterközéppontok vizsgálatával tehetjük 
meg. első lépésként gyűjtsük ki a mátrix egyes oszlopaihoz tartozó szavak lis-
táját (feature names), a rangsorolt klaszterközéppontokat, majd írassuk ki az 
adott klaszter középpontját leginkább meghatározó 30 kifejezést.

terms = vectorizer.get_feature_names()
order_centroids = km.cluster_centers_.argsort()[:,::-1]
for i in range(0,5):
  term_list = []
  for ind in order_centroids[i,:30]:
    term_list.append(terms[ind])
  print „,”.join(term_list)+”\n”

A kinyert szavak alapján próbáljuk meg értelmezni – azaz felcímkézni – az 
egyes klasztereket! Kezdjük a legnagyobb tagsággal rendelkező első klaszterrel. 
Itt a program a következő 30 szót azonosította:
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európ, határ, is, migráns, ország, szerb, merkel, eu, görög, bevándorló, macedón, 
menekült, iszla, ha, ném, kancellár, görögország, 2016, nat, balkán, németország, 
unió, 02, ez, ember, magyar, uniós, áll, migrációs, osztra

A szavak arra engednek következtetni, hogy az első klaszter cikkei az euró-
pai migrációval, az európai unióval, Angela Merkel német kancellárral, illetve 
a migránsok útvonalán elhelyezkedő, illetve célállomását adó országokkal fog-
lalkoznak. 

A második, 26 cikket tartalmazó csoport legfontosabb kifejezései a követ-
kezők:

tör, iszla, szír, áll, is, szíri, hadsereg, város, kur, katon, al, öngyilkos, törökország, 
szerd, eln, ész, terrortámadás, svéd, férf, merénylet, erdog, egység, rész, forrás, 
orosz, tovább, támadás, iszlamist, mondt, európ

A szavak áttekintése arra enged következtetni, hogy a vizsgált klaszter a közel-
keleti eseményekkel foglalkozó szövegeket tartalmaz: szó esik Törökországról, 
Szíriáról, a szír polgárháborúról, merényletekről, továbbá az iszlámról és az isz-
lamistákról. 

A harmadik klaszter 22 cikkének legfontosabb szavai a következőképp fes-
tenek:

bíróság, év, vádlott, ügy, is, rendőr, szeged, bűncselekmény, migráns, bűntett, szám, 
ügyészség, magyarország, férf, határsértő, ké, vádlot, éves, el, határzár, iszla, teg-
nap, mti, megrongálás, elkövető, fogt, lány, mansour, ország, 16

A kifejezések egy, a magyar határral, illetve az ott határsértést elkövető beván-
dorlókkal foglalkozó cikkcsoportra engednek következtetni.

A negyedik csoport szövegeiben azonosított 30 legfontosabb szó a következő:

férf, rendőrség, éves, is, ember, gyer, lány, ir, bűncselekmény, őket, részlet, tovább, 
kisfiú, szexuális, 2016, 02, nyom, eset, 10, menekült, törvény, év, ké, allah, egy, miat, 
muszl, hár, őrizet, az

Az azonosított szavak arra engednek következtetni, hogy a negyedik klaszterbe 
tartozó napimigrans.hu cikkek a migránsok által elkövetett, kiemelten a sze-
xuális tartalmú bűncselekményekkel, illetve azok szankcióival foglalkoznak.

Az ötödik klaszter 30 leglényegesebb kifejezése a következő:
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016, 02, 14, 22, közzétett, un, 21, február, 24, par, tv, ben, facebo, látsz, vaj, videó, 
tüntetés, idiót, gyerek, 16, megin, français, látható, merkel, nyom, bevándorló, of, 
métr, 2015, európ

Úgy tűnik, hogy a klaszter cikkeinek részletesebb vizsgálata szükséges, hiszen 
a szavak igen vegyes témákra engednek következtetni: feltűnik Angela Merkel 
neve, a français szó feltételezhetően a franciaországi terrorista merényletekre 
utalhatnak (je suis français), a többi kifejezés funkciója azonban nem egyértel-
mű.

érvényességvizsgálat egy alternatív módszerrel

eredményeink érvényességének megállapítása érdekében vessük össze a koráb-
biakban végrehajtott K-közép klaszterezés eredményeit a könyv III.3. fejezet-
ében már említett látens Dirichlet allokáció (LdA) módszerével. röviden ösz-
szefoglalva az LdA valószínűségi modellje egy szövegkorpusz dokumentumait 
bizonyos témák keverékeként reprezentálja, és a kutató által meghatározott 
számú témát a témamodell révén maga az LdA határozza meg.

Az LdA művelete is végrehajtható a sklearn könyvtárral. Az LdA-t az ere-
deti, tehát a Tf-Idf súlyozást megelőzően kapott dokumentum-kifejezés mát-
rixra illesztjük. A K-közép módszer segítségével 5 klasztert számítottunk, ezért 
azonosítsunk az LdA technikával is 5 témát.

from sklearn.decomposition import LatentDirichletAllocation
lda = LatentDirichletAllocation(n_topics = 5, random_state = 1)
lda.fit(document_term_matrix)

A modellbecslés lefutását követően a modellobjektumból kinyerhető az egyes 
témák kifejezéseloszlása a következő parancssal:

lda.components_

A klaszterezés műveletéhez hasonlóan írassuk ki az egyes témák 30 legfonto-
sabb szavát!

for topic_idx, topic in enumerate(lda.components_):
  print „Topic #%d:” % (topic_idx + 1)
  print „ „.join([vectorizer.get_feature_names()[i]
          for i in topic.argsort()[:-30 - 1:-1]])
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Az LdA által azonosított első téma legnagyobb súllyal bíró szavai a következők:

is, határ, európ, migráns, ország, szerb, bevándorló, nyom, unió, ha, rendőr, mene-
kült, merkel, fog, magyar, vég, útvonal, magyarország, mti, kerítés, németország, 
ót, törökország, illegális, macedón, határsértő, év, ember, február, tör

Úgy tűnik, hogy az első témába tartozó cikkek elsősorban a migráció euró-
pai útvonalával és az általa érintett európai országokkal foglalkoznak. Az első 
kifejezés valószínűsíthetőleg az ISIS szótövezett alakja (az „is” szó a tiltólistás 
szavak közé sorolandó, tehát a tokenizáció során eltávolítható), a csoport cikkei 
így valószínűleg párhuzamot vonnak a terrorszervezet és a migráció között. 
első ránézésre a téma cikkei jelentős átfedést mutatnak a klaszterezés során 
kapott első számú csoport cikkeivel.

A kettes számú téma domináns szavai a következők:

the, ahluwal, new, yor, of, an, gyilkosság, sykes, légitársaság, is, was, nélkül, at, nő, 
cutler, felvétel, utc, outs, punch, őket, university, közzétett, stop, kisfiú, fehér, fash, 
divatvilág, szikh, turbán, cnnnek

A téma szavai láthatóan Waris Ahluwalia, a szikh divattervező esetével kapcso-
latosak. Ahluwaliát 2016 elején egy légitársaság nem engedte fel a gépére, mivel 
a divattervező a reptéri ellenőrzésnél nem volt hajlandó levenni a turbánját. 
A többi kifejezés önmagában nehezen értelmezhető. 

Az LdA által becsült harmadik téma legfontosabb szavai a következők:

kultúra, egyenlő, kultú, kultúr, valamenny, calais, is, muzulm, jelenleg, migráns, 
miat, feleség, őket, rendőrség, ezer, ha, bíráln, ember, hely, érték, vallás, gyerek, 
euró, tesz, kellen, dzsungel, nyugateuróp, 20160213, első, szervez

A kifejezésekből arra következtethetünk, hogy a témába tartozó cikkek a musz-
lim kultúrával és vallással kapcsolatosak. előkerül továbbá Nyugat-európa és 
a rendőrségi fellépés is (feltételezhetően a migránsokkal szembeni akciókról 
lehet szó).

A negyedik téma legfontosabb kifejezései a következők: 

is, iszla, hadsereg, város, férf, áll, ember, katon, tör, éves, szíri, európ, rész, terrorist, 
ország, tartomány, nap, ellen, forrás, év, egység, terrorista, nyom, rendőrség, szír, 
ha, erő, őket, mag, kur
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A kategória jól láthatóan hasonlít a K-közép klaszterezés során kapott kettes 
számú klaszterre. A téma cikkeiben az ISIS-ról, a közel-keleti fegyveres konf-
liktusról (hangsúlyosan a szíriai polgárháborúról), illetve a kurdokról esik szó. 

Az LdA témái közül az ötödik téma esetében a következő szavak dominálnak:

un, par, vádlott, français, szeged, franc, femm, à, közzétett, bíróság, ausztrál, rac-
ism, 20160224, február, segély, százale, hét, le, 2016, mun, antiblanc, dans, pas, ét, 
la, sos, en, dun, ké, 20160218

A számos francia kifejezés kapcsán a franciaországi terrormerényletek juthat-
nak eszünkbe, azonban Szeged város neve vagy a segély szó egy igen vegyes 
témára engednek következtetni. 

Azonosítsuk mindezek után az egyes szövegek leginkább domináns témá-
it! ehhez először vizsgáljuk meg, hogy miképp kapjuk meg a témák súlyát az 
egyes szövegekre nézve! futtassuk le a következő műveletet!

lda_doc_topics = lda.fit_transform(document_term_matrix)
print lda_doc_topics

A korábban létrejött „lda” objektum felhasználásával transzformáljuk a doku-
mentum-kifejezés mátrixunkat (amin az LdA-becslést is végeztük). A transz-
formáció eredménye megjelenik előttünk: egy tömböt látunk, mely a szöveg-
korpusz mindegyik dokumentumára nézve megadja, hogy milyen súlyt kapott 
az öt, az LdA művelete által azonosított téma (a nagyobb értékek természetesen 
magasabb súlyt kapnak). Nincs más teendőnk a domináns téma azonosításá-
hoz, mint hogy soronként (cikkenként) azonosítsuk a maximális értéketm és 
határozzuk meg az értékhez tartozó oszlop sorszámát (az oszlopok sorszámai 
megfelelnek az előzőekben taglalt témák számainak). A matematikai művele-
tekre kiválóan hasznosítható numpy Python könyvtárral ezt egyszerűen végre 
tudjuk hajtani.

dominant_topics = np.argmax(lda_matrix, axis=1)

A dominant_topics változó már mindegyik dokumentumra nézve tartalmazza 
az adott cikk domináns témáját (pontosabban annak sorszámát). Adjunk hoz-
zá egy új oszlopot a kezdeti adatbázisunkhoz, mely ezeket a témaazonosítókat 
tartalmazza!

corpus_df[„dominant_topics”] = dominant_topics
corpus_df.head(10)
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A fenti sorok lefuttatását követően megjelenik előttünk a domináns témák sor-
számaival kiegészített adatbázis (IV.2.6.).

IV.2.6. ábra – A domináns LDA-témák sorszámaival kiegészített adatbázis

Vessünk egy pillantást a domináns témák gyakoriságaira (IV.2.7. ábra)!

IV.2.7. ábra – A domináns LDA-témák gyakoriságai

A K-közép klaszterezéshez hasonlóan az egyes csoportok elemszáma igen 
kiegyenlítetlen. Az első és a negyedik téma 60 fölötti gyakoriságához képest 
a többi téma nagyjából 10 cikket tömörít.

eredményeink érvényességének megállapítása érdekében vessük össze a klasz-
terezés során kapott klasztertagságokat és a domináns témák azonosítóit! ehhez 
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számítsunk kereszttáblát az adatbázis klasztertagságokat és a domináns témák 
sorszámait tartalmazó változók között! 

cluster_topic_crosstab = pd.crosstab(corpus_df[„dominant_topics”], corpus_
df[„cluster_membership”]).as_matrix()
cluster_topic_crosstab

A megjelenő kereszttábla sorszámai megfelelnek a domináns témák azonosí-
tóinak, az oszlopok sorszámai pedig a klasztertagságokat jelentik (azaz az első 
sorban és első oszlopban megtalálható érték azokat az eseteket jelöli, ahol az 
adott dokumentum egyszerre kapott egyes sorszámot a klasztertagságok és 
a domináns témák tekintetében is). A kereszttábla celláiban lévő számokat át-
tekintve látható, hogy bizonyos klasztertagságok szorosan összefüggnek egyes 
domináns LdA-témákkal. Az első számú klaszterbe 43 olyan cikk tartozik, 
mely ugyancsak egyes sorszámú domináns témával rendelkezik, továbbá a né-
gyes számú domináns téma dokumentumai nagy számban feleltethetők meg 
a kettes, hármas és négyes klaszterbe tartozó cikkeknek. 

Számítsunk Khi-négyzet statisztikát a két kategorikus változó között, hogy 
mérhetővé tegyük a klasztertagságok és a domináns LdA-témák közötti kap-
csolat szorosságát! ehhez vegyük igénybe a scipy nevű Python könyvtárat!

from scipy.stats import chi2_contingency
chi2, p, dof, ex = chi2_contingency(cluster_topic_crosstab)
print chi2, p

Látható, hogy a Khi-négyzet statisztikaértéke magas (87,056), tehát a p-érték 
igen alacsony (8,69*10-12). Az egyes cikkek klasztertagságai és a domináns LdA-
témák között statisztikailag szignifikáns kapcsolatot mérhetünk, azaz a  két 
módszer eredményei jelentősen átfednek. Az eredmény nem lehet különöseb-
ben meglepő, hiszen az egyes témák jellemző kifejezéseinek vizsgálatakor egy-
értelmű párhuzamokat vettünk észre a K-közép módszer során létrejött klasz-
terekekkel. A két felügyelet nélküli tanulási módszer eredményei ennyiben 
kölcsönösen validálták egymást, s így kutatási kérdésünkre megfelelő választ 
hozott elemzésünk.
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ellenőrző kérdések

•  Milyen kutatási kérdés megválaszolására lehetne felhasználni a magyar Or-
szággyűlés képviselőinek felügyelet nélküli tanulási módszerekkel vizsgált fel-
szólalásait? 

•  Milyen előnyökkel jár a Tf-Idf súlyozás a nyers szógyakoriságokkal szemben? 
•  Mennyire nehezíti meg a magyar nyelv a kutató dolgát a felügyelet nélküli ta-

nulási módszerek alkalmazása során?
•  Milyen módszertani problémákat kell megoldani annak érdekében, hogy egy 

felügyelet nélküli tanulási módszerrel azonosítsuk az index.hu adott napi cím-
lapjának témáit?

Szószedet

Magyar Angol

K-közép klaszterezés K-means clustering

Klaszterközéppont Cluster centroid

Klasztertagság Cluster membership

Koszinuszhasonlóság Cosine similarity

Python könyvtár Python library

Szógyakorisági inverz Term frequency-inverse 

Szógyakorisági súlyozás Term frequency weighting

Szótövesítés, szótövezés, szótőképzés Stemming

tokenizáció Tokenization

topikmodell, témamodell Topic model

ajánlott irodalom

A felügyelet nélküli tanulási algoritmusok statisztikai és matematikai alapjaiban 
való mélyebb elmélyüléshez az olvasó figyelmébe ajánljuk Hastie, Tibshirani és 
friedman művét (2005). A szövegelemzési és szövegbányászati módszerek jobb 
megértéséhez érdemes áttekinteni Aggarwal és szerzőtársai (2012) könyvét. A 
technikák és mintaprogramkódok gyakorlati alkalmazásához ajánljuk a fejezet-
ben említett Python könyvtárak (nltk, sklearn) honlapjának áttanulmányozását, 
illetve a tankönyv honlapján (http://qta.tk.mta.hu) fellelhető anyagokat. 





v. KIteKIntéS





Sebők Miklós

V.1. TOVÁBBI KuTATÁSI IrÁNyOK

A fejezet célja, hogy kitekintést nyújtson a kötetben bemutatott alapvető problé-
mákon és technikákon túl a kvantitatív szövegelemzés tudományterületére. e fe-
jezetben bemutatjuk azokat a legfontosabb kiterjesztési lehetőségeket, melyek egy 
természetes következő lépést jelentenek a kötet ismeretanyagát már elsajátító olvasó 
számára. ennek keretében vázolunk olyan, a klasszikus szövegbányászati felada-
tokhoz tartozó, illetve ezen részben túlmutató feladatokat, mint a kivonatolás vagy 
a többnyelvű információkinyerés. Másodsorban tárgyaljuk a „szöveg mint adat”-
megközelítés multimédiás és internetalapú kiterjesztéseit, valamint az ezekkel 
kapcsolatos új információbányászati technikákat. Kitérünk a számítógépes QTA 
elemzések olyan speciális problémáira, mint a programválasztás és a programok 
használata. Zárásképpen pedig a tágabb tudományági kontextust villantjuk fel 
a Big data szociológiája és a számítógépes társadalomtudomány kapcsán.

A jelen kötet legfontosabb célja az volt, hogy bevezetést nyújtson a nemzetközi 
politikatudomány két – részben átfedést mutató – kurrens irányzatába, a kva-
litatív adatok elemzésébe és a szövegbányászatba. e bevezető jelleg ugyanakkor 
szükségképpen szelekcióra késztette a szerkesztőt és a szerzőket. feladatunk az 
volt, hogy bemutassuk a QTA elemzések alapfogalmait és leggyakoribb mód-
szereit, tudván hogy tényleges kutatási alkalmazásukhoz a területtel ismerkedő 
olvasónak még további elmélyülésre lesz szüksége. Az, hogy röviden kitekin-
tettünk a kutatási alkalmazás fontosabb lépéseire – így például az elméletal-
kotásra és a kutatási stratégiákra is –, egy tudatos döntés volt, még akkor is, ha 
tudtuk, hogy ezzel a technikák bemutatása vagy bizonyos speciális feladatok 
elvégzése csak korlátozott terjedelemben, egy-egy fejezetben, illetve néhány 
példa kapcsán szerepelhet csak a kéziratban. 

Annyi bizonyos, hogy a későbbiek során mind az anyag bemutatásának 
elvontsági szintje, mind tematikus kiterjedtsége emelendő, még akkor is, ha 
a  számítógépes nyelvészetben és szövegbányászati irodalomban bevett ma-
tematikai-informatikai apparátusra a társadalomtudósnak nincs feltétlenül 
szüksége. Abban is bízhatunk, hogy a hazai szakirodalom fejlődése és az itt 
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bemutatott technikákat alkalmazó magyar nyelvű cikkek gyarapodása megfe-
lelően kiegészíti, s ha kell – amint az rendszerint a technológiai tárgyú könyvek 
osztályrésze – meghaladja majd e kötet tartalmát. Annak érdekében, hogy je-
lezzük, hogy milyen esetekben éreztük kényelmetlennek a fenti kompromisz-
szumokat, e rövid fejezet kitekintés nyújt négy, a könyvben nem szereplő (vagy 
legalábbis megkerült), de fontos problémakörre.

1. A klasszikus szövegbányászati feladatok köre részben túlmutat a könyvben 
tárgyalt, s a névelem-felismeréssel, az osztályozással és a csoportosítással leír-
ható legszűkebb problémaegyüttesen. A szövegek kivonatolása, illetve össze-
foglalása (Kovács, 2007: 166–175) egy ilyen, meglehetős technikai kihívások-
kal terhes, de egyben nagy gyakorlati jelentőségű terület. A szövegbányászat 
egyik legalapvetőbb területét jelentő információkinyerés esetében a névelemek 
kiemelése mellett ugyanilyen fontos ezek kapcsolatának feltárása (Jing Jiang, 
2012: 22–29). 

Nem foglalkoztunk a kötetben az egyes természetes nyelvek speciális prob-
lémáival. figyelemmel arra, hogy a magyar nyelv nem része a nagy világnyel-
vek nyelvcsaládjainak – s ettől nem függetlenül a magyar nyelvvel foglalko-
zó kutatócsoportok relatíve kis méretűek – az olyan többnyelvű feladatok és 
megoldásaik, mint a tudástranszfer (Pan et al., 2012: 223–238) és a többnyelvű 
szövegbányászat (Nie, 2012: 324) a haladó kutató számára különösen fontosak 
lehetnek. részben ehhez kapcsolódik a szó-dokumentum mátrix leegyszerűsí-
tésének problémaköre, mely szinte minden empirikus kutatás során felmerül. 
Az e célt is szolgáló témamodellezési megoldások a jelen könyv szövegének első 
kiterjesztései között szerepelhetnének (Crain et al., 2012: 129). 

egy másik és már a politikatudományban is alkalmazott terület a különbö-
ző osztályozási algoritmusok együttes használata (Zhang – Ma, 2012). A kü-
lönböző logikát alkalmazó függvényekre épülő technikák eredményeinek sú-
lyozott vagy szavazásos összesítése (i. m.: 35) egyfajta biztosítékot jelenthet az 
egyes megoldások speciális módszertani korlátai ellen. A fentieken túl számos 
olyan határterülete van a politikatudománynak a számítógépes nyelvészettel, 
mely korábban kivitelezhetetlennek tűnő kutatási stratégiák előtt nyit teret. 
ezek közül kiemelkedik a nagy szöveges adatbázisok (törvények, parlamenti 
beszédek, médiatermékek tartalmának) elemzése. Az ilyen interdiszciplináris 
kutatások előtt álló lehetőségek túlzás nélkül korlátlannak tekinthetők (ezek 
kapcsán ld. az éves számítógépes nyelvészeti konferenciák előadásait, így pl. 
MSZNy, 2010).

2. A második nagy témaegyüttes, mely további feldolgozásra vár, egyik kiindu-
lópontunkkal, a szöveg mint adat feltevésével kapcsolatos (Grimmer – Stewart, 
2013; Laver et al., 2003). egyrészt felmerülhet a megközelítés kiterjeszthetősége 
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olyan más kvalitatív adatforrásokra, mint amilyenek a képek vagy filmek. Más 
kutatások az adatforráshoz kapcsolódó elemzési módszereket használnak, me-
lyek részben túlmutatnak a szöveg mint adat paradigma hagyományos kérdés-
feltevésein és megoldásain. 

e tekintetben talán a leggyorsabban fejlődő terület az internetes adatok fel-
dolgozása. Az olyan valamilyen módon újszerű adatforrások, mint a multimé-
diás és közösségi médiás tartalmak, s általában a metaadatokkal rendelkező 
webes/web 2.0-ás dokumentumok sok szempontból előnyöket kínálnak a pa-
píralapú vagy rosszabbul strukturált elektronikus adatforrásokkal szemben. 
Az osztályozási algoritmusok dolgát jelentősen könnyítik az ilyen többletinfor-
mációk, nem beszélve a webes információk tömeges beszerzésének relatíve ala-
csony költségeiről (vö. web crawling; a strukturált adatbázisok kinyerése webes 
információkinyerő rendszerek (wrapperek) segítségével – ferrara et al., 2014). 
e területnek részben egy sajátos kutatási területe és technológiája is kialakult 
(ld. pl. a közösségi hálózatok elemzését [Hogan, 2008] és a webes adatok bányá-
szatát [Liu, 2011; Markov – Larose, 2007]).

3. Legfeljebb jelzésértékű módon foglalkoztunk a szövegben a számítógépes 
QTA olyan speciális problémáival, mint a szoftverek kiválasztása és célirányos 
használata a társadalomtudományi kutatásokban (ld. pl. Gilbert et al., 2014; 
Silver – Lewins, 2014). e tekintetben különbséget kell tenni a gépi támogatású 
és a gépi adatelemzés között. előbbiek esetében a kutató személyét és szubjek-
tív döntéseit felértékelő antropológiával és a szociológia egyes ágaival mutathat 
átfedést a politikatudós érdeklődése. A kézi annotálás változatos funkcióitól 
a fogalmak közötti hálózatok ábrázolásáig a kódolást támogató CAQdAs prog-
ramok fontos szerepet játszhatnak a politikatudományi kutatás eszköztárában. 
A legelterjedtebb ilyen kereskedelmi szoftverek (ATLAS.ti; MAXQdA; Nvivo, 
QdA Miner – ld. Bazeley – Jackson, 2013; friese, 2014) közül e kötetben némi 
ízelítőt adtunk az ATLAS.ti bizonyos funkciói kapcsán (egy ingyenes alternatí-
va az r programnyelvhez készített „rQdA” csomag). Optimális esetben ugyan-
akkor egy önálló monográfia foglalkozhatna az ilyen megoldások társadalom-
tudományi alkalmazásának lehetőségeivel és a szoftverfunkciók részleteivel. 

Hasonlóan önálló kutatási területnek tekinthető mára az automatizált 
gépi szövegbányászat, legyen szó szótáralapú, felügyelt tanulási vagy felügye-
let nélküli tanulási módszerekről. e tekintetben némileg nagyobb a választék, 
hiszen a kereskedelmi szoftverek (mint amilyen a WordStat) mellett például 
a szabad hozzáférésű r programnyelvhez is számos témánkba vágó kiegészítő 
modul érhető el (ld. pl. „tm” kiegészítőt – feinerer, 2015). Bár a kötet számos 
példát hoz ezek alkalmazására, módszeres bevezetésre e tekintetben sem volt 
lehetőségünk. Márpedig a megfelelő szoftver, illetve applikáció kiválasztása 
egy olyan döntés, mely akár a kutatási eredményekre is kihatással lehet. 
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Általánosságban itt azzal a tanáccsal élhetünk, hogy egyszerűbb és mára 
sztenderdizált feladatok elvégzésére célszerű kereskedelmi szoftvereket alkal-
mazni (mint amilyen a Tikk [2007: 238] által is tárgyalt SPSS Clementine vagy 
a Provalis már említett WordStat szoftvere). Komplexebb műveletek elvégzésé-
re és speciális kutatási igények kivitelezéséhez ugyanakkor már megéri „be-
fektetni” valamely gyakran használt programnyelv megismerésébe. A kötetün-
ket kísérő honlapon (qta.tk.mta.hu) bővebben is kitérünk az egyes szoftverek 
funkcióinak áttekintésére, illetve mintascripteket is közlünk az r és Python 
programnyelvben bizonyos alapműveletek kapcsán (illetve általánosságban ld. 
Ledolter, 2013). 

4. Végezetül fontos megemlítenünk a szövegbányászat lehetséges tudományos 
és társadalmi hatását tárgyaló különböző kutatási irányokat, így például a Big 
data szociológiáját (Csepeli – dessewffy, 2015) és a számítógépes társadalom-
tudomány gyorsan fejlődő területét (Cioffi-revilla, 2014). e még porózus kör-
vonalakkal rendelkező két tudományág a hagyományos QTA-megközelítésnél 
sokkal közvetlenebb módon kapcsolódik a filozófiához és a természettudomá-
nyokhoz, amennyiben a társadalmi komplexitás elméleti kérdéseivel is foglal-
koznak (Miller – Page, 2007). egyes szerzők (pl. Barabási-Albert, 2010) egye-
nesen az emberi dinamika új korszakáról értekeznek, melyben a jövő (mint az 
emberi viselkedések összessége) „kiszámíthatóvá” válik. A számítógépes társa-
dalomtudományban e célt részben ágensalapú szimulációs eljárásokkal model-
lezik (Vág, 2006; Kovács – Takács, 2003). 

Annyi talán már e rövid felsorolásból is látszik, hogy kötetünk legfeljebb egy 
első, kezdetleges lépés a fejlett QTA-alapelvek és technikák magyarországi tár-
sadalomtudományi alkalmazása terén. reményeink szerint könyvünket tanul-
mányok és monografikus művek sora követi majd, melyek választ adnak az 
olvasó olyan kérdéseire is, melyeket nem tudtunk részletesebben tárgyalni. 
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Szószedet

Magyar Angol

ágensalapú modellezés/szimuláció Agent-based modelling/simulation

Csoportok közötti csatornakövetés ensemble learning

emberi dinamika Human dynamics

Információbányászat Information extraction

Kapcsolatbányászat relation extraction

Kifejezés-dokumentum mátrix Term-document matrix

osztályozó bizottság Classifier committee

összefoglalás, kivonatolás Summarization

robottal támogatott internetes keresés Web crawling

Számítógépes társadalomtudomány Computational social science

társadalmihálózat-elemzés Social network analysis

topikmodellezés (témamodellezés) Topic modelling

többnyelvű szövegbányászat Translingual mining

tudástranszfer Transfer learning (inductive transfer)

Webes adatbányászat Web data mining

Webes információkinyerő rendszer Wrapper

ajánlott irodalom

A kötet tematikáján részben túlmutató területek megismeréséhez kiváló be-
vezetést nyújt magyar nyelven Tikk (2007), angol nyelven Aggarwal és Zhai 
(2012d). A további témák kapcsán ajánlott irodalmak: a kvalitatív adatelemzési 
szoftverek közötti választásról: Silver – Levins (2014); az internetbányászatról: 
Liu (2011); a számítógépes társadalomtudományról: Cioffi-revilla (2014).
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A KöTeTeT KIeGéSZÍTŐ HONLAP 
BeMuTATÁSA

A kötetet a http://qta.tk.mta.hu címen elérhető oldal egészíti ki, amelyen továb-
bi információk találhatók a könyv anyagához. Mivel kötetünket aktív kutatók-
nak-oktatóknak és felsőoktatási hallgatóknak egyaránt ajánljuk, szerkezetében 
keverednek a kézikönyv és a tankönyv elemei. Az oktatásban való közvetlen 
alkalmazást segíteni hivatottak a fejezetek végén megadott vizsgakérdések mel-
lett a kötet honlapján szereplő további tartalmi egységek.

Forrás: http://qta.tk.mta.hu/a-konyvrol

Ilyen a könyv fejezeteinek kivonata, valamint a kötethez készült munkafüzet, 
melynek segítségével a gyakorlatban is elsajátíthatjuk a tanult módszereket. ez 
gyakorló feladatokat (megoldásokkal), illetve az egyes feladatokra alkalmazha-
tó scripteket is tartalmaz. A honlapon szereplő linkekről elérhetőek olyan sza-
bad hozzáférésű szövegelemző programok is, amelyekkel alkalmazott kvantita-
tív szövegelemzési kutatásokat végezhetünk. ehhez olyan magyar, illetve angol 
nyelvű szövegrepozitóriumokat is bemutatunk, melyek megfelelő adatbáziso-
kat kínálnak a QTA-eljárások alkalmazására. Végezetül a honlap egy magyar–
angol szószedettel is segítséget nyújt a szakkifejezések közötti eligazodásban. 
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osztályozó bizottság – ld. osztályozás
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particionáló módszerek – ld. felosztó módszerek
pontosság (precision) 53., 59., 61., 70., 82., 88.,111., 112., 114., 115., 116., 118., 119., 121.
pozitivizmus 8., 19.
posztpozitivizmus (postpositivism) 8.
predikciós modell – ld. klasszifikáció
prediktív érvényesség – ld. érvényesség
puha osztályozás – ld. osztályozás
Python könyvtár (Python library) 127., 128., 130., 132., 135., 140., 142., 143.
rejtett dirichlet-allokáció 95., 99.

látens dirichlet-allokáció 100., 138.
r-csomagok 108., 121.
robottal támogatott internetes keresés/letöltés (webscraping) 151. 
statisztikai gépi tanulás 22.
stopszavak (stop words) 41., 49., 109.
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tiltólistás szavak 41., 49. 52., 90., 108., 124., 128., 129., 130., 139.
tiltólistás szavak eltávolítása (stop-word-removal) 100.

strukturálás 124., 125.
strukturálatlan adat 125.
strukturálatlan korpusz 40.strukturálatlan szöveg 40., 52., 54.
strukturált adat 52., 149.
strukturált információ 40., 60.
strukturált korpusz 51.
strukturált szöveg 52.
számítógéppel támogatott kódolás – ld. géppel támogatott kódolás
számítógéppel támogatott kvalitatív adatelemzés (Computer-Assisted Qualitative data 

Analysis, CAQdAs) ld. adatelemzés
számítógéppel támogatott szövegelemzés 20., 22., 23.
számítógépes társadalomtudomány 147., 150., 151.
szemantika, szemantikai érvényesség – ld. érvényesség
szemantikai osztály 58.
szentimentelemzés ld. véleményelemzés
szövegkorpusz – ld. korpusz
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szóalak 41., 61.

token 52., 61.
szóalaksorozat 52.
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szó-dokumentum mátrix – ld. dokumentum
szófaji egyértelműsítés (POS-tagging) 78., 84.
szógyakorisági inverz (term frequency inverse) 131., 143.
szógyakorisági-inverz szógyakorisági (Tf-Idf) súlyozás 131.
szógyakorisági súlyozás 131., 143.
szószedet 25., 67., 68., 72., 177.
szótáralapú besorolás 66.,

szótáralapú eljárások/megoldások/módszerek (dictionary-based methods) 25., 
31., 65., 66., 67., 68., 69., 70., 71.,72., 75., 149.

szótárkészítés 69.
szótár validálása – ld. validálás

szótőképzés (stemming), vö. lemmatizáció 40., 49., 100., 143.
szótövesítés 119., 120., 124., 128., 129., 130., 131., 143.
szótövezés 39., 41., 49., 100., 130., 143. szótő levágása 90.
toldaléklevágás 39., 40., 52.

szózsák (bag of words) 19., 21., 22., 39., 40., 41., 42., 47., 48. 49., 50., 60., 79., 80., 89., 
100., 109.

vektortérmodell 39., 49.
szövegbányászat (text mining) 7., 8., 10., 15., 16., 20., 21., 22., 23., 50., 51., 52., 65., 87., 

88., 123., 143., 147., 148., 149., 150.
többnyelvű szövegbányászat 151.

szövegelőkészítés (preprocessing) 39., 40., 41., 49., 52., 61., 89., 100., 108., 123.
előfeldolgozás 49., 61.

szöveg mint adat (text as data) 20., 22., 147., 148., 149.
szövegtartomány 23., 40., 53., 61., 88.

domain 23., 40., 53., 61.
tématerület 49., 53., 61.

tanítóhalmaz (training set) 26., 31., 58., 66., 67., 69., 70., 72., 100., 11., 112., 114., 115., 
116., 119., 121., 123.

tanítókörnyezet 86.
társalgáselemzés – ld. beszélgetéselemzés
társadalmihálózat-elemzés 151.
tartalomelemzés (content analysis) – ld. kvalitatív tartalomelemzés
teljesség – ld. fedés
téma 19.
tématerület – ld. szövegtartomány
témamodell – ld. topikmodell
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témamodellezés – ld. topikmodell
természetesnyelv-feldolgozás (natural language processing, NLP) 52., 61.
Természetesnyelv-tanulási Konferenciák (Conference on Natural Language Learning, 

CoNLL) 51., 
teszthalmaz (testing set) 58., 111., 112., 114., 115., 116., 117., 118., 119., 121.
tiltólistás szavak – ld. stopszavak
token – ld. szóalak
tokenizáció 130., 139., 143.

tokenizálás (tokenization)129.
tokensorozat – ld. szóalaksorozat

toldaléklevágás – ld. szótövezés
topikmodell 95., 100., 143.,

témamodell 95., 126., 143.
topikmodellezés 99., 124., 151.
témamodellezés 148., 151.
topikszavak 95., 98.

tudástranszfer (transfer learning) 148., 151.
tulajdonnév 27., 51., 52., 53., 58., 59., 60.
túlillesztés (overfitting) 11., 116., 117., 118., 121.
validációs halmaz 69., 72.

korpuszon belüli validációs halmaz 69.
validálás (validation) 24., 31., 69., 86., 87., 88., 91., 92., 101.

előrejelző validálás (predictive validation) – 69., 72.
keresztvalidálás (cross-validation) 69. 72.
összefutó (konvergens) validálás 69., 72.,
szótár validálása 69.
validálási csoport 69.

validitás – ld. érvényesség
valószínűségalapú besorolás 66.

hierarchikus valószínűségi modell 95.
valószínűségi modell 124., 138.

vektortérmodell – ld. szózsák
véleményelemzés (opinion mining, sentiment analysis) 8., 48., 59., 73., 74., 75., 76., 77., 

78., 79., 80., 81., 82., 83., 84., 125. ld. még szentimentelemzés
véleményerősség-mérő szótár(módszer) (strength-oriented lexical methods) 78., 84.
vizuális segítség (visual aid) 30., 36.
webes adatbányászat (web data mining) 149., 151.
web crawling 149.
webes információkinyerő rendszerek (wrapper) 52., 61., 149., 151.
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SuMMAry 

The aim of this edited volume is to provide an introduction to quantitati-
ve text analysis and text-mining, this cutting-edge methodology that is now 
widely used in international political science. Based on the paradigm of text 
as data, the book offers a beginner’s guide to the analysis of qualitative data, 
on the automated or computer-assisted coding of large-scale text corpora as 
well as on core text mining methods.

The Introduction presents the book’s subject and structure, along with 
some brief remarks on the creative process leading to its publication. Chap-
ter 1 offers a general treatment of the analysis of qualitative data and texts 
and positions quantitative text analysis and text mining in the field of social 
sciences. It also highlights the innovative aspects of text mining within the 
methodological subfield of documentary and content analysis and evaluates 
the relative merits of hand-coding, computer-assisted coding and automated 
coding.

Chapter 2 provides an introduction to basic concepts of qualitative and 
quantitative text analysis as applied for the social sciences. Basic research 
methodologies, such as the bag-of-words method and named entity recog-
nition are presented with ample practical illustrations from real-life politi-
cal science research projects. Chapter 3 introduces more sophisticated text 
mining methods, including classification, sentiment analysis and clustering.

Chapter 4 applies these general approaches to selected research problems 
in political science. It presents sample scripts in r and Python in a step to-
wards the empirical application of the theoretical models and tools outlined 
in the previous chapters. The basic methods of supervised and unsupervised 
machine learning are discussed in more detail. Chapter 5 concludes by consi-
dering avenues for further research and the general context of quantitative 
text analysis and text mining in the social sciences: the sociology of Big data 
and computational social science.
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